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Chapitre 1

In tro duction

�Une image v aut mieux que b eaucoup de mots� !

1

Une image p ermet en e�et de

décrire un couc her de soleil, le sourire d'un v ainqueur olympique, un repas de famille...

bien mieux que b eaucoup de mots. C'est p ourquoi les médias, les encyclop édies, ou les

simples particuliers utilisen t les images p our décrire les év ènemen ts, les p ersonnes, les

ob jets, les situations... P our les utilisateurs, les images on t donc souv en t plus de sens

que de longues phrases. Or, du fait du dév elopp emen t des outils n umériques (appareils

photos n umériques, scanners...) et de l'augmen tation des p erformances de transfert des

réseaux et de sto c k age des systèmes, on assiste ces dernières années à une v éritable

explosion du nom bre d'images auxquelles un utilisateur souhaite accéder. Ce dernier a

donc b esoin d'outils p our p ouv oir retrouv er rapidemen t et e�cacemen t les images qu'il

rec herc he parmi la grande masse d'information disp onible. Ces outils son t regroup és

dans les systèmes de rec herc he d'informations (SRI). Dans le cadre de cette thèse, nous

considérons seulemen t les systèmes de rec herc he d'images (SRIm).

Les systèmes de rec herc he d'images par le con ten u visuel (CBIR) on t fait ces der-

nières années de gros progrès p our ce qui est de rec herc her des images visuellemen t

pro c hes d'une certaine image requête, ou bien p our retrouv er un ob jet sp éci�que dans

une image. Cep endan t, les systèmes de rec herc he d'images actuels son t toujours p eu

p erforman ts en ce qui concerne la rec herc he séman tique d'images sur des bases géné-

ralistes. Une des raisons à cela vien t de la façon don t les images son t décrites sur les

systèmes informatique. Le con ten u d'une image p eut être décrit à deux niv eaux :

� au niv eau �n umérique� , une image con tien t des pixels colorés desquels on p eut

extraire des descripteurs de couleurs, de textures et de formes...,

� au niv eau �séman tique� , une image p eut être in terprétée, elle au moins une signi-

�cation.

Mais malheureusemen t, dans les systèmes d'information actuels, les images son t dé-

crites au niv eau n umérique alors que les utilisateurs son t in téressés par leur con ten u

séman tique, et il est actuellemen t di�cile de trouv er des corresp ondances en tre le ni-

v eau n umérique et le niv eau séman tique, c'est ce que l'on app elle le �fossé séman tique�

( semantic gap ) :

1

�One Picture is W orth A Thousand W ords�

1



2 In tro duction

(a) tiger c at gr ass he ad (b) house �ower (c) house r o of sky window

Fig. 1.1 � Les images (a) et (b) p ossèden t des histogrammes de couleurs similaires. Les

images (b) et (c) p ossèden t des histogrammes de couleurs très di�éren ts. Les images son t

extraites de la base Corel (W ang, 2004 ;W ang et al. , 2001) et les légendes des données

fournies par K. Barnard (Barnard et al., 2003b).

�The semantic gap is the lack of c oincidenc e b etwe en the information that

one c an extr act fr om the visual data and the interpr etation that the same

data have for a user in a given situation

2

�(Smeulders et al. , 2000) .

P our comprendre la di�culté que les systèmes on t p our trouv er des corresp ondances

en tre le niv eau n umérique et le niv eau séman tique, prenons en exemple les images de la

�gure 1.1. Les images (a) et (b) p ossèden t des histogrammes de couleurs très pro c hes

alors qu'elles n'on t aucun rapp ort séman tique. P ar con tre, les images (b) et (c), qui son t

séman tiquemen t similaires (elles con tiennen t toutes les deux une maison), p ossèden t

des histogrammes de couleurs très di�éren ts. D'autres descripteurs visuels p euv en t p er-

mettre de reconnaître une certaine similarité en tre les images (b) et (c). P ar exemple, la

forme rectangle est caractéristique des fenêtres. Cep endan t, sur des bases généralistes,

le système ne p eut pas sa v oir que dans le cas des images (b) et (c) la forme est plus

imp ortan te à prendre en compte que les autres descripteurs de couleurs et de textures,

tandis que p our l'image (a) la texture p ermet de mieux caractériser les ra yures du tigre.

Une manière d'a jouter un niv eau séman tique à des images est de les décrire a v ec des

mots. De plus, les mots p ossèden t la propriété d'a v oir une signi�cation hors con texte, et

de p osséder un sens en con texte qui corresp onden t plus ou moins au sens hors con texte

3

.

De ce fait, si plusieurs images son t annotées a v ec le même mot dans di�éren ts con textes,

il est fortemen t probable qu'il y est une corresp ondances en tre ces images. Malgré cer-

tains problèmes de sub jectivité lors du c hoix des mots, annoter man uellemen t des images

p ermet de réduire dans une certaine mesure ce fossé séman tique. Cep endan t, lorsque

l'on disp ose d'un très grand nom bre d'images, a jouter man uellemen t des mots à des

images devien t très vite fastidieux p our l'utilisateur. Malheureusemen t, les métho des

d'indexation textuelle automatique (auto-annotation) d'images à partir du con ten u vi-

suel seul ne son t pas e�caces. Mais, par con tre, nous disp osons de bases d'images telles

que les encyclop édies, les revues ou le w eb où les images son t asso ciées à du texte. Ainsi

2

Le fossé séman tique est le manque de concordance en tre l'information que l'on p eut extraire des

données visuelles et l'in terprétation que les mêmes données on t p our un utilisateur dans une situation

donnée.

3

A l'exclusion des homon ymes.
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Fig. 1.2 � Sc héma d'un système classique de rec herc he d'information

les moteurs de rec herc he d'images sur le w eb p ermetten t de rec herc her des images à

l'aide de mots-clés grâce aux mots des pages w eb où se situen t les images. Cep endan t,

les mots de ces textes n'on t pas tous un rapp ort a v ec le con ten u visuel des images : les

images son t mal annotées.

Nous v o y ons que l'information fournie par le niv eau n umérique (descripteurs visuels)

et celle fournie par le niv eau séman tique (mots-clés) app orten t toutes les deux une in-

formation di�éren te et complémen taire : l'information visuelle indique le con ten u de

l'image, l'information textuelle indique les sens p ossibles p our ce con ten u. Dans cette

thèse, nous c herc hons à trouv er des liens en tre ces deux informations dans le but d'amé-

liorer les systèmes de rec herc he d'images.

1.1 Systèmes de rec herc he d'images

Les systèmes de rec herc he d'images classiques comp orten t plusieurs phases :

� la phase d'indexation (e�ectuée hors ligne),

� la phase de rec herc he,

� év en tuellemen t, une phase de b ouclage de p ertinence ( r elevanc e fe e db ack ).

La �gure 1.2 mon tre un sc héma classique des systèmes de rec herc he d'information.

Il existe principalemen t deux t yp es de systèmes de rec herc he d'images :

� les systèmes textuels de rec herc he d'images : les images son t indexées à partir du

texte asso cié à c haque image et la requête est comp osée de quelques mots-clés.

C'est le cas par exemple des moteurs de rec herc he d'images sur le w eb.

� les systèmes de rec herc he d'images par le con ten u visuel : des descripteurs visuels

(couleurs, textures, formes...) son t extraitsds des images et la requête est comp osée
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Fig. 1.3 � Sc héma d'un SRIm com binan t information textuelle et visuelle

de descripteurs visuels souv en t fournis sous la forme d'une image exemple.

P our pallier les faiblesses dues au fossé séman tique de ces deux t yp es de systèmes,

nous prop osons de construire un système appartenan t à une troisième catégorie de

système de rec herc he d'images qui com bine les informations textuelles et visuelles en

di�éren tes phases du SRIm. La �gure 1.3 mon tre un sc héma de ces di�éren tes phases.

� Nous supp osons que, p our ce t yp e de système, la base de do cumen ts (7) con tien t

des images annotées automatiquemen t à partir du texte asso cié à l'image et pro-

v enan t des pages du w eb, d'encyclop édies ou de revues. Ce texte n'est donc pas

forcémen t p ertinen t p our l'image : les images son t mal annotées.

� Dans la phase d'indexation, les informations visuelles et textuelles p euv en t être

com binées (8) a�n d'utiliser des tec hniques de fouilles d'images ou d'appren tis-

sage (9) p our trouv er des liens (motifs fréquen ts, zones visuelles caractéristiques

d'un mot...) en tre information textuelle et visuelle. Ces liens p ermetten t ensuite

d'améliorer l'indexation textuelle et visuelle des images (12), mais égalemen t de

trouv er des corresp ondances caractéristiques en tre les informations con ten ues dans

les requêtes de l'utilisateur (10) ou bien encore d'apprendre les descripteurs visuels

p ertinen ts p our un certain concept (11). La représen tation (12) des do cumen ts ob-

ten ue après l'appren tissage p eut-être de t yp e textuel (�ltrage ou auto-annotation),

visuel ou les deux.

� Dans la phase de rec herc he, trois t yp es de requêtes (1) p euv en t être exprimées :
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Système textuel de

rec herc he d'images

Système de rec herc he

d'images par le

con ten u visuel

Système de rec herc he

d'images fusionnan t

texte et images

do cumen ts

con tenan t

l'information

textes images

images (*), textes

(*) ou les deux

indexation textuelle visuelle

textuelle, visuelle ou

les deux

requête textuelle visuelle

textuelle, visuelle ou

les deux

do cumen ts

résultats

images images

images, textes (**)

ou les deux

T ab. 1.1 � Comparaisons des caractéristiques de trois t yp es de systèmes de rec herc he

d'images. (*) Même s'il est p ossible d'a v oir dans la base des do cumen ts uniquemen t

textuels ou uniquemen t visuels, il est imp ortan t, p our la phase d'appren tissage, que

le nom bre de do cumen ts bimo daux soien t conséquen ts. (**) Le système p eut four-

nir comme résultats des textes, même dans le cas où la requête est une image (par

exemple, le système annote l'image requête a v ec des mots et rec herc he alors les textes

qui con tiennen t les mêmes mots), mais dans ce cas ce n'est plus un système de rec herc he

d'images.

1. l'utilisateur fournit une requête visuelle (4) (par exemple, une image re-

quête). Dans ce cas là, le système p eut soit rec herc her les images similaires

visuellemen t comme dans les systèmes classiques CBIR et év en tuellemen t,

récup érer les mots-clés asso ciés aux images similaires p our annoter l'image,

soit annoter l'image a v ec des mots-clés grâce aux liens appris par appren tis-

sage (auto-annotation), puis rec herc her les images qui son t annotées a v ec les

mêmes mots.

2. l'utilisateur fournit une requête textuelle (2) (par exemple, un ensem ble de

mots-clés). Le système rec herc he les images qui on t été annotées a v ec les

mêmes mots-clés comme dans les systèmes textuels classiques de rec herc he

d'images. Év en tuellemen t, le système présen te les images résultats sous forme

de group e présen tan t certaines caractéristiques visuelles et séman tiques com-

m unes apprises lors de la phase d'appren tissage par com binaison des infor-

mations textuelles et visuelles.

3. l'utilisateur fournit un ou plusieurs mots-clés ainsi qu'une requête visuelle

(3). Le système p eut alors rec herc her des images qui p ossèden t le même

genre de caractéristiques séman tiques et visuelles. P ar exemple, en réalisan t

la similarité en tre des v ecteurs représen tan t les images concaténan t les es-

paces textuels et visuels. Il p eut égalemen t rec herc her les images similaires

seulemen t sur les dimensions visuelles qui son t les plus discriminan tes p our

les concepts représen tés par les mots-clés de la requête, en fonction de ce
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qu'il a appris lors de la phase d'appren tissage.

� Év en tuellemen t, dans la phase de b ouclage de p ertinence, les informations tex-

tuelles et/ou visuelles fournies par l'utilisateur son t prises en compte p our amélio-

rer la requête (15), ainsi que comme données en tran tes de la partie appren tissage

(16) (par exemple, les images sélectionnées par l'utilisateur son t annotées a v ec les

mots de la requête de l'utilisateur).

Le tableau 1.1 résume les principales caractéristiques des trois t yp es de systèmes de

rec herc he d'images.

Nous v o y ons que nous p ouv ons com biner les informations textuelles et visuelles

en de nom breux phases d'un système de rec herc he d'images. La question qui se p ose

main tenan t est l'e�cacité et la p erformance d'un tel système. Notons déjà qu'il n'est

pas nécessaire que le système com bine les informations textuelles et visuelles dans toutes

les phases du système, ce qui p eut considérablemen t réduire sa complexité. Cep endan t,

le c hoix des phases du système qui com bineron t les informations textuelles et visuelles

dép end de la tâc he (rec herc he d'images, auto-annotation...) p our laquelle il est utilisé.

1.2 Notations

Nous dé�nissons les termes suiv an ts :

� une collection D est un ensem ble de do cumen ts bimo daux :

D = f d1; d2; � � � ; dD g ;

� un do cumen t bimo dal d est un couple ( Bd
, W d

) constitué :

� d'une image comp osée d'une ensem ble de régions visuelles, app elées blobs :

Bd = f bd
1; bd

2; � � � ; bd
nB d

g

� et d'un ensem ble de mots-clés :

W d = f wd
1; wd

2; � � � ; wd
nW d

g ;

� un blob b est représen té par un v ecteur comp osé de descripteurs visuels :

~b = ( v1; v2; � � � ; vnV ):

L'ensem ble des régions visuelles ou l'ensem ble des mots-clés p euv en t être vides, le do cu-

men t m ultimo dal sera alors resp ectiv emen t un texte ou une image. La �gure 1.5 page 9

mon tre un exemple d'image segmen tée en région visuelle (blob), et annotée man uelle-

men t par un ensem ble de mots-clés.

1.3 Hyp othèses sur les données

Nous form ulons des h yp othèses de tra v ail sur la forme des données. Ces h yp othèses

son t implicitemen t faites par d'autres c herc heurs (Barnard et al. , 2003b; Mona y &

Gatica-P erez, 2003; Mona y & Gatica-P erez, 2004) qui tra v aillen t sur les mêmes données.
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Fig. 1.4 � Une image p eut être décrite par des informations textuelles et visuelles.

Les informations textuelles ne son t pas toujours p ertinen tes p our décrire l'image (par

exemple, les images du w eb son t annotées à partir du texte de la page w eb où se trouv e

l'image). Les informations visuelles ne p ermetten t pas d'extraire le sens de l'image. En

trouv an t des liens en tre ces deux informations, nous ten tons de retrouv er les concepts

e�ectiv emen t présen ts dans l'image.

Hyp othèse 1.1 Chaque image est asso cié e à un ensemble de mots-clés dont

la plup art sont p ertinents p our c ette image :

8 d 2 D d ! W d = f wd
1; wd

2; � � � ; wd
nW d

g avec W d �= W d
Ref

a v ec W d
Ref l'ensem ble des mots-clés vraimen t p ertinen ts p our cette image.

Un mot-clé est l'un des sym b oles p ossibles p our un concept donné (v oir �gure 1.4).

P ar exemple, les sym b oles p our le concept visuel asso cié au cercle jaune p euv en t être

les mots-clés soleil , astr e du jour , sun ou sole . Plusieurs mots-clés p euv en t donc cor-

resp ondre à un même concept. Cep endan t, à l'aide d'un thésaurus adapté nous p ou-

v ons remplacer tous les sym b oles synon ymes (au sens qu'ils représen ten t exactemen t le

même concept visuel) a�n de faire corresp ondre un unique mot-clé à c haque concept.

P ar exemple, à l'aide d'un thésaurus, nous p ouv ons remplacer c haque o ccurrence des

mots-clés sun , astr e du jour et sole par soleil . Nous p ouv ons alors supp oser que les

mots-clés asso ciés à c haque image son t les concepts de cette image. Il reste cep endan t

plusieurs di�cultés.

Problème 1.1 (p olysémie textuelle) Un mot-clé p eut c orr esp ondr e à plusieurs

c onc epts.

P ar exemple, le mot avo c at corresp ond à l'homme de loi ou à un fruit. C'est un problème

d'homon ymie.

Problème 1.2 (p olysémie visuelle) Un c onc ept p eut c orr esp ondr e à plusieurs r epr é-

sentations visuel les.

P ar exemple, le concept représen té par le mot ciel p eut corresp ondre visuellemen t à une

région bleue ou bien à une région grise si le ciel est n uageux (selon que la photographie

a été prise dans le sud de la F rance ou dans la région parisienne).
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Problème 1.3 (mauv aise légende d'images) T ous les mots-clés asso ciés à une

image ne sont p as for c ément p ertinents p our c ette image.

Ce problème vien t du fait que l'indexation man uelle de mots-clés est sub jectiv e et

dép end de l'utilisateur, et que l'indexation textuelle automatique commet b eaucoup

d'erreurs. Dans tous les cas, les mots asso ciés à l'image ne son t pas forcémen t les plus

adéquats p our apprendre des concepts visuels.

Hyp othèse 1.2 Chaque image est se gmenté e en r é gions.

8 d 2 D d ! B d = f bd
1; bd

2; � � � ; bd
nB d

g

Nous app elons blobs ces régions. Dans le cas idéal, c haque blob corresp ond exac-

temen t à un concept. Dans la pratique, la segmen tation reste un problème di�cile,

certaines régions ne corresp onden t à aucun concept, ou un concept est asso cié à plu-

sieurs régions (v oir par exemple la segmen tation du pingouin de la �gure 2.2 page 25).

La segmen tation à grille �xe ne nous sem ble pas appropriée, car une case de la grille

corresp ond souv en t à plusieurs parties de concepts, nous ne p ourrons donc pas asso cier

une case à un unique concept, de plus un résumé de la case par un v ecteur de descrip-

teurs visuels mélangerait plusieurs concepts di�éren ts. L'extraction de zones d'in térêts

est une alternativ e qui nous sem ble être in téressan te.

Problème 1.4 (mauv aise légende de blobs) L es mots-clés sont asso ciés à l'image

et non p as aux r é gions de l'image.

Problème 1.5 (mauv aise segmen tation) L a se gmentation ne fournit p as une c or-

r esp ondanc e exacte entr e un c onc ept et une r é gion.

Ces problèmes fon t que nous ne sa v ons pas si une région est asso ciée à aucun, exactemen t

un, ou plusieurs mots-clés de l'image.

Hyp othèse 1.3 Chaque r é gion est dé crite p ar un ve cteur c ontenant des des-

cripteurs de c ouleurs, de formes et de textur es.

b ! ~b = ( v1; v2; � � � ; vnV ) avec vu 2 f couleurs; formes; textures g

Nous souhaitons dév elopp er des tec hniques p ermettan t des rec herc hes rapides. Or

la représen tation v ectorielle est la plus adaptée, et la plus facilemen t utilisable. Chaque

v ecteur représen te un p oin t dans l'espace visuel. Comme nous le v errons dans le c ha-

pitre 2, il n'existe pas actuellemen t de descripteurs visuels standards. Nous ne sa v ons

pas a priori quels son t les traits visuels p ertinen ts p our rec herc her un concept donné.

Comme exprimé dans (Barnard et al. , 2003b) : �It remains an in teresting op en question

to construct feature sets that (...) o�er v ery go o d p erformance for a particular vision

task�

4

.

4

�Une in téressan te question qui demeure ouv erte est la construction d'un ensem ble de traits visuels

qui (...) o�re de b onnes p erformances p our une tâc he particulière de reconnaissance visuelle.�
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Fig. 1.5 � Exemple d'image segmen tée en région visuelle (blob) et annotée man uellemen t

par un ensem ble de mots-clés tirée de la base Corel (W ang et al. , 2001). L'algorithme

de segmen tation utilisé est �normalized cuts� (Shi & Malik, 2000).

Problème 1.6 (c hoix des traits visuels) Est-c e que tous les tr aits visuels sont dis-

criminants p our un c onc ept donné ? Si non, quels sont les tr aits visuels p ertinents ?

Comme nous le v errons dans la partie 3.2.1 page 56, les espaces de grandes dimensions

on t des propriétés particulières qui renden t les distances en tre les p oin ts de l'espace

ine�caces.

Problème 1.7 (malédiction de la dimension) Plus le nombr e de dimensions des

ve cteurs est gr and, plus les p oints ont tendanc e à êtr e é quidistants.

Les systèmes de rec herc he d'images fonctionnen t en général en deux phases. La

phase d'indexation hors ligne et la phase de rec herc he en ligne. La phase de rec herc he

doit être la plus rapide p ossible, tandis que la phase d'indexation p eut-être plus longue.

Cep endan t, lorsque l'on a un grand v olume de données comme le w eb, elle se doit quand

même d'être rapide. Le grand v olume d'images à traiter imp ose donc que l'on extrait

des descripteurs visuels rapides à calculer.

Les mots asso ciés aux images annoten t l'image en tière et non pas les régions

d'images. Or ce son t souv en t les régions d'images qui son t au plus près de la signi-

�cation des mots-clés. P ar exemple, sur la �gure 1.5, le mot b o at corresp ond surtout à

la région cen trale de l'image. Cep endan t, le système n'est pas capable de trouv er au-

tomatiquemen t (sans appren tissage) les corresp ondances en tre régions de l'image et les

mots. En plus des h yp othèses imp osées par les données, nous faisons donc l'h yp othèse

suiv an te :

Hyp othèse 1.4 T ous les mots asso ciés à une image sont asso ciés à chaque blob de

c ette image.

d ! W d
Ref ) 8 b 2 d; b! W d

Ref

Cette h yp othèse nécessaire a p our conséquence que les régions d'images son t mal ano-

tées, et renden t di�ciles un appren tissage.

Dans cette thèse, nous confondrons les problèmes 1.1 et 1.2 en confondan t souv en t

v olon tairemen t concepts et mots. Nous supp oserons que les problèmes 1.3 et 1.5 son t

résolus, c'est-à-dire que nous disp osons de données bien annotées par image (et non par

blob) et bien segmen tées, même si nous sa v ons que dans la pratique ce ne sera pas le

cas. Nous nous in téresserons à résoudre les problèmes 1.1/1.2, 1.4, 1.6 et 1.7.
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1.4 Problématique générale

Nous p ouv ons résumer la problématique générale de cette thèse ainsi :

trouv er des métho des e�caces de fusion d'informations textuelles et visuelles

à partir d'un corpus d'images généralistes mal annotées et p our lesquelles

les descripteurs visuels son t �xés d'a v ances.

Le fait que les descripteurs visuels soien t donnés fait que, con trairemen t à la plupart

des systèmes de rec herc he d'images, tels que les systèmes de reconnaissance de formes,

d'ob jets, ou de scènes, nous ne c herc hons pas à extraire des descripteurs visuels les plus

e�caces p our une tâc he sp éci�que, mais à bien com biner les descripteurs visuels a v ec

l'information textuelle.

1.5 Plan et con tribution

Cette thèse est organisée en deux parties.

P artie I Dans la partie I, nous présen tons un état de l'art des di�éren tes tec hniques

utiles p our les con tributions de cette thèse.

� Nous commençons cette thèse en décriv an t les di�éren ts comp osan ts des systèmes

classiques de rec herc he d'images (c hapitre 2).

� Ensuite, nous décriv ons quelques tec hniques d'appren tissage et de réduction du

nom bre de dimensions (c hapitre 3).

� En�n, nous présen tons un état de l'art des tec hniques d'auto-annotation d'images

(c hapitre 4).

P artie I I Nos trois con tributions principales son t présen tées c hacune dans les c ha-

pitres de la partie I I.

� D'ab ord, nous prop osons, un mo dèle d'auto-annotation d'images app elé DIMA-

TEX (c hapitre 5). Ce mo dèle a la particularité de p ermettre une auto-annotation

d'images très rapide. Nous comparons les résultats que nous a v ons obten us a v ec

ceux des mo dèles de l'état de l'art.

� Puis, nous com binons information textuelle et visuelle a�n de connaître les zones

de l'espace visuel qui caractérisen t le mieux un mot-clé (c hapitre 6).

� Ensuite, nous mon trons théoriquemen t et exp érimen talemen t que l'analyse linéaire

discriminan te (LD A) p eut, dans certaines conditions, être utilisée a v ec succès sur

des données mal annotées a�n de réduire l'espace visuel aux dimensions les plus

p ertinen tes p our un concept donné. De plus, nous mon trons exp érimen talemen t

que la div ersité marginale maximale (MMD) p eut égalemen t être utilisée a v ec

succès sur des données mal annotées (c hapitre 7).

De plus, p our c hacune des ces con tributions, nous discutons des problèmes de malédic-

tion de la dimension et de passage à l'éc helle qui son t souv en t p eu pris en compte par

les systèmes classiques.
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État de l'art
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Chapitre 2

Indexation et rec herc he d'images

Comme nous l'a v ons vu dans l'in tro duction, les systèmes classiques de rec herc hes

d'images p euv en t être classés en deux catégories :

� les systèmes textuels de rec herc hes d'images,

� les systèmes de rec herc hes d'images par le con ten u visuel.

Ils p ossèden t tous les deux une phase d'indexation et une phase de rec herc he. Le terme

�indexation� est parfois am bigu, car il est utilisé p our deux problèmes distincts :

� le pro cessus d'extraction des informations à partir des do cumen ts,

� la représen tation de cette information.

L'indexation a donc p our but d'extraire et de représen ter le sens d'un do cumen t de

manière à ce qu'il puisse être retrouv é par l'utilisateur. Nous utiliserons indi�éremmen t

les deux emplois de ce terme.

Dans ce c hapitre, nous détaillons commen t les informations textuelles, puis visuelles,

son t extraites des do cumen ts, et commen t ces systèmes les utilisen t p our rec herc her

l'information. Nous c herc hons surtout à mettre en évidence les di�cultés rencon trées

p our construire de tel système. Puis nous décriv ons quelques systèmes de rec herc he

d'images par le con ten u de l'état de l'art, et p our c haque système nous regardons s'il

utilise et si oui de quelle manière l'information textuelle.

2.1 Indexation et rec herc he textuelle d'images

2.1.1 Indexation textuelle man uelle

L'indexation textuelle man uelle d'images est le plus souv en t réalisée par un do-

cumen taliste app elé iconographe. Son rôle est de classer et d'indexer les images en les

asso cian t à des catégories et à des group es de mots, souv en t extraits d'un thésaurus, p er-

mettan t de retrouv er facilemen t les images. Son tra v ail est très utile p our les agences de

presse, les cen tres de do cumen tation, les m usées... Du fait de l'accroissemen t du nom bre

de photographies p ersonnelles, ce tra v ail est aussi souv en t réalisé par les utilisateurs qui

souhaiten t décrire leurs images p ersonnelles.

Cep endan t, les iconographes comme les utilisateurs rencon tren t di�éren ts problèmes

d'indexation man uelle des images (Vézina, 1998). Le principal problème est le c hoix des

13
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termes. En e�et, la p ersonne qui indexe l'image et la p ersonne qui rec herc he une image

ne c hoisiron t pas forcémen t le même terme p our décrire le même concept. En e�et, la

probabilité p our que le même terme soit c hoisi par deux individus di�éren ts p our décrire

une en tité quelconque est inférieur à 20% (F urnas et al. , 1987; V en tresque, 2006). Une

même image p eut a v oir plusieurs sens, con tenir plusieurs thèmes (p olysémie de l'image).

D'ailleurs, Sara Shatford La yne (Shatford La yne, 1994), sp écialiste de l'indexation ma-

n uelle d'images, a dit en 1986 : �the deligh t and frustation of pictorial ressources is that

a picture can mean di�eren t things to di�eren t p eople�

1

. L'indexation d'une image est

donc sub jectiv e, plusieurs indexations son t donc p ossibles.

D'après (Krauze, 1988), il existe deux t yp es d'indexation d'images. La première, le

har d indexing (app elé aussi ofness ) corresp ond à ce que l'indexeur v oit dans l'image :

le p ortrait d'une femme au sourire énigmatique. La seconde, le soft indexing (app elé

aussi ab outness ) qui p orte sur la signi�cation de l'image : la femme est �La Jo conde�

de Léonard de Vinci.

Malgré sa sub jectivité, l'indexation man uelle reste une métho de e�cace p our as-

so cier un sens à des images. Cep endan t, lorsque l'on a un grand v olume d'images à

indexer, ce tra v ail devien t vite fastidieux, v oire imp ossible, ce qui n'est pas le cas p our

l'indexation automatique. De plus, en ce qui concerne les photographies p ersonnelles,

une étude (Ro dden & W o o d, 2003) sur la façon don t les utilisateurs gèren t leurs pho-

tographies conclue que ceux-ci ne son t pas in téressés par annoter leurs photographies

du fait des e�orts nécessaires, et du fait qu'ils les connaissen t. Une manière originale

et plus éviden te p our les utilisateurs d'indexer textuellemen t des images est d'enregis-

trer un message audio qui décriv e leur con ten u. Il ne reste plus alors au système qu'à

transcrire ce message en texte p our obtenir une indexation automatique.

2.1.2 Indexation textuelle automatique

L'indexation textuelle automatique d'images consiste à asso cier des mots à une

image au mo y en d'un système informatique sans aucune in terv en tion h umaine. Il existe

deux appro c hes : l'indexation textuelle automatique à partir du texte asso cié à l'image,

et l'indexation textuelle automatique à partir du con ten u visuel de l'image.

La première appro c he n'est p ossible que lorsque les images son t asso ciées à du texte.

C'est le cas des images des encyclop édies, des catalogues de v en te, des man uels tec h-

niques... et aussi du w eb. L'indexation textuelle des images sur le w eb p eut s'e�ectuer

à partir des mots présen ts dans le titre de la page ou des mots les plus fréquen ts ou

p ertinen ts de cette page. Cep endan t, toutes les images présen tes sur une même page

w eb ne devraien t pas être indexées a v ec les mêmes mots. Beaucoup de moteurs de re-

c herc he utilisen t aussi l'URL et le nom de l'image, mais la plupart des images ne son t

pas nommées de façon p ertinen te, mais bien souv en t par des noms génériques comme

img001.jpg qui ne p orten t pas de sens. D'autres tec hniques considèren t les mots asso ciés

à l'attribut AL T de la balise IMG d'une image ou bien le texte pro c he de l'image, ou

bien une fusion de toutes ces informations (Co elho et al. , 2004; Ja y aratne et al. , 2003;

1

le plaisir et la frustation des ressources picturales est qu'une image p eut signi�er di�éren ts c hoses

p our di�éren tes p ersonnes.
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Srihari & Burhans, 1994). Mais, dans la pratique, p eu d'images sur le w eb son t indexées

de cette façon, car cela nécessite une indexation man uelle que l'on sait être très coû-

teuse en temps. De plus, le texte pro c he de l'image n'est pas forcémen t celui que l'on

asso cierait à l'image.

La deuxième appro c he est souv en t app elée auto-annotation par le con ten u. Annoter

une image a v ec des mots seulemen t à partir du con ten u visuel est imp ossible. C'est

p ourquoi la plupart du temps les métho des d'auto-annotation son t en fait des métho des

de classi�cation sup ervisée m ulti-classes (une classe par mot). Elles utilisen t un ensem ble

d'appren tissage où les images son t asso ciées aux classes de mots p our apprendre à

prédire des mots sur de nouv elles images. Nous présen tons dans la partie 4 de cette

thèse une description de quelques unes de ces métho des. Cep endan t, comme nous le

v errons, l'auto-annotation d'images est un problème toujours ouv ert, même les meilleurs

systèmes ne son t pas capables d'app orter un gain de plus de 40% sur le mo dèle empirique

basé sur la distribution a priori qui a lui-même un score de classi�cation très faible.

L'indexation textuelle automatique d'images, qu'elle s'e�ectue à partir du texte

asso cié à l'image ou du con ten u de l'image, commet donc b eaucoup d'erreurs. Les images

son t mal annotées.

2.1.3 Mo dèles classiques de rec herc he textuelle

Une fois indexées textuellemen t, les images p euv en t être rec herc hées a v ec les mo-

dèles classiques de rec herc he dans les do cumen ts textuels (mo dèle b o oléen (Co op er,

1970), mo dèle v ectoriel (Salton, 1971), mo dèle probabiliste (Rob ertson & Jones, 1976)

et mo dèle logique).

Mo dèle b o oléen Dans le mo dèle b o oléen, un do cumen t di est représen té par une

conjonction de termes indép endan ts que l'on représen te sous la forme d'un ensem ble :

di = f w1; w2; � � � ; wnW d g sans p ondération. La requête q est une expression logique com-

p osée de termes connectés par les op érateurs logiques ET, OU et NON. Un do cumen t

sera jugé p ertinen t par le système si l'expression logique de la requête est satisfaite par

ce do cumen t. Ce mo dèle ne p ermet pas de retrouv er des do cumen ts qui ne corresp onden t

que partiellemen t à la requête.

Mo dèle v ectoriel Dans le mo dèle v ectoriel, un do cumen t est représen té sous la forme

d'un v ecteur à nW dimensions : di = ( wi; 1; wi; 2; � � � ; wi;n W ) où c haque wi;j est la p on-

dération asso ciée au terme wj dans le do cumen t di . Ce mo dèle supp ose que les v ec-

teurs son t des p oin ts dans un espace où les termes formen t une base orthogonale. Les

termes son t supp osés indép endan ts. La requête est exprimée selon le même formalisme :

q = ( wq;1; wq;2; � � � ; wq;j ) . P our év aluer la p ertinence d'un do cumen t par rapp ort à une

requête, le système calcule une v aleur de similarité en tre les deux v ecteurs di et q. Les

mesures de similarité classiques son t le cosin us, la form ule de Dice et la form ule de

Jaccard. Les p ondérations wi;j tiennen t compte de la fréquence du terme dans le do-

cumen t ( term fr e quency, tf ), du nom bre de do cumen ts dans lesquels apparaît le terme
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( do cument fr e quency, df ), de la longueur du do cumen t, et de l'apparition des termes

d'indexation dans les parties logiques du do cumen t, comme le titre, le résumé...

Mo dèle probabiliste Le mo dèle probabiliste (Rob ertson & Jones, 1976) essa y e d'es-

timer la probabilité qu'un utilisateur a de trouv er un do cumen t d p ertinen t. Ce mo dèle

supp ose qu'il y a un sous-ensem ble R de do cumen ts que l'utilisateur v eut retrouv er

parmi ceux disp onibles, les autres do cumen ts R étan t considérés non p ertinen ts. Un

do cumen t d et une requête q son t représen tés par un v ecteur comme dans le mo dèle

v ectoriel, mais les p oids son t binaires (le mot apparaît ou non dans le do cumen t). Si

P(Rj d) est la probabilité que le do cumen t d soit p ertinen t p our la requête q et si P(Rj d)
est la probabilité que le do cumen t d ne soit pas p ertinen t p our la requête q, alors la

similarité en tre le do cumen t d et la requête q est :

sim(d; q) =
P(Rj d)

P(Rj d)
: (2.1)

Ce mo dèle est di�cile à mettre en o euvre en raison du calcul de probabilité initiale.

P our une présen tation plus détaillée à ces mo dèles le lecteur p eut se rep orter à

(Baeza-Y ates & Rib eiro-Neto, 1999; Sa v o y , 2003).

T ous ces mo dèles utilisen t des représen tations de t yp e �sac de mots� ( b ag-of-wor ds ).

Il existe d'autres mo dèles, moins classiques, utilisan t cette appro c he que nous décrirons

dans la partie 4.2.1 page 75. Des tec hniques statistiques du traitemen t de la langue natu-

relle p ermetten t des analyses et des représen tations plus p oussées, mais en con tre partie

p erden t en simplicité et en rapidité. Nous ren v o y ons le lecteur in téressé à (Manning &

Sc hütze, 1999; Gaussier et al. , 2003; Besançon et al. , 2003).

2.1.4 A v an tages et limites

L'annotation textuelle d'images p eut être e�ectuée man uellemen t, mais cela est très

coûteux et sub jectif. Elle p eut égalemen t être e�ectuée automatiquemen t à partir du

texte asso cié à l'image ou du con ten u visuel, mais ces t yp es de systèmes son t p eu

p erforman ts et les images son t �nalemen t mal annotées. Cep endan t, l'a v an tage des

systèmes textuels est qu'ils donnen t la p ossibilité à l'utilisateur de p oser des requêtes

dans un langage de haut niv eau lui p ermettan t ainsi d'exprimer son b esoin d'information

facilemen t (Ro dden & W o o d, 2003; Mulhem et al. , 2003). De plus, les mo dèles, tels que

le mo dèle v ectoriel, p ermetten t de retrouv er rapidemen t et e�cacemen t les do cumen ts

rép ondan t à une requête.

En ce qui concerne le problème de la sub jectivité des termes, un thésaurus donnan t

les liens de synon ymie et de hiérarc hie en tre les termes, tels que W ordNet (F ellbaum,

1998), p ermet de réduire dans une certaine mesure les distances en tre deux termes

v oisins (T ollari, 2003; T ollari et al. , 2005; Benitez & Chang, 2002; F erecatu et al. , 2005;

Srihari & Burhans, 1994). Cep endan t, il n'existe pas à notre connaissance de thésaurus

hiérarc hique conséquen t sp écialemen t adapté p our décrire les images.

Les mo dèles �sac de mots� on t l'a v an tage d'être très rapides, mais ils ne p ermetten t

pas de p oser des requêtes plus complexes. P ar exemple, rec herc her des images a v ec une
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v oiture rouge près d'une p ersonne sur un fond un v ert. L'appro c he conceptuelle p ermet

de faire ce t yp e de requête. Elle nécessite que les images soien t décrites par des graphes

représen tan t les relations en tre les ob jets dans les images. (Martinet, 2004) prop ose

d'étendre le mo dèle v ectoriel p our représen ter les graphes conceptuels dans le cas de

bases d'images.

2.2 Indexation et rec herc he d'images par le con ten u visuel

Les t yp es de systèmes Les systèmes de rec herc he d'images par le con ten u visuel

p euv en t être construits a v ec di�éren ts ob jectifs en vue. Certains systèmes c herc hen t à

reconnaître un ob jet en particulier (un visage, un t yp e d'ob jet...). On parle alors de

r e c onnaissanc es de formes ( p attern matching ) ou d'ob jets ( obje ct r e c o gnition ). P armi

ceux-ci, certains systèmes son t sp écialisés p our tra v ailler sur des images médicales ou des

photos satellites. D'autres c herc hen t à classer les images en fonction du t yp e de scènes

qu'elles représen ten t (naturel/arti�ciel, in térieur/extérieur...). On parle alors de r e c on-

naissanc e de sc ènes ou de classi�c ation de sc ènes . Une troisième catégorie de systèmes

c herc he à reconnaître les images similaires à une image requête. Les deux premiers t yp es

de systèmes nécessiten t l'emploi de tec hniques et de descripteurs sp éci�ques à l'ob jet

ou à la scène rec herc hé. P ar con tre, la troisième catégorie de systèmes traite des images

généralistes et c herc he à obtenir de b onnes p erformances en mo y enne sur toutes les

images. Dans le cadre de cette thèse, nous nous in téressons surtout au troisième t yp e

de systèmes.

Un cas particulier de systèmes généralistes son t les bases de photographies p erson-

nelles. Ces systèmes son t généralistes dans le sens où ils doiv en t être capable de traiter

tous t yp es d'images, mais ce t yp e de systèmes doit être simple et fournir des informa-

tions sur les images, comme la date de prise de vue, qui soit adaptées à l'utilisateur.

Les bases d'images On p eut distinguer deux catégories de bases d'images :

� les bases d'images sp écialisées qui con tiennen t des images de même t yp e : images

médicales, images géographique, p ortraits de p ersonnes...

� les bases d'images généralistes qui con tiennen t des images de nature v ariée : pho-

tographies p ersonnelles, images des encyclop édies, de Corel, du w eb...

Les stratégies de rec herc he d'images p our ces deux catégories de base son t très di�é-

ren tes. P our la première, on connaît a priori le t yp e d'images que l'on p eut y rencon trer,

ainsi que le t yp e de rec herc he que l'on v a y mener. P ar exemple, rec herc her une p ersonne

parmi d'autres même si elle p orte des lunettes, un c hap eau ou non. Cette connaissance

a priori p ermet de dév elopp er des tec hniques d'indexation et de rec herc he très e�caces.

P our la seconde catégorie, par con tre, on ne sait pas ce que con tiennen t les images, et du

fait du fossé séman tique, on ne sait pas séman tiquemen t ce que rec herc he l'utilisateur.

Dans cette thèse, nous nous in téressons uniquemen t aux bases d'images généralistes.

T yp es de requêtes visuelles D'après (Co x et al. , 2000), un utilisateur p eut a v oir

di�éren ts ob jectifs lorsqu'il e�ectue une rec herc he d'images. Il p eut rec herc her :
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Fig. 2.1 � Sc héma d'un système classique de rec herc he d'images par le con ten u visuel

� une image en particulier (et aucune autre). P ar exemple, une iconographe d'une

agence de presse v a rec herc her le p ortrait o�ciel du présiden t de la République,

ou bien un particulier v a rec herc her la photographie du sphinx qu'il a prise lors

de son dernier v o y age en Egypte.

� une catégorie d'images. P ar exemple, des b eaux couc hers de soleil.

� une image a v ec des caractéristiques non-dé�nies. P ar exemple, l'utilisateur re-

c herc he un fond d'écran a v ec des couleurs pastels. Dans ce troisième cas, l'utilisa-

teur n'a pas une idée précise de ce qu'il v eut. Il parcourt les images sans ob jectif

précis, et p eut même c hanger d'idée au cours de la rec herc he.

P our trouv er l'information qu'il rec herc he, l'utilisateur disp ose d'au moins trois t yp es

de mo y ens (1) (les n uméros en tre paren thèses se rapp orten t au sc héma de la �gure 2.1) :

� les requêtes par exemple visuel (2) ( query by example ). L'utilisateur fournit un

exemple, le système en extrait des descripteurs visuels, puis rec herc he les images

a y an t des descripteurs similaires. L'exemple p eut être :

� une image : la requête de l'utilisateur est comp osée d'une image en tière,

� une région : l'utilisateur rec herc he des régions d'images qui ressem ble à la région

de l'image sélectionnée par l'utilisateur,

� une comp osition logique de catégories de régions : l'utilisateur c hoisit les régions

parmi des régions construites à partir d'un résumé (thésaurus photométrique)

des régions de la base (F auqueur, 2003).
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� une comp osition spatiale de régions : l'utilisateur rec herc he une image a y an t la

région en haut de la même couleur que l'ob jet A, et la région à droite de la

même texture que l'ob jet B (Ma & Manjunath, 1999).

� un cro quis dessiné par l'utilisateur : le cro quis est un cas particulier de requête

par l'exemple, car dans ce cas là, le principal descripteur utilisé est la forme

(Sc homak er et al. , 1999).

� les requêtes directes (3) ( dir e ct query ). Les requêtes directes son t comp osées de

descripteurs visuels. On distingue :

� les requêtes par caractéristiques visuelles (par exemple, 25% de rouge, 30% de

bleu et 45% de v ert)

� et les requêtes par com binaison p ondérée de caractéristiques visuelles (par

exemple, la couleur a un p oids de 75% et la texture de 25%).

� la na vigation (4) ( br owsing ) dans les images.

Des études (McDonald et al. , 2001; McDonald & T ait, 2003) qui comparen t trois

outils (na vigation dans une classi�cation hiérarc hique d'image, requête par cro quis-

exemple ou requête par image-exemple) mon tren t que les utilisateurs utilisen t les trois

outils p our e�ectuer leur requête, et que lorsque l'utilisateur n'a pas un ob jectif précis

en tête, il utilise plutôt la na vigation dans la classi�cation hiérarc hique. De plus, ces

études mon tren t que le c hoix par l'utilisateur de l'outil de rec herc he dép end aussi de la

facilité à form uler la requête.

Extraction des informations visuelles Les v aleurs des pixels d'une image ou d'une

région d'images ne p euv en t pas être exploitées directemen t. C'est p ourquoi on extrait

à l'aide d'algorithmes plus ou moins complexes des descripteurs visuels a�n d'obtenir

une représen tation plus facile à utiliser, et qui corresp onden t si p ossible au con ten u

séman tique. L'extraction des informations visuelles des images doit être e�ectuée aussi

bien p our les images de la base que p our la requête. Elle est généralemen t constituée

de trois étap es (v oir sc héma de la �gure 2.1 page 18) :

� d'ab ord, le système extrait des parties de l'images (régions, zones d'in térêt, p oin ts

d'in térêt...) c hoisies en fonction de l'information qu'elles con tiennen t (6) et (10)

� ensuite, le système extrait les descripteurs visuels, c'est-à-dire les caractéristiques

de couleurs, de textures, de formes... de c hacune des parties (phase de caractéri-

sation) (7) et (11).

� en�n, une représen tation (app elée parfois signature ou index) est parfois nécessaire

p our résumer les descripteurs visuels en une forme encore plus exploitable par le

système (phase d'indexation) (8) et (12). La représen tation est classiquemen t un

v ecteur (histogramme, distribution...), mais p eut égalemen t être un ensem ble de

v ecteurs, des graphes...

Histogrammes et quan ti�cation P our p ouv oir comparer des descripteurs visuels,

il faut prendre en compte le fait que les régions visuelles considérées n'on t pas forcémen t

la même taille. Il faut donc que la représen tation des descripteurs visuels obten ue soit :

� discriminan te : elle doit p ermettre de bien di�érencier les images di�éren tes,
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� in v arian te : deux régions de tailles di�éren tes ou prises a v ec des luminosités di�é-

ren tes doiv en t a v oir des représen tations très pro c hes,

� et compacte : les espaces de grande dimension son t sensibles à la malédiction de

la dimension (v oir partie 3.2.1 page 56) et p osen t des problèmes de sto c k age des

données (v oir partie 2.2.4 page 29). Il est donc in téressan t de réduire au maxim um

la dimension des signatures. P our cela, on p eut utiliser égalemen t des tec hniques

telles que l'A CP (v oir partie 3.2 page 55).

Une représen tation pratique est l'histogramme. Cet outil est plutôt insensible aux

c hangemen ts d'orien tation, de taille et de p osition des régions, mais il ne capture pas les

relations spatiales en tre les régions, et par conséquen t a un p ouv oir discriminan t limité.

Un histogramme p eut être vu comme le nom bre d'apparitions d'un élémen t dans un

ensem ble. Ainsi p our construire un histogramme de descripteurs de couleurs, on utilise

généralemen t deux phases : d'ab ord, les couleurs son t quan ti�ées, puis les couleurs

quan ti�ées son t dénom brées. Chaque comp osan te du v ecteur (app elée en anglais bin )

donne la quan tité d'une couleur présen te dans l'image. A�n de rendre les histogrammes

in v arian ts à la taille de l'image ou des régions, on p eut normaliser l'histogramme par le

nom bre de pixels. P our prendre en compte l'information spatiale dans l'histogramme,

on p eut a jouter la p osition des régions (Stric k er & Dimai, 1996).

La quan ti�cation a p our ob jectif d'obtenir une représen tation compacte du con ten u

visuel sans p our autan t réduire son e�cacité. Elle est e�ectuée généralemen t en deux

étap es : d'ab ord, les histogrammes son t extraits des régions des images d'appren tis-

sage, puis les v ecteurs son t regroup és par classi�cation non-sup ervisée, a�n d'obtenir

des clusters visuels, parfois app elés visual terms , qui résumen t l'information. Dans (Sou-

v anna v ong et al. , 2005), une étude comparan t les résultats de classi�cation en fonction

du nom bre de clusters c hoisi p our la quan ti�cation mon tre qu'à partir d'un nom bre

su�san t de visual terms (1000 dans leur cas), les p erformances ne son t plus dimin uées

par la quan ti�cation.

2.2.1 Descripteurs visuels

Puisque l'on souhaite construire des systèmes de rec herc he d'images qui soien t uti-

lisables par l'être h umain, et que c'est l'être h umain qui donne un sens à ce qu'il v oit, il

p eut être in téressan t de s'inspirer du système de p erception h umain p our c hoisir les es-

paces visuels a�n de s'appro c her le plus p ossible de la compréhension qu'à l'être h umain

de l'image, et ainsi réduire le fossé séman tique.

2.2.1.1 Couleurs

La couleur est le descripteur visuel le plus emplo y é, certainemen t car c'est le plus

p erceptuel. Les grands problèmes soulev és par le c hoix de b ons descripteurs de couleurs

son t l'iden ti�cation de l'espace de couleur le plus discriminan t, la prise en compte des

problèmes d'in v ariance aux conditions d'illumination et de prise de vue, la com binaison

a v ec des descripteurs complémen taires (textures, formes...). Il existe plusieurs espaces

colorimétriques qui on t c hacun certaines caractéristiques in téressan tes.
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L'espace R VB est très simple à utiliser, car c'est celui emplo y é par de nom breux

appareils de capture d'images qui e�ectuen t leurs éc hanges d'informations uniquemen t

en utilisan t les triplets (R,V,B). On parle d'espace colorimétrique orien té matériel. Ce-

p endan t, ces trois comp osan tes son t fortemen t corrélées (par exemple, si l'on dimin ue

la comp osan te v erte, la tein te parait plus rouge), l'espace R VB est sensible aux c hange-

men ts d'illumination, et ne corresp ond pas au pro cessus de p erception h umaine.

L'espace HSV ( Hue-Satur ation-V alue ) (aussi conn u sous le nom de système de cône

hexagonal) sépare les informations relativ es à la tein te ( Hue ), la saturation ( Satur ation )

et l'in tensité ( V alue ).

2

Cet espace est plus in tuitif à utiliser car il corresp ond à la façon

don t nous p ercev ons les couleurs. La tein te décrit la couleur (rouge, v ert...), la satura-

tion décrit l'in tensité de la couleur, et la v aleur décrit la luminosité de la couleur. La

comp osan te H de l'espace HSV o�re une certaine in v ariance. Une étude récen te (Lim

& Lu, 2003) compare six espaces colorimétriques et mon tre que l'espace HSV est le

plus e�cace p our la rec herc he d'images par le con ten u, cep endan t cet espace n'est pas

p erceptuellemen t uniforme.

Dé�nition 2.1 (Espace p erceptuellemen t uniforme) Un esp ac e c olorimétrique

est dit p er c eptuel lement uniforme s'il véri�e les deux critèr es suivant :

� la distanc e � (c1; c2) entr e deux c ouleurs c1 et c2 est c orr e cte si et seulement si

c ette distanc e se r appr o che de la di�ér enc e p er çue p ar l'o eil humain ;

� la distanc e � (ci ; c1) = n � � (ci ; c2) est c orr e cte, si seulement si, l'o eil humain

p er çoit la c ouleur c1 n -fois plus éloigné e de la c ouleur ci que la c ouleur c2 .

Les espaces Lab, Luv et de Munsell mo di�é son t eux p erceptuellemen t uniformes.

Dans l'espace Lab c haque couleur est dé�nie par 3 paramètres qui son t pro c hes de

nos concepts visuels : la clarté �L� (indice de luminosité relatif ), et la c hromaticité

représen tée par le couple (a,b). L'axe �a� corresp ond au couple an tagoniste v ert-rouge,

et l'axe �b� au couple an tagoniste bleu-jaune. La c hromaticité p eut égalemen t être

représen tée par deux paramètres : l'angle de tein te et le c hroma app elé de préférence

niv eau de coloration. En supp osan t une prop ortionnalité en tre les tein tes et les angles de

tein te, les tein tes son t réparties sur un cercle situé dans un plan p erp endiculaire à l'axe

ac hromatique. Le cercle des couleurs part du rouge passe par le jaune, le v ert, le bleu,

et se referme par les p ourpres. L'espace colorimétrique Lab est non-linéaire, mais il est

considéré comme appro ximativ emen t uniforme. Dans cet espace la distance euclidienne

en tre deux couleurs v oisines corresp ond à leur di�érence p erceptuelle.

2

D'après (Blo c h et al. , 2004) T ome 2 page 116, la teinte est un attribut de sensation visuelle, elle

détermine donc la couleur d'une surface. Le chr oma est le niv eau de coloration d'une surface, év alué

relativ emen t à la lumière qu'elle reçoit. Le c hroma d'une surface donnée est un attribut p erceptif

indép endan t du niv eau d'éclairemen t. P our une surface de c hromaticité constan te, le c hroma augmen te

a v ec la clarté de la surface, con trairemen t à la saturation. Les notions de c hroma et de saturation son t

souv en t confondues. La satur ation est le niv eau de coloration d'une surface, év alué relativ emen t à sa

luminosité. Elle p ermet d'estimer la prop ortion de couleur c hromatique pure dans la sensation totale.

La saturation d'une surface de c hromaticité constan te est un attribut p erceptif indép endan t de sa

clarté. La clarté est un attribut d'une sensation visuelle, selon laquelle une surface parait di�user plus

ou moins de lumière relativ emen t à celle reçue. La luminanc e est une grandeur ph ysique qui caractérise

une surface émettan t un ra y onnemen t dans une direction donnée.
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2.2.1.2 T extures

Il n'existe pas de dé�nition p ertinen te de la texture. Cep endan t, une dé�nition de

sens comm un est la suiv an te : la texture est la rép étition d'élémen ts de base construits

à partir de pixels qui resp ecten t un certain ordre. Le sable, l'eau, l'herb e, la p eau son t

autan t d'exemples de textures. L'aléatoire joue un rôle particulier dans les textures. On

p eut distinguer deux t yp es extrêmes de textures, en tre lesquels se p ositionnen t toutes

les textures :

� les textures régulières, dans lesquelles la p ério dicité du motif est éviden te : grilles,

m urs, tissus, alv éoles... Elles p euv en t être décrites par des appro c hes fréquen tielles

(sp ectres de F ourrier, ondelettes de Gab or) ou des appro c hes structurelles dans

lesquelles on asso cie un motif et des règles de placemen t sur un pa v age régulier.

� les textures aléatoires p our lesquelles la distribution des in tensités n'est l'ob jet

d'aucune régularité apparen te : sable, n uage, herb e, foule... Elles p euv en t être

décrites par des lois statistiques sur les distributions.

P our analyser et reconnaître une texture, on p eut appliquer le sc héma suiv an t

(d'après (Blo c h et al. , 2004) page 52).

� On dé�nit un v oisinage (une fenêtre) p our c haque pixel. Le c hoix de la taille

de la fenêtre est un problème di�cile, car si la fenêtre est trop p etite, elle ne

p ermettra pas de retrouv er la texture de base, si elle est trop grande, la fron tière

de la texture devien t di�cile à lo caliser. Ce c hoix dép end égalemen t du niv eau

d'analyse du motif que l'on souhaite.

� P our c haque v oisinage, on mesure un certain nom bre de caractéristiques des pixels

dans la fenêtre, et on l'attac he au pixel. Chaque pixel est ainsi asso cié à un v ecteur

rendan t compte des caractéristiques du v oisinage.

� On p eut alors classer les pixels en regroupan t ceux qui son t similaires (par exemple,

par la métho de des k -mo y ennes) ou bien si l'on disp ose des caractéristiques vi-

suelles des classes, en rec herc han t la classe à laquelle c haque pixel appartien t.

� Év en tuellemen t, on p eut réduire la taille des v ecteurs en sélectionnan t les carac-

téristiques p ertinen tes ou par une A CP (v oir partie 3.2.2).

Les outils classiques des statistiques (mo y enne, v ariance, momen t, énergie, en tro-

pie...) p euv en t être utilisée p our analyser les textures. P ar exemple, le momen t d'ordre 3

( skewness ) donne une indication sur la symétrie ; le momen t d'ordre 4 ( kurtosis ) donne

une indication sur l'aplatissemen t. Les matrices de co o ccurrences son t égalemen t des

outils adaptés p our l'analyse de texture.

Au niv eau séman tique, les textures p euv en t app orter une information précieuse.

En e�et, elles p ermetten t de di�érencier des parties d'images don t les descripteurs de

couleurs son t iden tiques. P ar exemple, le ciel (texture unie ou n uageuse) et la mer

(texture des v agues).

2.2.1.3 F ormes

L'utilisation de descripteurs de forme ( shap e ) n'a de sens que sur une image segmen-

tée. P our extraire les descripteurs d'une forme, la première c hose à faire est de dé�nir sa

fonction caractéristique. En général, elle est représen tée sous la forme d'un masque dans
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lequel c haque pixel est représen té par le n uméro de la région à laquelle il appartien t.

C'est à partir de cette fonction, que son t calculés la plupart des descripteurs de formes,

soit à partir de la région en tière, soit à partir des con tours seulemen t.

Les descripteurs prop osés son t souv en t sp éci�ques à une forme particulière. P ar

exemple, le rapp ort iso-p érimétrique, qui est un descripteur prop ortionnel au rapp ort

du carré du p érimètre de l'ob jet à sa surface est maxim um, dans des images con tin ues,

p our le cercle.

On p eut citer quelques descripteurs classiques :

� les momen ts d'inertie. Ils on t la propriété d'être in v arian ts par rotation. Ils dé-

criv en t bien l'allongemen t de formes régulières comme des ellipses ou des distri-

butions gaussiennes. Ils son t plus am bigus sur des formes complexes ;

� la rec herc he des b oîtes engloban tes ou minimales de la région ;

� les momen ts in v arian ts (nommés momen ts de Hilb ert), in v arian ts par translation,

rotation et c hangemen t d'éc helle ;

� les p olygones de Guzman (1968). Cette appro c he consiste à en v elopp er l'ob jet à

reconstruire dans des b oites de formes de plus en plus précisémen t adaptées ;

� descripteurs de F ourrier ;

� ...

P our plus de détails concernan t les descripteurs de formes, le lecteur p eut se rep orter à

(V eltk amp & Hagedo orn, 2001; Blo c h et al. , 2004).

La forme est in téressan te p our retrouv er certains concepts qui ne p euv en t l'être

autremen t. Prenons le mot b al lon , par exemple. Il n'y a pas de couleurs qui puissen t

caractériser un ballon puisque cet ob jet p eut être de toutes les couleurs, par con tre, il a

une forme très caractéristique. La forme p eut a v oir certains a v an tages égalemen t sur la

texture. P ar exemple, une pan thère p eut a v oir un p elage tac heté ou bien uni. La texture

extraite de deux images représen tan t une pan thère p ourra donc être très di�éren te, par

con tre, la forme reste iden tique. La forme est donc une information discriminan te qui

p eut être utile p our réduire le fossé séman tique. D'ailleurs, dans (Sc homak er et al. ,

1999), les auteurs disen t que les utilisateurs de CBIR son t plus in téressés par rec herc her

en utilisan t la forme (requête par cro quis) plutôt que par la couleur ou la texture.

2.2.1.4 P ositions et relations spatiales

Nous a v ons vu qu'un des incon v énien ts des histogrammes est qu'il ne capture pas

les relations spatiales en tre les régions. C'est p ourquoi (Hsu et al. , 1995; Stric k er &

Dimai, 1996; Gudiv ada & Ragha v an, 1995; Ma & Manjunath, 1999) prop osen t d'in tégrer

les informations spatiales soit directemen t dans l'histogramme, soit après une phase

d'extraction des couleurs a�n d'améliorer les résultats de rec herc he d'images en a joutan t

une information discriminan te. P ar exemple, la plupart des images réelles étan t orien tées

v erticalemen t, la p osition en ordonnée des régions d'images indique si une région bleu

de l'image corresp ond plutôt à une zone du ciel ou bien à la mer.

Dans (Lee et al. , 2006; Lee & Hw ang, 2003), les relations spatiales en tre les ob jets

d'une image son t in tégrés dans le système à l'aide d'un co dage sym b olique des relations.

Plus le nom bre d'ob jets est grand dans l'image, plus le nom bre de relations v a être
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imp ortan t. C'est p ourquoi ils prop osen t de réduire les relations redondan tes qui p euv en t

être déduites des autres relations.

Les relations spatiales en tre les ob jets son t souv en t représen tées sous forme de

graphes de v oisinage. La rec herc he d'images revien t alors à rec herc her les graphes iso-

morphes, ce que l'on sait être un problème di�cile (Hop croft & T arjan, 1974; Prié et al. ,

2000).

La mesure prop osée dans (Martinet et al. , 2005) n'est pas une mesure des relations

spatiales en tre les régions dans le sens qu'elle ne p ermet pas de mesurer si une région

est située à coté de telle autre région, ou bien si une région est située en haut ou en bas

de l'image, mais elle p ermet de mesurer le �désordre� en tre les ob jets dans l'image au

mo y en d'une en tropie, app elée en tropie spatiale, calculée à partir des aires des ob jets

dans l'image. Son ob jectif est de caractériser un t yp e d'images en fonction d'une part

du nom bre d'ob jets dans l'image et d'autre part de l'aire des ob jets présen ts dans

l'image. (Y anai & Barnard, 2005) prop ose égalemen t d'utiliser l'en tropie des régions

p our caractériser un concept donné, mais sur di�éren ts descripteurs visuels.

2.2.2 Segmen tation et p oin ts d'in térêt

L'extraction de descripteurs visuels sur l'image en tière (descripteurs globaux) p ermet

de réduire le nom bre de calculs nécessaires, la taille de la base de données ainsi que le

coût des rec herc hes des images les plus similaires. Cep endan t, l'appro c he globale ne

p ermet pas une rec herc he e�cace d'ob jets (au sens large) dans l'image. A l'in v erse, les

descripteurs extraits d'une partie de l'image (descripteurs lo caux) son t e�caces, mais

coûteux. Les descripteurs lo caux p euv en t être :

� des régions de l'image obten ues soit par segmen tation de l'image en tière, soit par

rec herc he de régions d'in térêt,

� des p oin ts d'in térêt.

Segmen tation Dans (Smeulders et al. , 2000), il est a�rmé que : � The the or etic al ly

b est appr o ach to a semantic interpr etation of an image r emains the use of a str ong se g-

mentation of the sc ene. A utomatic str ong se gmentation is, however, har d to achieve

3

� .

La segmen tation d'image ((6) et (10) du sc héma page 18) consiste à séparer en

régions homogènes les div ers comp osan ts visibles dans une image. L'h umain sait na-

turellemen t séparer des ob jets dans une image. P our cela, il se base notammen t sur

des connaissances de haut niv eau qui lui p ermetten t de détecter ce qui l'in téresse dans

l'image. En traitemen t du signal, on caractérise une région comme étan t un ensem ble de

p oin ts (pixels) a y an t des propriétés comm unes d'in tensité, de texture, de couleur..., qui

la di�érencien t des régions v oisines. Il y a de nom breuses métho des de segmen tation, on

distingue cep endan t deux grandes familles d'algorithmes :

� la segmen tation par appro c he �con tour� ou �fron tière� ( e dge-b ase d se gmentation ).

Un con tour est une fron tière en tre deux milieux di�éren ts (2 couleurs, 2 niv eaux de

3

�Théoriquemen t, la meilleure appro c he p our in terpréter une image séman tiquemen t reste l'utilisa-

tion d'une forte segmen tation de la scène. La segmen tation forte automatique est, cep endan t, di�cile

à atteindre� .
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Fig. 2.2 � Exemple de segmen tation par appro c he région. L'ob jet pingouin ne p eut être

représen té par une seule région d'images, car les parties blanc hes et noires ne p euv en t

être regroup ées par un algorithme de segmen tation.

gris...). On utilise souv en t l'image dériv ée p our mettre en évidence les v ariations

de niv eau. Quand il y a une forte v ariation, cela est souv en t dû à un c hangemen t

de tein te, d'éclairemen t ou de texture, et de façon générale à un c hangemen t

de région. Un algorithme classique d'extraction du con tours est l'algorithme de

Cann y (Cann y , 1986) ;

� la segmen tation par appro c he �région� ( r e gion-b ase d se gmentation ). Le princip e

est de trouv er les régions en regroupan t les pixels a y an t des caractéristiques si-

milaires et en séparan t ceux qui son t di�éren ts (tec hniques division-fusion, par

accroissemen ts de régions, par statistiques ba y ésienne...).

Une des di�cultés de la segmen tation est de sa v oir en com bien de régions doit être

découp ée une image, car certaines images p euv en t être segmen tée en p eu de régions (par

exemple, un p ortrait sur fond uniforme), alors que d'autres nécessiten t plus de régions.

A quel niv eau une segmen tation doit-elle s'arrêter ?

(Da Rugna & K onik, 2004) compare des métho des classiques de segmen tation p our

l'indexation d'images ( clustering, me an shift , appro c he morphologique ou m ultirésolu-

tion). Leurs résultats mon tren t qu'il n'existe pas de segmen tation générique ou meilleure

que les autres, mais que en fonction de la tâc he à accomplir certaines métho des son t

plus e�caces que d'autres.

(Barnard et al. , 2003a) prop ose une étude comparativ e des tec hniques de segmen ta-

tion p our la reconnaissance d'ob jets dans les images. P our cette tâc he, il est nécessaire

d'obtenir des segmen tations qui ne découp en t pas un ob jet en plusieurs régions. P ar

exemple, dans la �gure 2.2, il n'est pas p ossible de mélanger les parties blanc hes et

noires du pingouin p our obtenir un ob jet pingouin. Une partie du ciel ou d'un c hamp

p eut être séparée en plusieurs régions. Cep endan t, les régions obten ues à partir de seg-

men tation sur des images décrites par des traits visuels de bas niv eaux ne corresp onden t

pas souv en t à des ob jets séman tiques. Les quatre algorithmes de segmen tation comparés

dans (Barnard et al. , 2003a) son t le segmen teur par Exp e ctation-Maximization (EM) de

Blobw orld (Carson et al. , 2002), l'algorithme normalize d cuts (Shi & Malik, 2000), et

l'algorithme me an shift prop osé dans (Comaniciu & Meer, 2002). Les résultats d'auto-

annotation (utilisan t un mo dèle générique similaire à ceux décrit dans la partie 4.3
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page 82 de cette thèse) mon tren t que l'algorithme normalize d cuts donne de meilleurs

résultats que me an shift et que le segmen teur de Blobw orld . C'est aussi la conclu-

sion donnée dans (Datta et al. , 2005). C'est p ourquoi (Barnard et al. , 2003a) prop ose

d'asso cier les régions obten ues par segmen tation bas niv eau a v ec les mots prédits a�n

de faire une segmen tation prenan t en compte des traits bas niv eaux et de haut niv eaux.

P our cela, il regarde les probabilités a p osteriori des mots dans les régions adjacen tes :

plus la v aleur du pro duit scalaire des deux probabilités de régions adjacen tes est grande

plus il y a de c hance de fusion des deux régions. La comparaison des fusions a v ec celles

réalisées par des êtres h umains mon tren t que cette fusion p ermet dans une certaine

mesure de créer des segmen tations plus p ertinen tes.

Il existe égalemen t des appro c hes par segmen tation où les régions d'images son t

déterminées a priori . Elles supp osen t par exemple que l'ob jet in téressan t est présen t au

cen tre de l'image ou au con traire imp ose une grille où toutes les régions de l'image on t

la même aire. P our une rec herc he séman tique d'images, ce t yp e de grille ne nous parait

pas être in téressan te, car plusieurs ob jets p euv en t se retrouv er dans la même région. De

plus, les descripteurs de formes et de textures ne p euv en t pas être utilisés.

P oin ts d'in térêt Les p oin ts d'in térêt d'une image son t les p oin ts qui seron t trouv és

similaires dans les images similaires. Une manière de les déterminer est de prendre en

compte les zones où le signal c hange. P ar exemple, les p oin ts d'in térêt p euv en t être les

coins, les jonctions en T ou les p oin ts de fortes v ariations de texture.

T rois t yp es d'appro c he p our l'extraction de p oin ts d'in térêt :

� appro c hes con tours : les con tours d'une image son t d'ab ords détectés, puis les

p oin ts d'in térêt son t extraits le long des con tours en considéran t les p oin ts de

courbures maximales ainsi que les in tersections de con tours.

� appro c hes in tensité : la fonction d'in tensité est utilisée p our extraire directemen t

des images les p oin ts de discon tin uité.

� appro c he à base de mo dèle : les p oin ts d'in térêt son t iden ti�és dans l'image par

mise en corresp ondance de la fonction d'in tensité a v ec un mo dèle théorique.

Les appro c hes in tensité son t les plus utilisées, car elles son t indép endan tes des con tours

et du t yp e de p oin ts d'in térêt. On p eut citer au moins deux a v an tages des p oin ts d'in térêt

par rapp ort aux régions : ils ne nécessiten t pas de c haînages p our détecter les con tours

des régions, et on p eut les extraire e�cacemen t de la plupart des images.

2.2.3 Mesures de similarité

P our rec herc her les images les plus similaires à une image-exemple ou p our les re-

group er (étap es (13) et (14) du sc héma page 18), il faut p ouv oir mesurer la similarité

(ou la dissimilarité) des images. Idéalemen t, les mesures doiv en t être capable de mesurer

la similarité séman tique de deux images, dans la pratique elles ne son t capables que de

mesurer la similarité visuelle. Cep endan t, b eaucoup de tra v aux essa y en t de s'inspirer

du système visuel h umain p our prop oser des mesures plus e�caces.

Nous allons décrire main tenan t des mesures de similarité dans le cadre de la re-

c herc he d'images similaires. Ces mesures son t égalemen t utilisables p our la rec herc he de
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régions similaires, mais aussi dans le cas de la classi�cation sup ervisée ou non-sup ervisée

d'images (ou de données au sens général). D'ailleurs, d'après (Bisson, 2000), �tout sys-

tème a y an t p our but d'analyser ou d'organiser automatiquemen t un ensem ble de don-

nées ou de connaissances doit utiliser, sous une forme ou une autre, un op érateur de

similarité don t le but est d'établir les ressem blances ou les relations qui existen t en tre

les informations manipulées� .

Il existe un grand nom bre de mesures de similarité. Certaines son t des distances,

c'est-à-dire des mesures qui on t les propriétés de non-négativité, ré�exivité, symétrie

et qui resp ecten t l'inégalité triangulaire. Certaines mesures son t sp éci�ques aux histo-

grammes ou aux distributions. Dans (Puzic ha et al. , 1999), une étude comparativ e de

9 mesures est prop osée. Nous donnons ci-après quelques unes des mesures classiques.

Distance euclidienne Une distance classique est la L p � norme (ou distance de

Mink o wski) :

L p � norme(~x; ~y) =
� nX

i =1

jx i � yi jp
� 1

p
(2.2)

où p est le paramètre de la norme. La L 1 � norme est app elée distance de Manhattan

ou distance City-Blo ck . La L 2 � norme est la distance euclidienne.

Distances en tre histogrammes Les tec hniques géométriques, telles que la distance

euclidienne, p euv en t être appliquées sur des histogrammes. Il existe cep endan t des me-

sures sp éci�ques aux histogrammes.

L' in tersection d'histogrammes (Sw ain & Ballard, 1991) est dé�nie ainsi :

� Intersec (~hx ;~hy) =
P n

i =1 min(hx;i ; hy;i )P n
i =1 hy;i

(2.3)

Dans le cas où les histogrammes son t normalisés, cette mesure est équiv alen te à la

L 1 � norme . Ce n'est pas une distance, car elle ne resp ecte pas l'axiome de symétrie.

La distance en tre histogrammes cum ulés (Stric k er & Orengo, 1995) consiste à

calculer la distance L 1 � norme en tre les histogrammes cum ulés don t les comp osan tes

son t dé�nies par h0
x;i =

P i
j =1 hx;j et h0

y;i =
P i

j =1 hy;j . Cette appro c he est plus robuste

que la distance sur les histogrammes classiques (Sw ain & Ballard, 1991), car elle est

moins sensible aux c hangemen ts (par exemple, aux c hangemen ts de couleurs), mais elle

supp ose un ordre sur les comp osan tes des histogrammes, ce qui n'est pas le cas des

histogrammes de couleurs.

Distances quadratiques L'incon v énien t des mesures telles que la distance eucli-

dienne ou l'in tersection d'histogrammes est qu'elles comparen t les comp osan tes des v ec-

teurs une par une, sans prendre en compte les autres comp osan tes. P our remédier à

ce problème, on p eut utiliser la distance quadratique (Hafner et al. , 1995). Elle est

dé�nie ainsi :

� Q(~x; ~y) =
q

(~x � ~y)AT (~x � ~y): (2.4)
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La matrice A p ermet de p ondérer le p oids des comp osan tes v oisines en fonction de leur

distance à la comp osan te considérée. Cep endan t, cette mesure a une complexité quadra-

tique. Un cas particulier de distances quadratiques est la distance de Mahalanobis

où A corresp ond à la matrice de co v ariance des données d'appren tissage. Cette distance

nécessite donc la connaissance d'un ensem ble de données d'appren tissage. Lorsque A
est la matrice iden titaire alors � Q est équiv alen te à la distance euclidienne.

Distances en tre distributions La similarité en tre distributions consiste à détermi-

ner si deux distributions p euv en t être issues de la même distribution de probabilités.

Le test statistique du � 2
( chi-squar e ) p ermet de décider si deux v ecteurs ~x et ~y

son t engendrés par la même distribution. La v ersion symétrique du test est :

� 2(~x; ~y) =
nX

i =1

(x i � yi )2

x i + yi
(2.5)

C'est une des mesures de similarité parmi les plus rapides, elle donne de b ons résultats

sur les grands ensem ble de données (Puzic ha et al. , 1999).

La div ergence de Kullbac k-Leibler (noté divKL ) exprime l'en tropie relativ e de la

distribution ~x par rapp ort à la distribution ~y :

divKL( ~x; ~y) =
nX

i =1

x i log2
x i

yi
(2.6)

Cette mesure n'est pas une distance, car elle n'est pas symétrique divKL( ~x; ~y) 6=
divKL( ~y; ~x) . Si l'on souhaite une distance, on p eut utiliser la distance de Kullbac k-

Leibler (notée dKL ) (Kullbac k & Leibler, 1951) dé�nie par :

dKL( ~x; ~y) = divKL( ~x; ~y) + divKL( ~y; ~x): (2.7)

En statistique ba y ésienne, la div ergence de Kullbac k-Leibler p eut être utilisée p our

mesurer la �distance� en tre la distribution a priori , et la distribution a p osteriori .

Earth Mover's Distanc e (EMD) La mesure Earth Mover's Distanc e (EMD)

(Rubner et al. , 1998) est basée sur la minimisation du coût nécessaire p our transformer

une distribution en une autre distribution. Elle p eut être appliquée p our calculer la si-

milarité en tre deux distributions ou en tre deux ensem bles de distributions. Elle p orte ce

nom car p our la comprendre on p eut v oir l'une des distributions comme une collection

de planètes asso ciées à leur masse et l'autre comme une collection de trous dans le même

espace. C'est l'une des seules distances qui p ermet de tra v ailler sur des histogrammes

qui n'on t pas forcémen t le même nom bre de bins .

Nous donnons sa dé�nition dans le cas où l'on souhaite calculer la distance en tre

deux ensem bles de distributions. Soit X = f (~x1; ! x;1); (~x2; ! x;2); � � � ; (~xn ; ! x;n )g et Y =
f (~y1; ! y;1); (~y2; ! y;2); � � � ; (~ym ; ! y;m )g deux ensem bles de distributions où c haque k ième

distributions ~zk est asso cié à un p oids ! z;k , alors la distance EMD est dé�nie par :

EMD (X ; Y) =

P n
i =1

P m
j =1 � (~xi ; ~yj )Wi;j

P n
i =1

P m
j =1 Wi;j

(2.8)
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où � (~xi ; ~yj ) est la distance (par exemple euclidienne) en tre les distributions ~xi et ~yj ,

et Wi;j est le coût (app elé ��ux�) nécessaire p our se déplacer de la comp osan te ~xi

à la comp osan te ~yj . La matrice W est le résultat de la minimisation de la fonc-

tion de coût C(X ; Y; W ) =
P n

i =1
P m

j =1 � (~xi ; ~yj )Wi;j a v ec les con train tes suiv an tes

8(i; j ) Wi;j � 0, 8i
P n

i =1 Wi;j � ! x;i , 8j
P n

j =1 Wi;j � ! y;j et

P n
i =1

P m
j =1 Wi;j =

min
� P n

i =1 Wi;j ;
P m

j =1 Wi;j
�

.

EMD p eut tra v ailler sur des histogrammes et n'a donc pas b esoin qu'une quan ti�ca-

tion des v ecteurs soit e�ectuée. Cette mesure est in téressan te p our calculer la distance

en tre deux images segmen tées où c haque blob serait représen té par une distribution

visuelle. Cep endan t, EMD est très coûteuse au niv eau du temps de calcul. Une démons-

tration théorique de la raison p our laquelle EMD donne de meilleurs résultats que la

distance quadratique est prop osée dans (Y amane, 2004).

Discussion Nous a v ons présen té les mesures de similarité les plus couran tes. Ce-

p endan t, lorsque l'on tra v aille sur des espaces de couleurs, certaines de ces mesures

rencon tren t certaines di�cultés. L'incon v énien t de la distance euclidienne est que cer-

tains p oin ts qui son t visuellemen t pro c hes p euv en t être aussi distan ts que des p oin ts

visuellemen t éloignés. L'incon v énien t de la distance quadratique est que des v ecteurs

visuellemen t di�éren ts p euv en t être similaires.

La plupart de ces mesures son t coûteuses en temps de calcul et son t de plus sensibles

à la malédiction de la dimension. P our remédier au premier problème, des tec hniques

issues des bases de données on t été prop osées, nous v errons quelques unes de ces tec h-

niques dans la partie suiv an te. En ce qui concerne le problème de la malédiction de la

dimension, il existe des tec hniques de réductions de dimensions qui p ermetten t d'appré-

hender cette di�culté. Nous en décrirons quelques unes dans la partie 3.2 page 55.

2.2.4 T ec hniques d'indexation m ultidimensionnelle

Nous v enons de décrire qu'il existe des mesures p our calculer la similarité en tre

les descripteurs visuels de deux images. Cep endan t, commen t déterminer quelles son t

les images les plus similaires à l'image requête ? P our cela, les systèmes de rec herc he

d'images utilisen t généralemen t un algorithme de rec herc he des plus pro c hes v oisins.

La rec herc he du plus pro c he v oisin ( ne ar est neighb or ) est dé�nie ainsi dans (Bey er

et al. , 1999) : �Given a c ol le ction of data p oints and a query p oint in an m-dimensional

metric sp ac e, �nd the data p oint that is closest to the query p oint�

4

. Lorsque la base

d'images est très grande, cette rec herc he p eut être très coûteuse, car elle nécessite de

calculer la similarité en tre la requête et tous les v ecteurs de la bases. C'est p ourquoi a�n

d'accélérer la rec herc he des plus pro c hes v oisins, on utilise des index multidimensionnels

(étap e (13) sur le sc héma page 18) qui p ermetten t un accès plus rapide à certaines

données (Berrani et al. , 2002). Le princip e est de structurer les données similaires p our

accélérer les rec herc hes (Böhm et al. , 2001). Les données aux caractéristiques similaires

4

Soit une collection de données [sous la forme de] p oin ts et un p oin t requête, trouv er le p oin t qui

est le plus pro c he du p oin t requête.
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son t regroup ées dans des clusters que nous app ellerons cellules. La rec herc he des plus

pro c hes v oisins s'e�ectue en deux étap es :

� d'ab ord par la sélection des cellules les plus p ertinen tes,

� puis par la rec herc he à l'in térieur de ce p etit nom bre de cellules des v ecteurs

p ertinen ts.

Cette façon de pro céder p ermet de réduire le nom bre d'en trées-sorties et le nom bre de

calcul de distances à e�ectuer. P our créer ces cellules, il existe deux t yp es de stratégies :

� par partitionnemen ts des v ecteurs de données,

� par partitionnemen ts de l'espace.

Les princip es de création des cellules son t très pro c hes des algorithmes de classi�cation

non-sup ervisée. Ainsi dans (Keim & Hinneburg, 1999), les auteurs considèren t les tec h-

niques d'index m ultidimensionnels comme des métho des de classi�cation non-sup ervisée.

2.2.4.1 T ec hniques basées sur le partitionnemen t des données

Ces tec hniques, souv en t dériv ées du R-Tree (Guttman, 1984), prop osen t de re-

group er les v ecteurs selon leur similarité dans l'espace. Chaque group e de v ecteurs est

englob é dans une forme géométrique (h yp errectangle, h yp ersphère...) et regroup é dans

un arbre don t les feuilles con tiennen t les données et les no euds con tiennen t les formes

engloban tes. P our la famille des R-Trees , les no euds son t des h yp errectangles, app elés

rectangles engloban ts minimaux (REM), qui corresp onden t aux plus p etits h yp errec-

tangles p ouv an t englob er les données de niv eau inférieur. Cep endan t, un des problèmes

du sto c k age des données dans un h yp errectangle est que deux v ecteurs appartenan t à

un même h yp errectangle p euv en t a v oir des caractéristiques très p eu sem blables. P our

rendre e�cace les R-T rees, leurs dériv és ( R+
-Tree , R�

-Tree ...) prop osen t di�éren tes

métho des p our minimiser le v olume de l'espace couv ert par le REM, et le taux de

c hev auc hemen t en tre les en trées d'un même no eud. Il existe de nom breuses autres tec h-

niques basées sur le partitionnemen t des données ( X-/SS-/SR-/TV-/M-Tree ...) qui

p ermetten t d'accélérer la rec herc he des plus pro c hes v oisins, mais la plupart son t sen-

sibles à la malédiction de la dimension.

2.2.4.2 T ec hniques basées sur le partitionnemen t de l'espace

Les tec hniques basées sur le partitionnemen t de l'espace son t plus simples à gérer

que celles basées sur le partitionnemen t des données, et de plus aucun c hev auc hemen t

n'existen t en tre les cellules. Le princip e est de partitionner l'espace sans prendre en

compte les données. Les cellules p euv en t être gérées de deux manières di�éren tes :

� soit elles son t organisées dans un arbre ( K-D-B-Tree , LSD-Tree ...),

� soit elles son t adressées par une fonction de hac hage ( GridFile ).

P our ces tec hniques, l'absence de c hev auc hemen t accroît les p erformances des algo-

rithmes de rec herc he, mais si un v ecteur requête est su�sammen t pro c he de la fron tière

d'une région alors il est nécessaire de visiter les régions v oisines. Or quand le nom bre

de dimensions est grand et selon la tec hnique utilisée, le nom bre de régions v oisines

p eut être exp onen tiel. De plus, ces tec hniques indexen t des espaces vides en données.
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pro ximés
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00 01 10 11

(c) V ecteurs dans l'espace

Fig. 2.3 � Exemple de co dage par la tec hnique V A-File

La plupart des tec hniques de partitionnemen t de l'espace son t donc elles aussi sensibles

à la malédiction de la dimension, mais de nouv elles tec hniques prop osen t des métho des

originales qui p ermetten t de réduire les problèmes rencon tres sur les espaces de grandes

dimensions.

La tec hnique des Pyramid-Trees (Berc h told et al. , 1998) p ermet de partitionner

l'espace en cellules don t le nom bre croit de manière linéaire (et non pas exp onen tiel)

a v ec le nom bre de dimensions. Si l'on supp ose que les données son t con ten ues dans

un h yp errectangle, le princip e des Pyramid-Trees est de partitionner l'espace en

2 � m p yramides où c hacun des sommets des p yramides est le même p oin t cen tral de

l'h yp errectangle (ou bien le cen tre de gra vité des données), et c hacune des bases de

la p yramide est un des cotés de l'h yp errectangle. Puis c haque p yramide est découp é

en tranc hes parallèles à la base. Un p oin t de l'espace est co dé par le n uméro de la

p yramide et la distance à son sommet, ces deux nom bres son t ensuite co dés par un seul

nom bre réel. Ce partitionnemen t p ermet d'obtenir une corresp ondance en tre un espace

m -dimensionnel et un espace à une seule dimension ! En�n, les v aleurs son t gérées par

un B +
-Tree . Cep endan t, cette tec hnique ne p ermet pas de faire des rec herc hes de plus

pro c hes v oisins, mais elle p ermet de rép ondre à des requêtes par in terv alle, car plusieurs

v ecteurs p euv en t être co dés par le même nom bre réel. De plus, le risque que seules les

tranc hes les plus basses des p yramides soien t utilisées est fort, car, comme nous allons

le v oir dans la partie 3.2.1, en grande dimension, la probabilité qu'un v ecteur se trouv e

près de la b ordure d'un h yp ercub e est très grande.

Une autre tec hnique in téressan te est le V A-File ( V e ctor Appr oximation File ) (W e-

b er et al. , 1998). Le V A-File prop ose de partitionner l'espace en 2�
h yp errectangles

(cellules). P our cela, c haque dimension u est séparée en 2� u
segmen ts où � u est le nom bre

de bits nécessaires p our co der le nom bre de segmen ts de la dimension u . Chaque v ec-

teur est alors co dé (on dit aussi appro ximé ou compressé) par une séquence de bits de

longueur � ( � =
P m

u=1 � u) (v oir �gures 2.3(a) et 2.3(b)). P our sto c k er les données deux

�c hiers son t utilisés : l'un sto c k e les v ecteurs, l'autre les v ecteurs appro ximés (d'où le

nom de V A-File ). P our rec herc her les v ecteurs les plus pro c hes, il su�t de détermi-

ner les cellules les plus pro c hes (phase de �ltrage), puis de les parcourir de manière

séquen tielle a�n de trouv er les v ecteurs p ertinen ts.
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2.2.5 Bouclage de p ertinence

Le b ouclage de p ertinence ( r elevanc e fe e db ack ) a d'ab ord été utilisé sur les do cu-

men ts textuels (Salton, 1968). Il est actuellemen t très utilisé dans le domaine de la

rec herc he d'images par le con ten u, car il p ermet à l'utilisateur de ra�ner sa requête

en fournissan t au système plusieurs exemples et con tre-exemples de ce qu'il souhaite

obtenir. Le b ouclage de p ertinence supp ose que le jugemen t de l'utilisateur est plus p er-

tinen t que le jugemen t du système. Cette tec hnique est donc un mo y en d'app orter de la

séman tique à la rec herc he d'images. Cep endan t, elle n'est pas automatique, et nécessite

que l'utilisateur indique au système quelles images l'in téressen t. Un b on système de

b ouclage de p ertinence est donc un système qui prop ose à l'utilisateur les images qu'il

rec herc he en p eu de phases de b ouclage.

Un système classique de b ouclage de p ertinence comp orte deux comp osan ts : un

système de sélection et un système d'appren tissage. P our rec herc her les images, un

utilisateur réalise d'ab ord une première requête. Le système lui ren v oie des premiers

résultats. Puis parmi les résultats retournés, l'utilisateur sélectionne certains exemples

comme exemples p ertinen ts et d'autres comme non p ertinen ts. Le système prend alors

en compte la sélection de l'utilisateur p our réaliser un appren tissage dit �actif� ( active

le arning ) et retourner des résultats plus p ertinen ts. L'utilisateur p eut alors sélection-

ner d'autres exemples et réitérer le pro cessus jusqu'à ce qu'il obtienne des résultats

satisfaisan ts ou bien jusqu'à ce que les résultats fournis se stabilisen t.

Un état de l'art des tec hniques de b ouclage de p ertinence p our la rec herc he d'images

p eut être trouv é dans (Zhou & Huang, 2003; Crucian u et al. , 2004). Dans (Zhang et al. ,

2005), le b ouclage de p ertinence est utilisé dans un système de rec herc he d'images

basé sur le texte. Les résultats mon tren t que, con trairemen t à ce que l'on aurait pu

p enser, utiliser le b ouclage de p ertinence dans ce cas précis ne p ermet pas d'améliorer

les résultats, car les mots c hoisis par l'utilisateur son t de moins en moins p ertinen ts.

Dans (F erecatu et al. , 2005; F erecatu, 2005), le b ouclage de p ertinence est utilisé sur

des descripteurs visuels et textuels. P our remédier au problème du c hoix des mots,

l'information hiérarc hique de W ordNet (F ellbaum, 1998) est utilisée. Dans (Debanne &

Mulhem, 2004), le b ouclage de p ertinence est utilisé sur une représen tation sym b olique

des images. D'autres exemples in téressan ts d'appren tissage actif p euv en t être trouv és

dans (Gosselin & Cord, 2004; Jin et al. , 2004; F erecatu et al. , 2005). Nous v errons

dans la partie 2.3 quelques systèmes de rec herc he d'images qui utilisen t le b ouclage de

p ertinence (BP).

2.3 Systèmes de rec herc he d'images com binan t texte et

images

Nous v enons de décrire les principales caractéristiques des systèmes de rec herc he

d'images. Nous allons main tenan t décrire quelques systèmes de rec herc he d'images (v oir

tableau 2.1). Nous a v ons c hoisi ces systèmes d'ab ord en fonction de leur p opularité, puis

en fonction de leur capacité à com biner texte et images. Bien en tendu il existe de très

nom breux autres systèmes, mais nous ne p ouv ons pas tous les citer. Les systèmes son t
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Systèmes V W & BP Principales particularités

QBIC

O O

requête par image-exemple/par

cro quis/directe(Niblac k et al. , 1993)

Chabot

O O SGBD relationnel

(Ogle & Stonebrak er, 1995)

Piction

O O O

hiérarc hie visuelle utilisan t

W ordNet(Srihari, 1995)

WebSeer

O O

w eb, texte et méta-données,

détection de faces(F rank el et al. , 1996)

VisualSEEk

O

régions d'in térêt, relation

spatiale(Smith & Chang, 1996)

PhotoBook

O O

descripteurs pré-calculés,

na vigation(P en tland et al. , 1996)

F ourEyes

O O O O

annotation d'images man uelle,

com binaison de mo dèles(Mink a & Picard, 1996)

MARS

O O mo dèle b o oléen

(Rui, 1997)

Ima geR o ver

O O O O w eb, A CP , LSA

(Sclaro� et al. , 1997)

NeTra

O information spatiale

(Ma & Manjunath, 1999)

Blobw orld

O

segmen tation en régions homo-

gènes couleur/texture par EM(Carson et al. , 1999)

PicHunter

O O O système ba y ésien

(Co x et al. , 2000)

SIMPLIcity

O segmen tation

(W ang et al. , 2001)

IK ONA

O O segmen tation

(Boujemaa et al. , 2001)

PicSOM

O O cartes auto-organisatrices

(Laaksonen et al. , 2002)

a-LIP

O O O

auto-annotation par mo dèle de

Mark o v cac hé (2D-MHMM)(Li & W ang, 2003)

GIFT

O O

système libre prop osan t des

outils de gestion du con ten ugn u.org/soft w are/gift

Ima geSeeker

O O système commercial

ltutec h.com

T ab. 2.1 � Résumé de quelques systèmes de rec herc he d'images par le con ten u. Un

�O� dans la colonne V signi�e que le système utilise des descripteurs visuels p our la

rec herc he et l'indexation. Un �O� dans la colonne W signi�e que le système utilise

des descripteurs textuels p our la rec herc he et l'indexation. Un �O� dans la colonne

& indique que le système com bine les deux informations. BP indique que le système

p ermet d'utiliser le b ouclage de p ertinence.
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ordonnés en fonction de la date du premier article conséquen t parlan t de ce système.

Cette date ne traduit pas l'année du début du pro jet (en général, elle se situe deux ou

trois années a v an t), mais elle donne une idée de l'ordre dans lequel les systèmes on t été

dév elopp és. Cet ordre est imp ortan t, car les anciens systèmes informatiques n'on t pas

les mêmes capacités en calcul et en mémoire que les systèmes actuels.

A v an t de ren trer dans le détail de quelques uns de ces systèmes, notons que certains

son t des systèmes dit �académiques� , que d'autres son t ou son t dev en us des systèmes

commerciaux ( QBIC , Ima geSeeker , Vira ge (Bac h et al. , 1996)...), que d'autres en-

core p euv en t être vus comme des systèmes prop osan t des outils d'extraction et de ma-

nipulation d'informations visuelles ( GIFT , PicSOM , PhotoBook ...). Notons aussi

que nous nous in téresserons surtout à sa v oir s'ils utilisen t des informations textuelles,

et si oui, commen t ils les utilisen t. De plus, nous indiquons dans le tableau 2.1 si le

système prop ose une rec herc he et une indexation textuelle (colonne W), si le système

com bine les informations textuelles et visuelles (colonne &), et s'il utilise le b ouclage de

p ertinence (colonne BP). P our remplir les colonnes, nous a v ons utilisé les informations

dans les articles cités en référence, il se p eut que dans des tra v aux ultérieurs certaines

fonctions aien t été a joutées.

Quelques systèmes de rec herc he d'images L'un des premiers systèmes de re-

c herc he d'image par le con ten u visuel est le système QBIC ( Query By Image Content )

(Niblac k et al. , 1993; Flic kner et al. , 1995). QBIC utilise des traits de couleur, de tex-

ture et de forme. Il p ermet des requêtes par image-exemple, directes ou par cro quis. Il

p ermet égalemen t de faire de la na vigation a v ec b ouclage de p ertinence (BP). Le texte

asso cié aux images, comme le nom de l'auteur ou du média, est seulemen t utilisé p our

faire un �ltrage des résultats (par exemple, seules les images asso ciées à tel auteur son t

a�c hées), et non pas p our améliorer séman tiquemen t les résultats.

Le système Chabot (Ogle & Stonebrak er, 1995) prop ose de sto c k er les histo-

grammes de couleur et le texte asso cié dans une base de données relationnelle. Il p ermet

de réaliser des rec herc hes telles que : �rec herc her des images un p eu rouges réalisées au

b ord du lac T aho e� . Ces rec herc hes son t exprimées sous la forme de requêtes dans la base

relationnelle. Il ne fusionne donc pas réellemen t les informations textuelles et visuelles.

Le système Piction (Srihari, 1995; Srihari & Burhans, 1994) sem ble être le premier

système à vraimen t prop oser de com biner texte et information visuelle. Le texte est

extrait de la légende asso ciée aux images d'articles de presse. Une hiérarc hie visuelle

com binan t à la fois des informations de structures textuelles extraites de W ordNet

(F ellbaum, 1998) et à la fois des informations de couleur, de texture et de forme est

égalemen t prop osée.

Le système WebSeer (F rank el et al. , 1996) est un système construit p our rec herc her

des images sur le w eb. Les images son t classées en deux classes �photographies� et

�dessins� à l'aide d'arbres de décision sur les descripteurs de couleur. Le système utilise

le texte des pages w eb a�n d'annoter automatiquemen t les images. Des méta-données

con ten ues dans l'en-tête des images telles que le t yp e de �c hier, la date, la taille de

l'image... son t égalemen t prises en compte. Ce système p ermet d'e�ectuer des rec herc hes

du t yp e : �rec herc her des photographies de p ortrait de Reb ecca De Morna y a y an t telles
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caractéristiques de couleur� . Les informations visuelles et les informations textuelles ne

son t donc pas vraimen t com binées.

Le système VisualSEEk (Smith & Chang, 1996) a la particularité de rec herc her

des régions d'in térêt, et de prendre en compte leurs p ositions ainsi que leur taille lors

des requêtes. Il n'utilise pas d'information textuelle.

PhotoBook (P en tland et al. , 1996) rec herc he les images en comparan t leur descrip-

teurs sp écialemen t pro jetés dans un espace adapté au t yp e de rec herc he (reconnaissance

de visages, de formes, de textures...) e�ectuée. Il p ermet de faire des rec herc hes du t yp e :

�mon tre moi des images qui on t la même apparence que cette image� . Dans la v ersion

de l'article (P en tland et al. , 1996), le système PhotoBook prop ose d'utiliser le texte

asso cié aux images p our p ermettre des requêtes du t yp e : �mon tre moi des images qui

son t annotées de façons similaires à cette image, mais prise à Boston� . Les informations

visuelles et les informations textuelles ne son t donc pas vraimen t com binées. Cep endan t,

PhotoBook prop ose un mo dule app elée F ourEyes (Mink a & Picard, 1996) qui est

capable d'apprendre des concepts au fur et à mesure de l'in teraction a v ec l'utilisateur.

Les images son t segmen tées en 16 � 16 blo cs. A v an t l'in terv en tion de l'utilisateur, le

système précalcule des similarités en tre blo cs d'images et les regroup e. Puis l'utilisa-

teur annote certains des blo cs a v ec des mots tels que building . Cette tec hnique est très

coûteuse car elle nécessite l'annotation man uelle de régions d'images.

Le système MARS ( Multime dia A nalysis and R etrieval System ) (Rui, 1997) est un

des premiers systèmes de rec herc he d'images par le con ten u à utiliser le b ouclage de

p ertinence. Les images son t segmen tées en blo cs par une grille de 5� 5. De c haque blo c,

son t ensuite extraits des descripteurs de couleur et de texture (ondelettes). Le système

prop ose de retrouv er et d'ordonner les résultats à l'aide d'un mo dèle b o oléen. Il n'utilise

pas d'information textuelle.

Le système Ima geR o ver (Sclaro� et al. , 1997; La Cascia et al. , 1998) a p our ob-

jectif de com biner les informations textuelles d'une page w eb a v ec le con ten u visuel des

images. Dans ce système, c haque image est indexée par un v ecteur global concaténan t

les v ecteurs visuels (réduits par A CP) et textuels (réduits dans l'espace laten t). Ce

système sera décrit plus en détail dans la partie 4.2.3 page 80.

Le système NeTra (Ma & Manjunath, 1999) utilise des descripteurs de couleur,

de texture, de forme, une segmen tation en régions et les relations spatiales en tre ces

régions. La lo calisation spatiale d'une région est mesurée par deux rectangles (in térieur

et extérieur). Il n'utilise pas d'information textuelle.

Le système Blobw orld (Carson et al. , 1999) prop ose de segmen ter les images

en regroupan t les pixels qui on t des couleurs et des textures similaires à l'aide d'un

algorithme de clustering basé sur l'estimation de distributions gaussiennes par EM (v oir

annexe B.2.4 page 187). Ce t yp e de segmen tation doit p ermettre de retrouv er plus

e�cacemen t les ob jets dans les images. Des exp ériences son t réalisées sur le corpus

Corel et mon tren t que retrouv er par blobs similaires est plus e�cace que retrouv er les

images a y an t des histogrammes de couleurs et de textures similaires. Au niv eau de

l'in terface, Blobw orld p ermet à l'utilisateur de sélectionner la région qui l'in téresse,

et de retrouv er les images qui p ossèden t des blobs similaires. L'information textuelle

a joutée aux images de Corel est utilisée p our v éri�er les catégories séman tiques lors des
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tests et non pas p our améliorer l'e�cacité du système.

Le système PicHunter (Co x et al. , 2000) est un système qui utilise les probabilités

ba y ésiennes p our prédire quel est l'ob jectif des utilisateurs en fonction de leurs actions.

P our la phase de b ouclage de p ertinence, l'algorithme essa y e de maximiser l'information

(au sens de l'en tropie) obten u par l'utilisateur à c haque itération. Les résultats obten us

son t comparés à ceux obten us par des exp ériences de psyc ho vision. Le système utilise des

annotations �cac hées� p our améliorer les résultats. Le princip e est que le texte asso cié

aux images est utilisé p our améliorer les résultats ren v o y és, mais il n'est pas prop osé à

l'utilisateur de faire des rec herc hes textuelles.

Dans SIMPLIcity (Semantics-sensitive Inte gr ate d Matching for Pictur e LIbr aries)

(W ang et al. , 2001), la requête est un ensem ble de régions et la distance en tre deux

ensem bles est la somme des distances en tre les régions appariées, p ondérées par un score

de satisfaction attribué à l'appariemen t. La distance ne tien t pas compte de l'information

spatiale, mais la métho de p ermet la mise en corresp ondance d'une région d'une image

à plusieurs régions de l'autre image. Ce système n'utilise pas d'information textuelle.

P ar con tre, il p ossède un mo dule app elé a-LIP (v oir ci-après) qui p ermet de faire de

l'auto-annotation d'images.

Le système IK ONA (Boujemaa et al. , 2001) fait suite au système SurfIma ge (Nas-

tar et al. , 1998) du group e IMEDIA d'unité INRIA-Ro cquencourt. Ce système prop ose

de rec herc her des images par similarité visuelle (couleur, texture, forme). Il prop ose éga-

lemen t des rec herc hes par sélection de régions, et d'utiliser le b ouclage de p ertinence.

Dans (Boujemaa et al. , 2001), la com binaison a v ec le texte est mis dans les p ersp ectiv es

d'év olution du système. Cela a notammen t été le cas dans la thèse de Marin F erecatu

(F erecatu, 2005). Il part du princip e que si une image a été annotée par des mots-

clés, le système p eut utiliser ces mots-clés p our une rec herc he plus rapide. Cep endan t,

comme les mots-clés p euv en t être am bigus, ils prop osen t de propager les mots-clés à

l'aide d'informations en tre les termes extraites de W ordNet (F ellbaum, 1998). Plusieurs

com binaisons des informations textuelles et visuelles son t comparées en asso ciation à

des phases de b ouclages de p ertinence.

Le système PicSOM (Laaksonen et al. , 2002) utilise des cartes auto-organisatrices

( Self-Or ganising Map ) (K ohonen et al. , 2000) p our classer les images. Il fournit en plus

un grand nom bre d'outils p our la classi�cation et la rec herc he d'images par le con ten u.

Ce système n'a donc pas p our v o cation de com biner information textuelle et visuelle.

Notons cep endan t que dans (Viitaniemi & Laaksonen, 2005), ce système est utilisé

p our l'auto-annotation d'images. P our cela, p our c haque mot, le système construit deux

ensem bles d'images, les images annotées par ce mot et les autres, et les utilisen t p our

apprendre un classi�eur. Les images de test son t ensuite annotées en fonction de leur

classemen t dans la classe p ertinen t ou non p ertinen t p our un mot donné.

Le système a-LIP ( A utomatic Linguistic Indexing of Pictur es ) (Li & W ang, 2003) est

un mo dule du système SIMPLIcity . Il prop ose d'annoter les images à l'aide de mo dèles

de Mark o v cac hés. A partir des descripteurs des images d'appren tissage corresp ondan t

à un certain concept, le système construit des mo dèles des images sur plusieurs niv eaux

de résolution. Les mo dèles ainsi construits p our c haque concept formen t un dictionnaire

de concepts. Lorsqu'une nouv elle image doit être annotée, la vraisem blance en tre les
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descripteurs (m ultirésolution) de l'image et le mo dèle est calculée. Les mots asso ciés

aux concepts les plus signi�catifs son t asso ciés à l'image p our p ermettre une rec herc he

textuelle ultérieure.

Le système GIFT (GNU Image-Finding T o ol)

5

anciennemen t app elé Viper

6

est

un système de rec herc he d'images par le con ten u libre. Il prop ose un ensem ble d'ou-

tils d'extraction de descripteurs visuels des images. Il n'a pas été conçu p our utiliser

l'information textuelle. Cep endan t, comme ce système est un système où c hacun p eut

prop oser des con tributions, il n'est pas exclu de ra jouter des capacités de gestion des

informations textuelles.

Le système Ima geSeeker

7

est un système commercial qui p ermet de faire des

rec herc hes textuelles et visuelles. Cep endan t, il sem ble que les informations textuelles et

visuelles ne soien t pas vraimen t com binées p our améliorer la p ertinence des indexations.

Remarques Si nous observ ons l'év olution des systèmes de rec herc he d'images par le

con ten u, nous remarquons que ces systèmes son t de plus en plus complexes. Les premiers

systèmes prop osaien t de rec herc her des images visuellemen t similaires en réalisan t une

mesure en tre les histogrammes de couleurs des images en tières, puis des régions d'images.

Main tenan t, les améliorations son t obten ues en utilisan t des systèmes d'appren tissage de

plus en plus complexes (systèmes ba y ésiens, cartes auto-organisatrices, mo dèles de Mar-

k o v cac hés...) qui son t nécessaires p our fusionner les di�éren tes informations visuelles

et/ou textuelles. Il est assez surprenan t de constater que depuis 2003, il n'y a que p eu

de nouv eaux systèmes complets de rec herc he d'images par le con ten u. La plupart des

tra v aux prop osen t d'améliorer une partie d'un système, mais pas un nouv eau t yp e de

système.

Il y a �nalemen t p eu de systèmes qui com binen t vraimen t les informations textuelles

et visuelles ( Piction , F ourEyes , Ima geR o ver , PicHunter , a-LIP ). De plus, la

plupart son t des mo dèles d'auto-annotation d'images, et non pas des systèmes de re-

c herc he d'images complets. Nous parlerons de l'auto-annotation dans le c hapitre 4. Le

système PicHunter prop ose une com binaison originale des informations textuelles et

visuelles, car il utilise le texte asso cié aux images p our améliorer les similarités en tre

les images, mais l'utilisateur ne p eut pas e�ectuer de rec herc he textuelle et ne sait pas

que le système utilise ce t yp e d'information. Il y a que p eu de systèmes complets qui

com binen t vraimen t les informations textuelles et visuelles, mais il existe cep endan t

quelques tra v aux prometteurs parmi lesquels (La Cascia et al. , 1998; Haddad & Mul-

hem, 2001; Zhao & Grosky , 2002; A dams et al. , 2003; Omho v er & Det yniec ki, 2004;

Belkhatir et al. , 2005). Nous en v errons d'autres dans le c hapitre 4.

Un état de l'art des tec hniques de rec herc he d'images par le con ten u p eut être trouv é

dans (Datta et al. , 2005; Smeulders et al. , 2000; Go o drum, 2000; Eakins, 2002).

5

h ttp ://gn u.org/soft w are/gift

6

h ttp ://vip er.unige.c h

7

h ttp ://www.ltutec h.com
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2.4 Discussion

Les systèmes textuels de rec herc he d'images ne son t pas e�caces, car ils e�ectuen t

leur rec herc he sur le texte asso cié aux images, qui n'a souv en t que p eu de rapp ort a v ec

le con ten u visuel de l'image. D'un autre coté, les systèmes de rec herc he d'images par le

con ten u doiv en t résoudre de nom breuses di�cultés a�n d'être e�caces :

� extraire des images les descripteurs visuels qui p ermetten t de retrouv er e�cace-

men t des images similaires,

� trouv er une représen tation p ertinen te de ces descripteurs,

� trouv er une mesure de similarité e�cace,

� accéder rapidemen t à l'information.

Les systèmes par le con ten u visuel son t de plus en plus p erforman ts p our résoudre c ha-

cune de ces di�cultés, et donc de plus en plus p erforman ts p our retrouv er les images

les plus similaires visuellemen t. De plus, le b ouclage de p ertinence p ermet de ra jou-

ter dans une certaine mesure de la séman tique au rec herc he d'images par le con ten u

visuel. Cep endan t, ils ne son t pas b eaucoup plus e�caces en ce qui concerne la re-

c herc he automatique d'images séman tiquemen t similaires. La raison en est que deux

images séman tiquemen t similaires ne son t pas forcémen t visuellemen t similaires (v oir

par exemple, les images (b) et (c) de la �gure 1.1 page 2). En e�et, en fonction du

concept rec herc hé, il existe des descripteurs visuels informatifs et d'autres qui n'ap-

p orten t aucune information, v oir même du bruit. P ar exemple, p our le concept maison ,

la couleur n'est pas discriminan te car les maisons p euv en t être de di�éren tes couleurs.

Elle p eut même app orter du bruit, car d'après les descripteurs de couleurs l'image du

tigre (a) et de l'une des maisons (b) son t similaires. Il est donc préférable d'utiliser p our

rec herc her une maison un autre descripteur visuel que la couleur. P ar con tre, la couleur

p eut être discriminan te p our le concept de c oucher de soleil , car les couc hers de soleil

son t souv en t rouge-orangé, et raremen t d'une autre couleur. Si l'on rec herc he des images

de couc hers de soleil, il est préférable de prendre en compte les descripteurs de couleurs.

Nous v o y ons apparaître une question imp ortan te : quels son t les descripteurs visuels

qui p ermetten t de mieux discriminer un certain concept ? Les systèmes qui tra v aillen t

sur des bases d'images généralistes uniquemen t à partir du con ten u visuel ne p euv en t

y rép ondre, car ils ne connaissen t pas le concept que l'utilisateur rec herc he. P ar con tre,

lorsqu'il tra v aille a v ec des systèmes com binan t textes et images, l'utilisateur p eut ren-

trer le mot-clé corresp ondan t à ce qu'il rec herc he en plus d'une image requête. Dans

le c hapitre 7, nous prop osons p our surmon ter cette di�culté d'utiliser deux tec hniques

classiques : l'analyse linéaire discriminan te (LD A) et la div ersité marginale maximale

(MMD) p our rec herc her automatiquemen t quels descripteurs visuels son t vraimen t p er-

tinen ts p our un concept donné.

Une question in téressan te est de sa v oir commen t l'être h umain est capable de dis-

cerner un ob jet dans une image. Quelles son t les caractéristiques qui lui p ermetten t de

discerner que deux images visuellemen t très di�éren tes concernen t le même concept, et

cela simplemen t en regardan t l'image ? P our rép ondre à ce genre de questions, on utilise

des métho des inspirées par l'être h umain, comme les tec hniques d'appren tissage. Nous

décrirons dans le c hapitre 3 quelques tec hniques d'appren tissage.



Chapitre 3

Appren tissage automatique et

réduction du nom bre de dimensions

La faculté d'apprendre est essen tielle à l'être h umain p our reconnaître une v oix,

une p ersonne, un ob jet... On distingue en général deux t yp es d'appren tissage : l'ap-

pren tissage �par co eur� qui consiste à mémoriser telles quelles des informations, et

l'appren tissage par généralisation où l'on apprend à partir d'exemples un mo dèle qui

nous p ermettra de reconnaître de nouv eaux exemples. P our les systèmes informatiques,

il est facile de mémoriser un grand nom bre de données (textes, images, vidéos...), mais

di�cile de généraliser. P ar exemple, il leur est di�cile de construire un b on mo dèle d'un

ob jet et d'être ensuite capable de reconnaître e�cacemen t cet ob jet dans de nouv elles

images. L'appren tissage automatique est une ten tativ e de comprendre et de repro duire

cette faculté d'appren tissage dans des systèmes arti�ciels. Il nous sem ble donc approprié

d'utiliser des tec hniques issues de ce domaine p our découvrir et mo déliser des connais-

sances lian t texte et image, et p ouv oir ainsi réduire le fossé séman tique.

Dans le domaine de l'indexation et la rec herc he d'images, l'appren tissage p eut jouer

les rôles suiv an ts :

� sélectionner les descripteurs visuels les plus p ertinen ts,

� asso cier des descripteurs de bas niv eaux à des concepts,

� regroup er les images de manière hiérarc hique ou non par similarité visuelle et/ou

conceptuelle,

� apprendre au fur et à mesure des in teractions a v ec les utilisateurs,

� ...

Le grand v olume de données m ultimédia et le nom bre imp ortan t de dimensions

nécessaires p our les décrire imp osen t d'utiliser des tec hniques de réduction de dimensions

a�n de p ouv oir, d'une part, extraire et résumer les connaissances souv en t inconn ues

des données, et, d'autre part, indexer et retrouv er rapidemen t les do cumen ts. On p eut

séparer les tec hniques d'analyses de données en deux grandes catégories :

� les classi�cations qui p ermetten t de réduire la taille de l'ensem ble des individus

en regroupan t ceux qui se ressem blen t,

� et les analyses factorielles qui p ermetten t de réduire le nom bre de descripteurs.

39
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Dans ce c hapitre, nous nous in téressons d'ab ord aux tec hniques de classi�cations

et d'appren tissage en général, et nous mon trons quels son t leurs a v an tages et di�cultés

(partie 3.1). Puis, nous présen tons le problème de la malédiction de la dimension, et nous

décriv ons quelques tec hniques d'analyse factorielle que l'on p eut utiliser p our réduire le

nom bre de dimensions d'un espace (partie 3.2).

3.1 T ec hniques d'appren tissage automatique

L'appren tissage automatique se trouv e au carrefour de nom breux autres domaines :

in telligence arti�cielle, statistiques, sciences cognitiv es, théorie des probabilités, de l'op-

timisation, du signal et de l'information... Il est donc bien di�cile de donner une taxi-

nomie des tec hniques d'appren tissage. Après a v oir donné quelques dé�nitions, nous pré-

sen tons brièv emen t dans ce c hapitre les deux principaux t yp es d'appren tissage : l'ap-

pren tissage sup ervisé et non-sup ervisé, et nous donnons p our c hacun d'eux quelques

exemples de tec hniques d'appren tissage.

Dans cette thèse, nous nous in téressons aux tec hniques d'appren tissage sur de grande

masses d'images. Cep endan t, a v an t de p ouv oir utiliser les tec hniques d'appren tissage,

il est nécessaire de réaliser quelques pré-traitemen ts sur les données (don t certains son t

décrits dans le c hapitre précéden t). L'ensem ble des tec hniques utilisées a v an t, p endan t

et après l'appren tissage sur de grandes masses de données est souv en t regroup é sous le

terme de �fouille de données� .

Dé�nition 3.1 (F ouille de données (Data Mining)) �Data Mining is the notion

of al l metho ds and te chniques, which al low to analyse very lar ge data sets to extr act and

disc over pr eviously unknown structur e and r elations out of such huge he aps of details.

These information is �lter e d, pr ep ar e d and classi�e d so that it wil l b e a valuable aid for

de cisions and str ate gies.

1

�(Gr abmeier & R udolph, 2002)

La fouille de données (au sens large) est donc une tec hnique qui considère tout le pro ces-

sus d'extraction de connaissances à partir d'un grand nom bre de données. Ses principales

étap es son t :

1. l'extraction et le sto c k age des données,

2. l'exploration des données p our la détection de v aleurs ab erran tes, at ypiques, d'in-

cohérences, et p our la sélection et la transformation des données à étudier...

3. le partitionnemen t aléatoire des données en trois ensem bles : appren tissage, v ali-

dation et test,

4. la réalisation d'un appren tissage n umérique ou sym b olique à partir des données

netto y ées a v ec estimation de la complexité du mo dèle et optimisation des para-

mètres sur l'ensem ble de v alidation,

1

�La fouille de données est la notion de toutes les métho des et tec hniques, qui p ermetten t d'analyser

de larges ensem bles de données p our extraire et découvrir des structures et des relations précédemmen t

inconn ues hors de ce grand tas de données. Ces informations son t �ltrées, préparées et classi�ées a�n

d'être une grande aide p our la prise de décisions et de stratégies.�
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5. la comparaison des résultats obten us à l'aide des mo dèles optimaux sur l'ensem ble

de v alidation a v ec les résultats obten us sur l'ensem ble de test a�n de tester la

capacité de généralisation du mo dèle.

Elle est utilisée dans de nom breux domaines : bases de données, analyse de données,

statistiques, classi�cation, programmation logique, visualisation...

L'appren tissage automatique est essen tiel à la fouille de données. Il p eut être dé�nit

ainsi :

Dé�nition 3.2 (Appren tissage automatique ( Machine L e arning )) Cette no-

tion englob e toute métho de p ermettant de c onstruir e un mo dèle de la r é alité à p artir

de donné es, soit en amélior ant un mo dèle p artiel ou moins génér al, soit en cr é ant

c omplètement le mo dèle. Il existe deux tendanc es princip ales en appr entissage, c el le

issue de l'intel ligenc e arti�ciel le et quali�é e de �symb olique

2

� , et c el le issue des

statistiques et quali�é e de �numérique� . (Cornuéjols & Miclet, 2002)

Appren tissage v ersus mo délisation Dans cette thèse, nous confondrons souv en t

appren tissage et mo délisation, alors que ces deux notions bien que synon ymes impliquen t

un but di�éren t. L'ob jectif d'une mo délisation est d'expliquer, d'in terpréter, d'appro c her

la réalité. Le c hoix du mo dèle est guidé par des critères d'a justemen t et l'in terprétation

du rôle de c haque v ariable explicativ e est prép ondéran te. T andis que p our l'appren tis-

sage au sens théorique de V apnik (V apnik, 1998), les c hoix son t basés sur des critères de

qualité de prédiction (complexité, nom bre de paramètres, �exibilité...), car le meilleur

mo dèle n'est pas forcémen t celui qui appro c he le mieux la réalité. En e�et, la plupart

du temps, plus un mo dèle est complexe, plus il est capable de s'adapter aux données,

et moins il est capable de généraliser.

P aramétrique v ersus non-paramétrique Dans l'appro c he paramétrique, on sup-

p ose que l'on connaît la forme du mo dèle qui a généré les données. On estime alors les

paramètres à partir de l'ensem ble d'appren tissage. C'est le cas par exemple des clas-

si�cations ba y ésiennes ou de la régression. Dans l'appro c he non-paramétrique, on ne

fait pas d'h yp othèses sur le mo dèle que suiv en t les données, l'ob jectif est de trouv er

des propriétés de con v ergence et de consistance quand le nom bre de données tend v ers

l'in�ni. C'est le cas de la rec herc he des k plus pro c hes v oisins (k-PPV). Cep endan t, p our

des problèmes réels complexes, il est imp ossible de connaître le mo dèle des données. De

plus, le nom bre d'exemples n'est pas in�ni.

Génératif v ersus discriminan t Les mo dèles génératifs essa y en t d'estimer la pro-

babilité d'apparition de c haque classe p our un certain nouv eau do cumen t. Les mo dèles

discriminan ts essa y en t d'estimer directemen t quelle est la classe d'appartenance du nou-

v eau do cumen t.

D'une façon générale, plus on a d'exemples, plus il sem ble in téressan t de tra v ailler

dans un con texte de classi�cation. Il existe de nom breuses métho des de classi�cation.

2

appren tissage sym b olique : la pro cédure d'appren tissage p eut être écrite sous forme de règles.
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Il n'y pas de métho des globalemen t meilleures que les autres. Une b onne connaissance

du problème est nécessaire p our c hoisir la b onne métho de à utiliser. Le c hoix de la

métho de dép end notammen t du problème p osé, de la nature des données, des propriétés

de la fonction à estimer... De plus, la di�culté in trinsèque du problème dép end de

la qualité des données. En e�et, dans la pratique, les données p euv en t être fausses,

incomplètes, manquan tes, non-exhaustiv es, les résultats son t donc souv en t imprécis.

A v ec des algorithmes exacts sur des données réelles, les résultats fournis son t justes

par rapp ort aux données, mais pas nécessairemen t par rapp ort à la réalité. A v ec des

algorithmes de la classe des heuristiques

3

, on ne sait pas si les résultats obten us son t

justes, mais en général ils son t cep endan t satisfaisan ts.

3.1.1 Appren tissage sup ervisé

L'appren tissage sup ervisé supp ose qu'un oracle fournit les étiquettes de c haque don-

née d'appren tissage. On distingue en général trois t yp es de problèmes auxquels l'appren-

tissage sup ervisé est appliqué : la classi�cation sup ervisée, la régression, et les séries

temp orelles. Ces trois t yp es de problèmes se di�érencien t en fonction du t yp e d'éti-

quettes fournit par l'oracle. Dans le cadre de cette thèse, nous ne nous in téresserons

qu'à la classi�cation. P our ce problème, les étiquettes son t des classes.

Dé�nition 3.3 (Classi�cation sup ervisée) L a classi�c ation sup ervisé e (app elé e

aussi classement ou classi�c ation inductive) a p our obje ctif �d'appr endr e� p ar l'exemple.

El le cher che à expliquer et à pr é dir e l'app artenanc e de do cuments à des classes c onnues

a priori . A insi c'est l'ensemble des te chniques qui visent à deviner l'app artenanc e d'un

individu à une classe en s'aidant uniquement des valeurs qu'il pr end (Govaert, 2003).

On v eut prédire l'appartenance d'un do cumen t d, décrit par nF descripteurs, à une

classe Ck parmi nC classes. P our cela, on disp ose d'un ensem ble d'appren tissage :

A = f (d1; Cd1 ); (d2; Cd2 ); � � � ; (dnA ; Cdn A
); di 2 RnF et Cdi 2 Cg (3.1)

où p our c haque do cumen t di de l'ensem ble on connaît sa classe a priori Cdi . La classi�-

cation sup ervisée essa y e de trouv er, à partir des données de A , une fonction de décision

� : T ! C qui v a asso cier à tout do cumen t d de test une classe Ck de sorte à minimiser

les mauv ais classemen ts, c'est-à-dire à minimiser le nom bre de fois où la classe prédite

est di�éren te de la classe conn ue a priori ( �( d) 6= Cd ).

Lorsque l'on construit un mo dèle sur des données d'appren tissage, l'erreur obten ue

ne p eux être considérée comme une b onne mesure de l'erreur de généralisation, car

elle est biaisée, c'est-à-dire que les paramètres son t optimisés p our ces données, mais

pas p our d'autres. Il est donc très imp ortan t de mesurer l'erreur sur des données qui

n'on t pas servi à l'appren tissage que nous app elons données de test. De plus, lorsque

la métho de utilisée nécessite l'optimisation de paramètres, il est nécessaire d'utiliser

un ensem ble de dév elopp emen t, di�éren t de l'ensem ble de test, et di�éren t égalemen t

3

Classe de métho des qui con tien t toutes les métho des qui n'on t comme justi�cation que leur propre

logique.
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de l'ensem ble d'appren tissage p our p ermettre une meilleure généralisation. Lorsque le

nom bre de données d'appren tissage est p etit, on p eut utiliser des tec hniques de v alida-

tion croisée

4

(Stone, 1974) ou de b o otstr ap

5

p our év aluer les mo dèles (K oha vi, 1995).

L'appren tissage sup ervisé est très largemen t utilisé p our la rec herc he, la classi�ca-

tion ou l'annotation d'images (Berrani, 2004; Gosselin et al. , 2004; Carneiro & V ascon-

celos, 2005; Cord & Am broise, 2003). Nous présen tons main tenan t quelques exemples

classiques de tec hniques de classi�cation sup ervisée : l'algorithme des k plus pro c hes

v oisins, la classi�cation ba y ésienne et les séparateurs à v astes marges.

3.1.1.1 Les k plus pro c hes v oisins ( k -PPV)

La métho de des k plus pro c hes v oisins (noté parfois k -PPV ou k -NN p our k -Ne ar est-

Neighb or ) consiste à déterminer p our c haque nouv el individu que l'on v eut classer, la

liste des k plus pro c hes v oisins parmi les individus déjà classés. L'individu est a�ecté à la

classe qui con tien t le plus d'individus parmi ces k plus pro c hes v oisins. Cette métho de

nécessite de c hoisir une distance (la plus classique est la distance euclidienne), et le

nom bre k de v oisins à prendre en compte.

Cette métho de sup ervisée et non-paramétrique est souv en t p erforman te. De plus,

son appren tissage est assez simple, car il est de t yp e appren tissage par co eur (on garde

tous les exemples d'appren tissage). Cep endan t, le temps de prédiction est très long, car

il nécessite le calcul de la distance a v ec tous les exemples, mais il existe des heuristiques

p our réduire le nom bre d'exemples à prendre en compte (Berrani et al. , 2002; Berrani,

2004). Dans le cas où on prend, non pas les k p oin ts les plus pro c hes, mais le p oin t le

plus pro c he, on obtien t un diagramme de V oronoï.

3.1.1.2 La classi�cation ba y ésienne

On connaît l'ensem ble d'appren tissage A et on c herc he à classer un nouv eau do cu-

men t dnew . Le classi�eur ba y ésien v a c hoisir la classe Ck qui a la plus grande probabilité,

on parle de règle MAP (maxim um a p osteriori ) :

CMAP = argmax
Ck 2C

P(Ck jdnew ) = argmax
Ck 2C

P(dnew jCk )P(Ck )
P(dnew )

= argmax
Ck 2C

P(dnew jCk )P(Ck )

(3.2)

Il faut alors estimer les probabilités P(Ck ) et P(dnew jCk ) à partir des données d'ap-

pren tissage. Les probabilités a priori des classes p(C1); p(C2); � � � ; p(CnC) p euv en t être

estimées facilemen t par :

P(Ck ) =
nCk

nA

4

v alidation croisée ( cr oss-validation ) : le princip e est de séparer l'ensem ble de données en n sous-

ensem bles. On lance alors l'appren tissage sur un éc han tillon formé de n � 1 sous-ensem bles, le dernier

serv an t de test. On réitère l'appren tissage n fois en c hangean t à c haque fois l'ensem ble de test. Le

taux d'erreurs est la mo y enne des n exp ériences. Si n est grand, le biais sera p etit, mais b eaucoup

d'exp ériences seron t nécessaires, et in v ersemen t si n est p etit.

5

b o otstr ap : les ensem bles d'appren tissage son t c hoisis par tirage aléatoire a v ec remise, il y a donc

duplication des élémen ts. Le taux d'erreurs est calculé sur les élémen ts non-sélectionnés.
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Fig. 3.1 � Les SVM rec herc hen t l'h yp erplan don t la distance (app elée marge) minimale

aux exemples d'appren tissage est maximale. Les exemples les plus pro c hes de l'h yp erplan

s'app ellen t les v ecteurs de supp ort.

où nCk est le nom bre de do cumen ts d'appren tissage dans la classe Ck et nA est le nom bre

total de do cumen ts dans l'ensem ble d'appren tissage.

P our estimer P(dnew jCk ) , l'appro c he naïv e de Ba y es supp ose que les descripteurs de

dnew son t indép endan ts. On a donc :

P(dnew jCk ) = P(f 1jCk )P(f 2jCk ) � � � P(f nF jCk ):

On p eut alors estimer les probabilités P(f 1jCk)P(f 2jCk ) � � � P(f nF jCk) en supp osan t

qu'elles suiv en t un mo dèle conn u. P ar exemple, on supp ose souv en t que les traits visuels

suiv en t des distributions normales P(f ejCk) � N (�; � ) , les paramètres � et � son t

alors estimés sur les données d'appren tissage à l'aide d'un algorithme comme EM (v oir

annexe B.2.4). Le classi�eur naïf de Ba y es malgré sa simplicité est souv en t p erforman t

même a v ec p eu de données, il nécessite cep endan t de faire de b onnes h yp othèses sur la

distribution des données. Le classemen t d'un nouv el exemple est en O(1) .

3.1.1.3 Les Séparateurs à V astes Marges (SVM)

Les Séparateurs à V astes Marges (SVM) ( Supp ort V e ctor Machines ou mac hines à

v ecteurs de supp ort) (V apnik, 1998) p euv en t être utilisés dans le cas où l'espace de

représen tation des do cumen ts est linéairemen t séparable. La métho de à base de SVM

c herc he l'h yp erplan séparateur le plus éloigné des do cumen ts du corpus d'appren tissage.

P our classer un nouv eau do cumen t, on c herc he à sa v oir de quel coté de l'h yp erplan se

trouv e le do cumen t. Ce mo dèle ne supp ose pas que les descripteurs son t indép endan ts

con trairemen t aux métho des ba y ésiennes. Cette tec hnique a dernièremen t reçu un réel

engouemen t, certainemen t car elle disp ose de fondemen ts théoriques solides, et obtien t

généralemen t de b ons résultats.

Son princip e est assez simple. Soit un ensem ble d'appren tissage où c haque élémen t

appartien t à l'une des deux classes notées +1 et -1 et supp osées linéairemen t séparables,

l'algorithme rec herc he la séparation qui maximise la �marge� . La marge p eut être dé�nie

comme la distance euclidienne en tre la surface de séparation (h yp erplan) et le p oin t

le plus pro c he de l'ensem ble d'appren tissage (Boser et al. , 1992). Une extension de
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l'algorithme, dite �à marge douce� , prop ose de traiter le cas où les données ne son t pas

séparables en acceptan t que certains p oin ts se situen t du mauv ais coté de la surface de

décision mais en a joutan t une p énalité en fonction de la distance des p oin ts à la marge

(Cortes & V apnik, 1995).

La plupart des problèmes ne p euv en t être séparés linéairemen t, mais si l'on pro jette

les v ecteurs d'en trée dans un espace de très grande dimension à l'aide d'une fonction �
souv en t les données deviennen t séparables linéairemen t dans ce nouv el espace. T rouv er

la fonction � qui p ermette d'obtenir un nouv el espace dans lequel il est p ossible de

trouv er une séparation linéaire p eut paraître di�cile, mais une appro c he com binatoire

utilisan t le pro duit scalaire p ermet de trouv er un tel espace sans connaissance a priori .

Cep endan t, les espaces à grande dimension son t sensibles à la malédiction de la dimen-

sion (v oir partie 3.2.1 page 56) et le pro duit scalaire devien t rapidemen t imp ossible à

calculer.

P our éviter ces problèmes, il existe des fonctions bilinéaires symétriques, app elées

fonction no y au, faciles à calculer, qui corresp onden t à des pro duits scalaires dans un

espace à grande dimension. Elles p ermetten t donc d'éviter d'e�ectuer la pro jection et

les pro duits scalaires.

P our une in tro duction aux SVM le lecteur p ourra se rep orter à (Corn uéjols, 2002;

Burges, 1998).

3.1.2 Appren tissage non-sup ervisé

Con trairemen t à l'appren tissage sup ervisé, dans l'appren tissage non-sup ervisé il n'y

a pas d'oracle qui explicite les étiquettes. L'utilisation de ce t yp e d'algorithme p ermet

de trouv er des structures, des dép endances en tre descripteurs... qui nous son t inconn ues

(on dit aussi laten tes ou cac hées).

Le plus conn u des problèmes non-sup ervisés est la classi�cation non-sup ervisée ou

clustering

6

. Les classes, que nous app ellerons clusters , son t formées par regroup emen t

des do cumen ts qui on t certaines caractéristiques en comm un. Un autre problème non-

sup ervisé est l'estimation de densité. Son ob jectif est de mo déliser la distribution des

données. Le mo dèle doit p ouv oir fournir une b onne estimation d'un do cumen t de test

issu de la même distribution (inconn ue) que les données d'appren tissage. Nous p ouv ons

égalemen t citer le problème de la réduction de la dimensionnalité. Son ob jectif est de

résumer l'information imp ortan te, de la disso cier du bruit. Un exemple classique est

l'A CP que nous décrirons dans la partie 3.2.2. Dans cette partie, nous discuterons

surtout des tec hniques de clustering .

Le clustering est un outil imp ortan t p our l'analyse de données. Il vise à trouv er les

structures in trinsèques des données en les organisan t en group es homogènes et distincts

(les clusters ). Les ob jets dans un même cluster doiv en t être similaires en tre eux et

di�éren ts des ob jets des autres clusters.

6

En français, le mot classi�cation est am bigü, car il s'agit soit de retrouv er la classe à laquelle le

do cumen t appartien t (classi�cation sup ervisée), soit de construire des regroup emen ts de do cumen ts

(classi�cation non-sup ervisée). P our distinguer ces deux cas, nous parlerons de classemen t p our la

première et de clustering p our la seconde.
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P our construire un regroup emen t de ces données, un utilisateur a trois c hoix métho-

dologiques à faire :

� c hoisir une mesure de ressem blance en tre les données (v oir des exemples de me-

sures dans la partie 2.2.3 page 26) ;

� c hoisir le t yp e de structure qu'il v eut obtenir : partition, hiérarc hie, arbre, p yra-

mide... ;

� c hoisir la métho de p ermettan t d'obtenir la structure désirée.

On distingue généralemen t quatre t yp es d'appro c hes du clustering : les appro c hes ba-

sées sur le partitionnemen t des données, de densités, de l'espace et les appro c hes hié-

rarc hiques.

Les algorithmes de classi�cation non-sup ervisée on t de nom breux incon v énien ts. La

rec herc he d'une structure optimale est NP-complet, c'est p ourquoi on utilise générale-

men t des tec hniques appro ximativ es comme la rec herc he d'optima lo caux, l'utilisation

d'heuristiques ou de mo dèles probabilistes. Cela a p our conséquence que l'application

de di�éren ts algorithmes non-sup ervisés sur les mêmes données donneron t des regroup e-

men ts di�éren ts. De plus, ces algorithmes son t souv en t sensibles aux p oin ts ab erran ts.

Il est donc imp ortan t de réaliser une phase de pré-traitemen t p our éliminer l'impact de

ce t yp e de p oin ts.

Un autre incon v énien t est le problème de la v alidation des clusters obten us. En e�et,

ces clusters doiv en t normalemen t représen ter des structures propres aux données, mais

ils p euv en t parfois être le pro duit d'artefact. Certains algorithmes son t très sensibles aux

p etites p erturbations dans les données. P our ces algorithmes, de p etites v ariations dans

les données en traînen t une très grande v ariabilité des clusters obten us. Notons égalemen t

que les résultats obten us par certains algorithmes son t dép endan ts de l'initialisation.

Citons égalemen t le problème du c hoix du nom bre de clusters . Lorsque l'on sou-

haite découvrir de nouv elles connaissances et les regroup er en clusters , un problème est

de sa v oir com bien de clusters son t nécessaires p our bien représen ter ces connaissances.

P our les classi�cations hiérarc hiques, c'est l'utilisateur qui doit décider où coup er la

hiérarc hie. P our les partitions comme les k -mo y ennes, c'est l'utilisateur qui p ourra indi-

quer le nom bre de clusters à l'initialisation. Cep endan t, lorsque l'on disp ose d'un grand

nom bre de données, l'utilisateur aura de plus en plus de mal à déterminer le nom bre

de clusters ou le momen t où il faut arrêter le regroup emen t. Il existe égalemen t des

critères statistiques, des heuristiques ou des form ules qui p ermetten t de déterminer ce

nom bre, sans toutefois p ouv oir garan tir que le résultat est optimal. P our déterminer le

nom bre de clusters , on p eut aussi p oser des con train tes : comme le nom bre maxim um de

do cumen ts dans un cluster . E�ectuer plusieurs clusterings a v ec un nom bre de clusters

di�éren ts, puis c hoisir la partition qui minimise le critère d'inertie.

Mais le plus grand incon v énien t des algorithmes non-sup ervisés est qu'ils son t gé-

néralemen t p eu e�caces par rapp ort aux algorithmes sup ervisés. Cep endan t, d'après

(Duda et al. , 2000) page 517, il existe au moins 5 b onnes raisons p our faire de l'appren-

tissage non-sup ervisé :

� l'annotation d'un grand nom bre de données est très coûteuse,

� il p eut être in téressan t de découvrir de l'information sur un grand nom bre de

données non annotées, et d'utiliser ensuite les métho des sup ervisées seulemen t
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sur les clusters trouv és,

� de meilleurs résultats p euv en t être obten us à l'aide d'une métho de non-sup ervisée

dans le cas où les motifs c hangen t doucemen t a v ec le temps,

� les métho des non-sup ervisées p euv en t être utilisées p our déterminer les dimensions

utiles p our la catégorisation ainsi que leurs in terdép endances,

� les métho des non-sup ervisées p ermetten t de découvrir des informations de nature

et de structure des données utiles.

Un état de l'art des tec hniques de clustering p eut être trouv é dans (Grabmeier & Ru-

dolph, 2002).

Nous présen tons main tenan t brièv emen t trois algorithmes classiques d'appren tissage

non-sup ervisé : l'algorithme des k-mo y ennes, les cartes auto-organisatrices et la classi-

�cation ascendan te hiérarc hique. Nous dév elopp erons particulièremen t la classi�cation

ascendan te hiérarc hique que nous utiliserons dans le c hapitre 6 page 125 de cette thèse.

3.1.2.1 Les k -mo y ennes ( k-me ans )

La métho de des k -mo y ennes (en anglais k-me ans , app elée aussi algorithme des n uées

dynamiques ou métho de de partitionnemen t autour des cen tres mobiles) est un outil de

partitionnemen t des données non-hiérarc hique qui p ermet de répartir les données en k
clusters homogènes. P our cela, il c herc he à minimiser la v ariance in traclasse :

W =
1

nA

kX

� =1

X

d2 C�

jj ~d � ~� C� jj2: (3.3)

L'algorithme des k -mo y ennes p eut être résumé ainsi :

1. initialiser k cen tres de clusters (par exemple, de manière aléatoire),

2. a�ecter c haque p oin t

~d au cluster qui minimise l'inertie lo cale jj ~d � ~� C� jj2
,

3. recalculer le cen tre (barycen tre) de c haque cluster ,

4. réitérer les étap es (2) et (3) jusqu'à ce que l'algorithme con v erge v ers un minim um

lo cal.

Le résultat est une partition de l'espace des données en clusters séparées par des h y-

p erplans. La qualité de la solution dép end fortemen t de l'initialisation. De plus, la

sensibilité à l'initialisation est d'autan t plus grande que la dimensionnalité des données

est grande. Il existe de nom breuses v arian tes de cet algorithme. La complexité de l'al-

gorithme standard est en O(nA � k � nF � nI ) où nF est le nom bre de dimensions et nI

est le nom bre d'itérations. Une des grandes di�cultés est que l'utilisateur doit fournir

le nom bre de clusters à l'initialisation. Or commen t sa v oir le nom bre de connaissances

présen tes dans les données ? Cet algorithme est utilisé notammen t dans le cas de la

segmen tation d'images.

3.1.2.2 Les cartes auto-organisatrices (SOM)

Les cartes auto-organisatrices ( self or ganizing map (SOM) ou carte de K ohonen

(1982) (K ohonen et al. , 2000; K ohonen, 2001)) appartiennen t aux tec hniques de cluste-

ring par partitionnemen t des données. Cette tec hnique est un cas particulier de réseau de
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neurones non-sup ervisé. Elle considère deux espaces indép endan ts : l'espace de données

généralemen t de grande dimension et l'espace de représen tation (la carte) de dimension

réduite. La carte est constituée d'un ensem ble de neurones organisés selon une certaine

structure top ologique (carré, rectangle, cylindre, carte 3D...) �xée a priori . La top ologie

de la carte in tro duit une notion de v oisinage (rectangulaire, hexagonal...) et de distance

en tre les neurones. Chaque neurone j de la carte p ossède des co ordonnées �xes sur la

carte, et des co ordonnées adaptables dans l'espace d'en trée. Les co ordonnées adaptables

son t les p oids Wi;j qui le relien t à c hacune de ses en trées x i .

Le princip e de l'appren tissage par SOM est de mettre en corresp ondance l'espace

con tenan t les données a v ec la carte en conserv an t la top ologie des données, c'est-à-

dire an adaptan t les p oids W de telle manière que des exemples pro c hes dans l'espace

d'en trée soien t asso ciés au même neurone ou à des neurones pro c hes.

Algorithme L'algorithme de l'appren tissage par SOM p eut être résumé ainsi :

� Initialiser aléatoiremen t les p oids W
� A c haque itération t :

� Présen ter un exemple d'appren tissage X (t) c hoisi aléatoiremen t à l'en trée de la

carte

� Rec herc her le neurone j �
don t le v ecteur de p oids est le plus pro c he de l'exemple

en en trée

j � = argmin
j

� (X (t); Wj (t)) (3.4)

où � est la distance dans l'espace d'en trée

� Mettre à jour tous les p oids des neurones de la carte en fonction de leur distance

à j �
:

Wi;j (t + 1) = Wi;j (t) + � (t)(X i (t) � Wi;j (t)) (3.5)

où � (t) est un co e�cien t d'appren tissage qui dép end de la distance du neurone

à j �
et du temps.

Notons que les données présen tées son t c hoisies aléatoiremen t, car sinon les p oids se-

raien t in�uencés par l'ordre des données d'appren tissage. La mise à jour mo di�e surtout

j �
et ses neurones v oisins (notion de v oisinage). � (t) est une fonction linéaire décrois-

san te, qui prend de grandes v aleurs au début p our accélérer la mise à jour, et décroît au

cours du temps p our a�ner les p oids. La fonction de v oisinage p eut être de t yp e gaus-

sienne. Une fois l'appren tissage ac hev é, les v aleurs de connexions dé�nissen t un pa v age

de V oronoï.

3.1.2.3 La Classi�cation Ascendan te Hiérarc hique (CAH)

La Classi�cation Ascendan te Hiérarc hique (CAH) (Lance & Williams, 1967) est

un algorithme classique de clustering hiérarc hique

7

. Il appartien t à la métho de des

7

On distingue la classi�cation descendan te hiérarc hique (ou divisiv e) qui part d'un ensem ble con te-

nan t tous les élémen ts, cet ensem ble étan t ensuite fractionné en un certain nom bre de sous-ensem bles,

c haque sous-ensem ble étan t alors lui-même fractionné et ainsi de suite... et la classi�cation ascendan te

hiérarc hique (ou agglomérativ e) qui part des élémen ts seuls (singleton) que son t regroup és p etit à p etit
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heuristiques. Cette métho de est utilisée p our construire des clusters p our les do cumen ts

ainsi que p our les visualiser.

Algorithme Soit un ensem ble A = ( d1; d2; � � � ; dnA ) de données à regroup er. L'algo-

rithme de la CAH se déroule en 4 étap es suiv an tes :

1. initialiser a v ec nA clusters Cp formés c hacun d'un do cumen t : Cp = f dpg et p oser

� � (Cp; Cq) = � (dp; dq) où � �
est la distance en tre deux clusters et � la distance

en tre deux do cumen ts ;

2. agréger les deux clusters Cy et Cz les plus pro c hes p our former un nouv eau cluster :

Ck = Cy [ Cz tel que � � (Cy ; Cz) = min p;q � � (Cp; Cq) .

3. calculer les distances � � (Ck ; Ck0) en tre le nouv eau cluster Ck et les autres p our

k0 6= y; z ;

4. itération : rép éter nA � 1 fois les étap es 2 et 3 jusqu'à l'obten tion d'un unique

cluster regroupan t tous les do cumen ts.

Les di�érences en tre les métho des de CAH tiennen t uniquemen t à la façon don t son t

mises à jour les distances d'agrégations � � (Ck ; Ck0) à l'étap e (3).

Critères d'agrégation Il existe un grand nom bre de distances en tre deux clusters ,

distances app elées critères d'agrégation, nous exp osons dans cette thèse les critères

les plus conn us. En fonction du critère utilisé, les CAH obten ues p ourron t être très

di�éren tes. En e�et, c hacun de ces critères a des caractéristiques particulières, il est

donc très imp ortan t de bien c hoisir le critère en fonction du t yp e de clusters que l'on

souhaite obtenir. Ces critères, résumés dans le tableau 3.1, son t :

� le lien simple (app elé aussi plus pro c he v oisin, saut minimal ou plus p etite dis-

tance). La distance en tre le cluster Ck et le cluster Ck0
est la plus p etite distance

en tre un élémen t de Ck et un élémen t de Ck0
:

� � (Ck ; Ck0) = min
dr 2 Ck ;ds 2 Ck 0

� (dr ; ds): (3.6)

� le lien c omplet (ou v oisin le plus éloigné, saut maximal ou plus grande distance).

La distance en tre le cluster Ck et le cluster Ck0
est la plus grande distance en tre

un élémen t de Ck et un élémen t de Ck0
:

� � (Ck ; Ck0) = max
dr 2 Ck ;ds 2 Ck 0

� (dr ; ds): (3.7)

� le lien moyen (ou distance mo y enne) : la distance en tre le cluster Ck et le cluster

Ck0
est la mo y enne en tre les élémen ts de Ck et les élémen ts de Ck0

:

� � (Ck ; Ck0) =

P
dr 2 Ck

P
ds 2 Ck 0

� (dr ; ds)

nCk � nCk 0

: (3.8)

en sous-ensem bles jusqu'à l'obten tion d'un unique ensem ble.
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Critère � � (Ck ; Ck0) Remarques

Lien

simple

mindr 2 Ck ;ds 2 Ck 0 � (dr ; ds) distance simple à calculer, pas de recalcul

des distances, mais sensible au bruit (e�et

de c haîne), crée un p etit nom bre de grands

clusters

� (d2; d3)

Lien

complet

maxdr 2 Ck ;ds 2 Ck 0 � (dr ; ds) distance simple à calculer, pas de recalcul

des distances, sensible mais moins que le lien

simple, crée un grand nom bre de p etits

clusters

� (d1; d4)

Lien

mo y en

P
dr 2 C k

P
ds 2 C k 0

� (dr ;ds )

nC k � nC k 0
nécessite le recalcul des distance à c haque

agrégation, mais b on compromis en tre lien

simple et lien complet

1
6(� 1;3 + � 1;4 + � 1;5

+ � 2;3 + � 2;4 + � 2;5)
Cen troïde � (� Ck ; � Ck 0)

distance simple à calculer, b on compromis,

mais pas toujours p ossible à calculer

� (� Ck ; � Ck 0)
W ard I Ck [ Ck 0 � (I Ck + I Ck 0) métho de la plus p erforman te d'après

(Gri�ths et al. , 1984), mais nécessite le

recalcul des distances

1
5

� 5P

t=1
� 2(dt ; � Ck [ Ck 0)

�
� 2P

r =1
� 2(dr ; � Ck )

+
5P

s=3
� 2(ds; � Ck 0)

��

T ab. 3.1 � Résumé des principaux critères d'agrégation

Critère � y � z � 

Lien simple

1
2

1
2 0 � 1

2
Lien complet

1
2

1
2 0 + 1

2
Lien mo y en

ny
nk

nz
nk

0 0

Cen troïde

ny
nk

nz
nk

� ny nz

n2
k

0

W ard

ny + np
nk + np

nz + np
nk + np

� np
nk + np

0

T ab. 3.2 � V aleurs des co e�cien ts de la form ule de Lance-Williams



T ec hniques d'appren tissage automatique 51

� la distance en tres les c entr oïdes . Soit � Ck le cen tre de gra vité du cluster Ck et

� Ck 0 le cen tre de gra vité de la cluster Ck0
, la distance � � (Ck ; Ck0) est la distance

en tre les barycen tres :

� � (Ck ; Ck0) = � (� Ck ; � Ck 0): (3.9)

� le critèr e de W ar d (W ard, 1963) (ou critère d'agrégation selon l'inertie ou somme

des carrés incrémen tale). La métho de de W ard consiste à c hoisir le regroup emen t

de clusters qui induit la plus faible augmen tation de l'inertie (ou de la v ariance)

in traclasse. La distance en tre le cluster Ck et le cluster Ck0
est la di�érence en tre

l'inertie in traclasse I W actuelle et l'inertie in traclasse après une agrégation de Ck

et Ck0
:

� � (Ck ; Ck0) = � I W = I W (apr �es) � I W (avant)

= 1
nA

hP
Cp 6= Ck [ Ck 0

P
d2 Cp

� 2(d; � Cp ) +
P

d2 Ck [ Ck 0
� 2(d; � Ck [ Ck 0)

i

� 1
nA

hP
Cp 6= Ck ;Ck 0

P
d2 Cp

� 2(d; � Cp )

+
P

d2 Ck
� 2(d; � Ck ) +

P
d2 Ck 0

� 2(d; � Ck 0)
i

= 1
nA

� P
d2 Ck [ Ck 0

� 2(d; � Ck )

�
� P

d2 Ck
� 2(d; � Ck ) +

P
d2 Ck 0

� 2(d; � Ck 0)
� �

= I Ck [ Ck 0 � (I Ck + I Ck 0)
(3.10)

où I Ck [ Ck 0 , I Ck , et I Ck 0 son t les inerties des clusters Ck [ Ck0
, Ck et Ck0

. On p eut

remarquer que cette métho de utilise le même critère d'optimisation lo cale que la

métho de des k -mo y ennes. D'après (Gri�ths et al. , 1984), le critère de W ard est

le plus p erforman t p our la catégorisation de do cumen t. Le critère de W ard est

aisé à mettre en o euvre lorsque la classi�cation est e�ectuée après une analyse

factorielle.

F orm ule de Lance-Williams En pratique, p our mettre à jour les distances à

l'étap e (3), on p eut utiliser la form ule de récurrence de Lance et Williams :

� � (Ck ; Ck0) = � y � � (Cy ; Ck0) + � z� � (Cz; Ck0) + �� � (Cy ; Cz) + 
 j� � (Cy ; Ck0) � � � (Cz ; Ck0)j
(3.11)

où les co e�cien ts � y , � z , � et 
 son t résumés p our di�éren ts critères dans le tableau 3.2.

Le calcul de toutes les distances en tre un nouv eau cluster Ck obten u par l'agrégation

de Cy et Cz et toutes les autres clusters Ck0
est ainsi vu comme une fonction linéaire

de la distance en tre le cluster Ck0
et les deux autres clusters Cy et Cz .

Complexité Bien que la form ule de Lance-Williams p ermette de mettre facilemen t à

jour les distances, les métho des de classi�cation hiérarc hique son t coûteuses en temps de

calcul et de sto c k age. L'initialisation des distances demanden t de calculer les distances

en tre les do cumen ts pris deux par deux. On p eut estimer le coût de cette initialisation :

(nA � (nA � 1))=2 = O(n2
A ). Si le nom bre de do cumen ts à classer est trop imp ortan t, il
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Fig. 3.2 � Dendrogramme (hiérarc hie indicée) obten u à partir des données (à gauc he)

au mo y en d'une CAH utilisan t le critère du lien simple. La droite en p oin tillé mon tre

une coupure à la distance 0.2 (indice 0.2) donnan t une partition à 3 clusters . La droite

en trait plein prop ose une coupure par rapp ort au nom bre de clusters (ici, on a coup é

à 2 clusters ).

devien t imp ossible de sto c k er toutes les distances en mémoire

8

, il faut alors recalculer

les distances qui n'on t pu être sto c k ées à c haque étap e de la construction de la CAH.

Ces calculs augmen ten t signi�cativ emen t le temps de calcul, et renden t l'utilisation de

cet algorithme di�cile p our des corpus de grande taille.

Coupure de l'arbre P our visualiser une classi�cation hiérarc hique, on p eut utiliser

un dendrogramme (arbre hiérarc hique indicé). Un dendrogramme représen te la hiérar-

c hie sous la forme d'un arbre binaire, où les données son t con ten ues dans les feuilles.

La hauteur des no euds de l'arbre indique généralemen t la distance en tre les clusters . La

�gure 3.2 en donne un exemple. Cette forme de représen tation facilite la visualisation de

la hiérarc hie. P our obtenir une partition à partir de l'arbre hiérarc hique, on p eut faire le

c hoix de coup er horizon talemen t le dendrogramme. La partition obten ue est comp osée

des clusters restan t sous la coup e.

P our obtenir une b onne partition, on p eut c hoisir man uellemen t de coup er à un

niv eau où les branc hes de l'arbre son t longues, indiquan t que les données con ten ues dans

les clusters son t très di�éren tes. Lorsque l'on a un grand nom bre de données, il su�t de

visualiser les no euds les plus près de la racine. Un autre critère de coup e p ossible est de

c hoisir en fonction de la distance en tre les clusters. La droite en p oin tillée de la �gure 3.2

mon tre une coupure à 0:2. Cep endan t, il est di�cile de déterminer automatiquemen t

quelle est la b onne v aleur de coup e. Un autre critère est de coup er en fonction du

nom bre de clusters que l'on souhaite obtenir. Cep endan t, le nom bre de regroup emen ts

in trinsèques aux données n'est en général pas conn u. Il est donc di�cile de déterminer

automatiquemen t quel sera le b on critère de coup e.

8

Si l'on supp ose que le résultat d'une distance est sto c k é sur 4 o ctets, il faut en viron 200 Mo p our

sto c k er les distances en tre 10 000 do cumen ts et 20 Go p our sto c k er celles en tre 100 000 do cumen ts.
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Fig. 3.3 � Exemple d'e�et de c haîne. Les données (�gures à gauc he) son t répartis en

deux group es (�+� et � � �). De plus, sur la �gure du bas, du bruit est a jouté (� � �).

P ar le critère du lien simple, qui est sensible au bruit, les group es ne son t pas retrouv és,

par con tre, par le critère du lien complet, même a v ec le bruit, deux group es p euv en t

être distingués.

Con trairemen t au critère du lien complet ou de W ard, le critère du lien simple

est conn u p our créer des hiérarc hies déséquilibrées à cause d'un �e�et de c haîne�. Il

est donc plus di�cile a v ec ce critère de trouv er l'indice de coup e de la hiérarc hie. Il

n'est donc pas adapté p our construire des classi�cations a y an t p our but de trouv er des

partitions équilibrées des données. La �gure 3.3 mon tre un exemple d'�e�et de c haîne� .

Dans (T ollari, 2003; T ollari et al. , 2005; T ollari et al. , 2004), par exemple, nous a vions

préféré, après exp érimen tation, utiliser le critère du lien complet p our construire une

hiérarc hie de clusters com binan t en même temps mots-clés et images.

Discussion Cette métho de utilise des critères d'optimisation lo caux qui n'induisen t

pas forcémen t une optimisation globale des résultats. De plus, les regroup emen ts son t

dé�nitifs, ce qui ne p ermet pas d'optimisation p ostérieure au clustering . P ar con tre, si

l'on compare a v ec les métho des non-hiérac hiques traditionnelles, comme le k-me ans , la

CAH ne nécessite pas de connaître le nom bre de clusters a priori . De plus, il n'y a pas de

fonction d'initialisation. En�n, une seule construction (équiv alen t à une itération p our

les métho des de partitionnemen t) su�t p our atteindre le critère d'optimisation. La CAH

est une métho de heuristique. Il est donc di�cile d'app orter une justi�cation à ce t yp e

de métho de. Cep endan t, dans (Kam v ar et al. , 2002), une in terprétation probabiliste

de la CAH, basée sur une estimation par maxim um de vraisem blance des mo dèles de

mélange, est prop osée.
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3.1.3 Autres t yp es d'appren tissage

Il existe d'autres t yp es d'appren tissage. Citons l'appren tissage semi-sup ervisé et

l'appren tissage par renforcemen t. Ces deux t yp es d'appren tissage nous sem blen t être

in téressan ts p our la rec herc he d'images. En e�et, l'appren tissage semi-sup ervisé est un

b on compromis en tre appren tissage sup ervisé et non-sup ervisé, car il p ermet de traiter

un grand nom bre de données sans a v oir b esoin de toutes les étiqueter, et, bien utilisé,

il donne de meilleurs résultats que l'appren tissage non-sup ervisé. L'appren tissage par

renforcemen t est utile dans le cas d'appren tissage in teractif, comme les tec hniques de

b ouclage de p ertinence.

Appren tissage semi-sup ervisé

Dé�nition 3.4 (Appren tissage semi-sup ervisé) L'appr entissage semi-sup ervisé

(p arfois app elé aussi appr entissage tr ansductif (V apnik, 1998)) supp ose que l'on

disp ose de p eu de donné es étiqueté es et d'un gr and nombr e de donné es non étiqueté es.

L'appr entissage s'e�e ctue alors à p artir des deux sour c es de donné es.

Un exemple d'appren tissage semi-sup ervisé est le co-appren tissage ( c o-tr aining ).

L'appren tissage actif que nous a v ons vu dans la partie 2.2.5 page 32 est une forme

particulière d'appren tissage semi-sup ervisé, car il consiste à faire annoter par l'utilisa-

teur quelques exemples p ositifs et négatifs. Il p ermet d'in terv enir dans le pro cessus de

construction de l'ensem ble d'appren tissage dans le cadre de la rec herc he in teractiv e.

Certaines tec hniques classiques on t été étendues au cas de l'appren tissage semi-

sup ervisé (SVM transductifs (Joac hims, 1999), mélange de gaussiennes (Na jjar et al. ,

1999)...).

Appren tissage par renforcemen t

Dé�nition 3.5 (Appren tissage par renforcemen t ( r einfor c ement le arning ))

L'appr entissage p ar r enfor c ement désigne toute métho de adaptative p ermettant de

r ésoudr e un pr oblème de dé cision sé quentiel le (Sutton & Barto, 1998).

L'appren tissage par renforcemen t est synon yme d'appren tissage par in teraction. P en-

dan t l'appren tissage, le système adaptatif agit en in teraction a v ec son en vironnemen t,

et en retour reçoit des signaux de renforcemen t. Son ob jectif est de maximiser une me-

sure de gain dép endan t des signaux reçus. Le terme adaptatif signi�e que l'on part d'une

solution ine�cace, et qu'elle est améliorée progressiv emen t en fonction de l'exp érience

du système.

Dans cette partie, nous v enons de décrire quelques tec hniques d'appren tissage de

di�éren ts t yp es (sup ervisés, non-sup ervisés, semi-sup ervisés, par renforcemen t) qui

p euv en t être emplo y ées p our l'indexation et la rec herc he d'images. Nous allons main te-

nan t décrire le problème de la malédiction de la dimension et v oir quelques tec hniques

qui p ermetten t de l'éviter en réduisan t le nom bre de dimensions.
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3.2 T ec hniques p our la réduction du nom bre de dimensions

Dans cette partie, nous considérons un ensem ble de données comp osé de n individus.

Chaque individu est représen té par un v ecteur dans l'espace de m dimensions. Chaque

v ecteur est la réalisation de m v ariables aléatoires (X 1; X 2; � � � ; X m ) . L'ensem ble des

données est représen té sous la forme d'une matrice X : m � n con tenan t en ligne les

dimensions et en colonne les individus :

X = f x j;i ; 1 � j � m; 1 � i � ng

où n est le nom bre d'élémen ts et m est le nom bre de dimensions de c haque élémen t.

Dé�nition 3.6 (Réduction du nom bre de dimensions) Étant donné un ve cteur

c olonne m -dimensionnel ~xi = ( x1;i ; x2;i ; � � � ; xm;i )T
, il s'agit de tr ouver une autr e r e-

pr ésentation de dimension r é duite ~yi = ( y1;i ; y2;i ; � � � ; yr;i )T
ave c r � m , qui exprime

la même information que les donné es originales. L es c omp osantes de ~yi son app elé es

c omp osantes c aché es, variables latentes ou dimensions intrinsè ques.

Dé�nition 3.7 (T ec hniques linéaires de réduction de dimensions) L es te ch-

niques liné air es de r é duction de dimensions p ermettent de tr ansformer les donné es

originales dans un esp ac e de dimension plus r é duite tel que la nouvel le r epr ésentation

des donné es soit une c ombinaison liné air e des donné es originales, c'est-à-dir e :

y�i = ! � 1 � x1i + ! � 2 � x2i + � � � + ! �m � xmi 8� 2 f 1; 2; � � � ; r g; 8i 2 f 1; 2; � � � ; ng

ou en notation matriciel le :

Y = 
 X

ave c X = f x j;i ; 1 � j � m; 1 � i � ng, Y = f y�;i ; 1 � � � r; 1 � i � ng, et


 = f ! �;j ; 1 � � � r; 1 � j � mg la matric e de tr ansformation liné air e.

L a tr ansformé e inverse est :

x j;i = aj; 1 � y1;i + aj; 2 � y2;i + � � � + aj;r � yr;i 8j 2 f 1; 2; � � � ; mg; 8i 2 f 1; 2; � � � ; ng

ou en notation matriciel le :

X = AY

ave c A = f aj� ; 1 � j � m; 1 � � � r g la matric e de tr ansformation inverse.

T outes les tec hniques d'analyse linéaire son t basées sur le même princip e, elles se dis-

tinguen t par la manière don t son t déterminées les matrices de transformation 
 et A .

Après a v oir décrit le problème de la malédiction de la dimension, nous présen tons dans

cette partie deux tec hniques d'analyse en comp osan tes : l'analyse en comp osan tes prin-

cipales (A CP) et l'analyse en comp osan tes indép endan tes (A CI), ainsi que deux critères

d'analyse discriminan te : le critère de Fisher utilisé dans l'analyse linéaire discriminan te

(LD A) et le critère de la div ersité marginale maximale (MMD).
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T ab. 3.3 � Nom bre de coins d'un h yp ercub e en fonction du nom bre de dimensions m

m 2 3 10 16 20 40 50 100

Nom bre de coins 4 8 1024 65536 ' 106 ' 1012 ' 1015 ' 1030

3.2.1 Propriétés des espaces à grande dimension

L'appren tissage et la rec herc he par similarité sur des données de grandes dimensions

(plus de 16 dimensions d'après (W eb er et al. , 1998)) son t des problèmes di�ciles en

partie à cause du problème de la malédiction de la dimension (app elé aussi �éau de la

dimensionnalité ou curse of dimensionality (Bellman, 1961)). En e�et, dans les espaces

de grande dimension, les in tuitions géométriques v alables en faible dimension p euv en t

se rév éler fausses. C'est p ourquoi certains algorithmes e�caces en faible dimension v on t

se rév éler p eu p erforman ts en grande dimension.

P our comprendre ce problème, on p eut étudier le nom bre de coins d'un h yp ercub e

de dimension m (v oir tableau 3.3). Le nom bre de coins croit de manière exp onen tielle en

fonction du nom bre de dimensions. En dimension 100, le nom bre de coins est b eaucoup

plus grand que le nom bre de données d'appren tissage. Or dans les bases de données

d'images, il est fréquen t que le nom bre de dimensions soit plus imp ortan t que 100, et

le nom bre de v aleurs que p eut prendre une dimension est souv en t plus grand que 2. Le

nom bre d'exemples est donc p etit par rapp ort à la taille de l'espace. Si on partitionne

l'espace en séparan t en deux c haque dimension, le nom bre de clusters formés est exp o-

nen tiel en fonction du nom bre de dimensions. De plus, plus le nom bre de dimensions

est grand, plus il y a de clusters qui ne con tiennen t aucune donnée. On obtien t donc

l'e�et con traire à l'ob jectif du partitionnemen t (réduire le nom bre d'individus en les

regroupan t au sein de clusters ).

Dans (Bey er et al. , 1999), Bey er et al. démon tren t que plus le nom bre de dimensions

est grand, plus le rapp ort en tre la distance minimale et la distance maximale en tre les

données tend v ers un, autremen t dit plus la dimension des données augmen te, plus les

v ecteurs on t tendances à être équidistan ts, la notion de plus pro c he v oisin n'existe plus.

Un autre phénomène des espaces à grande dimension concerne les formes géomé-

triques. Prenons un h yp ercub e don t tous les cotés son t de longueur 1 unité. La b ordure

de cet h yp ercub e est la zone située en tre le sous-h yp ercub e de coté de longueur 1 � �
et l'h yp ercub e lui-même (v oir �gure 3.4(a)). Son v olume v aut 1 � (1 � � )m

. Ainsi p our

� = 5% , et m = 40 , le v olume de la b ordure v aut 87.1% du v olume de l'h yp ercub e ! Le

v olume de la b ordure tend v ers 1 quand le nom bre de dimensions devien t grand, autre-

men t dit la b ordure o ccup e presque tout le v olume de l'h yp ercub e (v oir �gure 3.4(b))

(Hérault et al. , 2002). Ce phénomène implique que lorsque l'on a joute à un cluster ,

représen té par un h yp ercub e, un v ecteur qui sem ble pro c he de la b ordure de cet h yp er-

cub e p our former un nouv el h yp ercub e engloban t le v ecteur, le nouv el h yp ercub e a un

v olume considérablemen t plus grand que l'ancien h yp ercub e. Il implique aussi que la

probabilité qu'un v ecteur se trouv e près d'une b ordure est très grande.
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Fig. 3.4 � Propriété non in tuitiv e de la b ordure d'un h yp ercub e en grande dimension

P our résumer, citons les 5 di�cultés des rec herc hes par similarité én umérées par

(W eb er et al. , 1998) dans les espaces à grande dimension :

� le partitionnemen t exp onen tiel de l'espace,

� la faible o ccupation de l'espace par les données,

� le rétrécissemen t du v olume des h yp ersphères cen trées sur les requêtes con tenan t

les plus pro c hes v oisins,

� l'augmen tation exp onen tielle de la taille des bases de données,

� l'augmen tation de la disp ersion des données.

Le lecteur in téressé par d'autres exemples de problèmes en grande dimension p ourra

se référer à l'excellen t état de l'art de S.-A. Berrani (Berrani, 2004).

3.2.2 Analyse en Comp osan tes Principales (A CP)

La plus célèbre métho de de réduction du nom bre de dimensions est l'Analyse en

Comp osan tes Principales (A CP). Cette analyse non-sup ervisée rec herc he les axes (fac-

teurs principaux) qui p ermetten t une disp ersion maximale des données, puis pro jette les

données dans le nouv el espace réduit obten u. Elle trouv e ses origines dans les tra v aux

de (Hotelling, 1933; Karh unen, 1947; Lo èv e, 1948). Elle est aussi app elée décomp osition

en v aleurs singulières (SVD), transformée de Karh unen-Lo èv e (KL T), transformée de

Hotelling ou métho de de fonction orthogonale empirique, en fonction du domaine d'ap-

plication

9

. L'A CP est la transformation linéaire optimale p our garder le sous-espace

qui a la plus grande v ariance. Cep endan t, elle nécessite plus de calcul que d'autres mé-

tho des comme la transformée en cosin us discret (DCT) notammen t. A la di�érence de

9

D'après (Gerbrands, 1981), dans les domaines de l'analyse statistique m ultiv ariables ou de recon-

naissance de formes les métho des A CP , SVD et KL T son t équiv alen tes, mais pas dans le cas où la

matrice est considérée comme la réalisation d'un pro cessus aléatoire bidimen tionnel.
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la plupart des autres transformées linéaires, l'A CP n'a pas un ensem ble �xe de comp o-

san tes principales : elles son t dép endan tes des données. L'A CP p eut être utilisé p our :

réduire le nom bre de dimensions, compresser des données, �ltrer du bruit, iden ti�er

par corrélation... Nous étudions dans cette partie le cas de la réduction du nom bre de

dimensions, et nous v errons dans le c hapitre 4.2.1 page 75 commen t l'A CP est utilisée

dans des mo dèles com binan t texte et image.

La réduction du nom bre de dimensions implique une p erte d'information. On v eut

cep endan t trouv er le sous-espace qui p ermet de p erdre le moins d'information. (Sap orta,

1990) a mon tré que la rec herc he des axes du sous-espace p eut se faire de manière sé-

quen tielle. On commence par rec herc her l'axe qui décrit le mieux les données, puis le

deuxième qui de plus doit être orthogonal au premier, et ainsi de suite. Soit ~xi un p oin t

de l'espace m ultidimensionnel initial, et ~yi le p oin t de l'espace initial qui est son pro jeté

orthogonal dans le sous-espace réduit, l'information p erdue par la pro jection p eut être

mesurée par la distance euclidienne jj ~yi � ~xi jj en tre le p oin t ~xi et le p oin t ~yi (tous les

deux représen tés dans l'espace initial). On c herc he alors la transformation linéaire qui

minimise la distance en tre les p oin ts ~xi et leur pro jeté ~yi . Cela revien t à trouv er le

sous-espace tel que la mo y enne des carrés des distances (disp ersion) en tre les p oin ts et

leur pro jection :

JACP =
nX

i =1

jj ~yi � ~xi jj2: (3.12)

soit minimale. Cherc hons d'ab ord le p oin t de l'espace tel que la pro jection des p oin ts

de l'espace sur cet unique p oin t p ermette une p erte d'information minimale. Soit ~� =
(� 1; � 2; � � � ; � m ) le v ecteur mo y en. On p eut réécrire le critère JACP sous la forme :

JACP =
P n

i =1 jj (~yi � ~� ) � ( ~xi � ~� )jj2

=
P n

i =1 jj ~yi � ~� jj2 +
P n

i =1 jj ~xi � ~� jj2 (3.13)

(v oir la démonstration dans (Duda et al. , 2000) page 115). Le critère JACP est minimal

quand ~yi = ~� , c'est-à-dire quand tous les p oin ts son t pro jetés sur le cen tre de gra vité.

Le cen tre du sous-espace qui minimise JACP est le cen tre de gra vité ~� .

P our minimiser le critère JACP , on c herc he la droite passan t par le cen tre de gra vité

~� et de v ecteur unitaire ~u, qui minimise les distances jj ~yi � ~xi jj en tre les pro jetés ~yi de

~xi sur cette droite et les p oin ts ~xi . On p eut réécrire les pro jetés sous la forme :

~yi = ~� + ( ~yi � ~� ) = ~� + � i ~u (3.14)

où � i = jj ~yi � ~� jj est la distance en tre le p oin t ~yi et le cen tre de gra vité ~� . Minimiser

JACP revien t à trouv er la droite qui minimise les co e�cien ts � i . Si l'on remplace ~yi par

~� + � i ~u dans l'équation 3.12, on obtien t :

JACP =
P n

i =1 jj (~� + � i ~u) � ~xi jj2

=
P n

i =1 jj � i ~u � ( ~xi � ~� )jj2

=
P n

i =1 � 2
i jj~ujj2 � 2

P n
i =1 � i ~uT ( ~xi � ~� ) +

P n
i =1 jj ~xi � ~� jj2

=
P n

i =1 � 2
i � 2

P n
i =1 � i ~uT ( ~xi � ~� ) +

P n
i =1 jj ~xi � ~� jj2:

(3.15)
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Fig. 3.5 � Pro jection orthogonale du p oin t ~xi sur une droite passan t par le cen tre de

gra vité ~� .

Or

P n
i =1 � 2

i � 2
P n

i =1 � i ~uT ( ~xi � ~� ) v aut zéro quand :

� i = ~uT ( ~xi � ~� ): (3.16)

Géométriquemen t, ce résultat signi�e que nous obtenons une solution au sens des

moindres carrés en pro jetan t ~xi sur la droite de direction ~u passan t par ~� . Soit

S =
P n

i =1 ( ~xi � ~� )( ~xi � ~� )T
la matrice de disp ersion

10

( sc atter matrix ), si l'on rem-

place � i par ~uT ( ~xi � ~� ) dans l'équation 3.15, on obtien t :

JACP = �
P n

i =1

�
~uT ( ~xi � ~� )

� 2 +
P n

i =1 jj ~xi � ~� jj2:
= �

P n
i =1 ~uT ( ~xi � ~� )( ~xi � ~� )T ~u +

P n
i =1 jj ~xi � ~� jj2:

= � ~uT S~u+
P n

i =1 jj ~xi � ~� jj2:
(3.17)

Minimiser le critère JACP revien t donc à maximiser le critère J 0
ACP tel que :

J 0
ACP = ~uT S~u: (3.18)

On c herc he donc ~u1 tel que :

~u1 = max
~u

~uT S~u (3.19)

La solution de ce problème de maximisation d'une forme quadratique est le v ecteur

propre de S asso cié à la plus grande v aleur propre � 1 . On c herc he alors le v ecteur ~u2

orthogonal à ~u1 tel que la disp ersion des p oin ts pro jetés sur cet axe soit maximale.

On mon tre que ~u2 est le v ecteur propre de S asso cié à la deuxième plus grande v aleur

propre. Plus généralemen t, le sous-espace à r dimensions rec herc hé est engendré par

les r premiers v ecteurs propres de la matrice de co v ariance S des v ariables aléatoires

10

La matrice de disp ersion est égale à (n- 1) fois la matrice de co v ariance et à n fois la matrice

d'inertie.
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(X 1; X 2; � � � ; X m ) asso ciés aux plus grandes v aleurs propres. Les v ecteurs ~uj son t app elés

facteurs princip aux . Les c omp osantes princip ales son t les v ariables arti�cielles dé�nies

par les n v aleurs résultan tes de la pro jection de l'ensem ble des v ecteurs originaux sur

un axe principal.

Nous donnons main tenan t un mo de op ératoire p our réaliser une A CP . P our trouv er

les principales comp osan tes, on p eut réaliser les op érations suiv an tes :

1. organiser les données en v ecteurs colonnes p our obtenir une matrice X : m � n ,

2. calculer le v ecteur mo y en de c haque dimension ~� = ( � 1; � 2; � � � ; � m )T
,

3. soustraire le v ecteur mo y en à toutes les colonnes de X a�n d'obtenir des données

cen trées, la matrice obten ue est app elée M ,

4. calculer la matrice de co v ariance S : m � m de M ( S = M � M T
),

5. calculer et trier par ordre décroissan t des v aleurs propres � j , les v ecteurs propres

~uj de S, ils formen t les colonnes de la la matrice U : m � m ,

6. garder les r premières colonnes de U p our former la matrice

~U : m � r .

La v ariance dép end de l'ordre de grandeur des descripteurs, lorsque les descripteurs

son t de t yp es di�éren ts, les données X doiv en t être cen trées réduites. La matrice de

co v ariance devien t alors une matrice de corrélation.

P our calculer les co ordonnées du pro jeté ~yi de ~xi dans l'espace réduit, on réalise

l'op ération :

~yi = ~UT ( ~xi � ~� ) = ~UT ~xi
c

(3.20)

où ~xi
c

est le v ecteur dans l'espace cen tré de ~xi . Nous obtenons donc bien une transfor-

mation linéaire.

Une des di�cultés de l'A CP est le c hoix du nom bre de dimensions de l'espace réduit.

Le p ourcen tage d'inertie totale expliquée dé�ni par :

P r
� =1 � �P m
j =1 � j

: (3.21)

donne la prop ortion cum ulée de la v ariance exprimée par les r premières comp osan tes.

En se basan t sur ce p ourcen tage l'utilisateur p eut c hoisir le nom bre de comp osan tes à

retenir a p osteriori en fonction de la quan tité d'information qu'il souhaite conserv er.

Une autre métho de est le critèr e de Kaiser à réaliser sur des données cen trées réduites,

il consiste à ne retenir que les comp osan tes principales corresp ondan t à des v aleurs

propres sup érieures à 1, ce qui revien t à ne retenir que les comp osan tes qui app orten t

plus que les v ariables initiales. Une troisième métho de est la r è gle du c oude qui consiste

à détecter un coude sur le diagramme des v aleurs propres. Le c hoix du nom bre d'axes

à retenir n'a pas de solutions rigoureuses.

3.2.3 Analyse en Comp osan tes Indép endan tes (A CI)

Alors que l'A CP est une métho de qui rec herc he les axes (décorrélés et orthogonaux)

qui représen ten t le mieux les données, l'analyse en comp osan tes indép endan tes (A CI)
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Fig. 3.6 � Princip e de l'A CI

est une métho de non-sup ervisée qui rec herc he les axes qui son t les plus statistiquemen t

indép endan ts les uns des autres (et donc décorrélés, mais pas forcémen t orthogonaux).

Habituellemen t en traitemen t du signal, on supp ose que les signaux son t seulemen t

décorrélés, l'indép endance est une notion plus forte que la décorrélation. Dans la cas de

v ariables gaussiennes, l'indép endance et la décorrélation son t équiv alen tes.

Historiquemen t, l'A CI a été in tro duit par Jeann y Herault et Christian Jutten en

1985 (Jutten, 1987). Utilisée initialemen t p our des problèmes de séparation a v eugle de

sources, elle p eut être égalemen t utilisée p our l'analyse et la compression de données,

la détection ba y ésienne, la lo calisation de sources, et l'iden ti�cation et la décon v olution

a v eugle. L'A CI n'est pas un outil de réduction du nom bre de dimensions a propremen t

parlé, car dans certaines v arian tes de l'A CI, le nom bre de dimensions de l'espace de pro-

jection est plus grand que le nom bre de dimensions de l'espace initial. Elle est d'ailleurs,

dans la pratique, souv en t utilisée conjoin temen t à une A CP . Mais nous nous in téressons

à cette tec hnique, car en plus de p ermettre la réduction du nom bre de dimensions, elle a

été utilisée récemmen t p our la classi�cation de scènes naturelles (Le Borgne et al. , 2003;

Le Borgne, 2004). En e�et, les neuroph ysiologistes se son t in téressés aux représen tations

e�caces des images et en particulier aux images de scènes naturelles. Leur théorie est

la suiv an te : si les cellules du cortex visuel primaire son t a�ectées à des tâc hes sp éci-

�ques de reconnaissance de certaine structures géométriques, c'est p eut-être parce que

cette solution biologique au problème de la lecture d'une image est optimale en terme

de l'analyse et de compression des données. P our accéder e�cacemen t à l'information

p ertinen te, il faut optimiser le con traste, c'est-à-dire disp oser de plusieurs p oin ts de vue.

P ar exemple, p our étudier un ob jet tridimensionnel, il v aut mieux prendre trois angles

de vue les plus di�éren ts p ossible que trois angles de vue pro c hes. L'A CI a égalemen t

été utilisée p our analyser conjoin temen t le texte et l'image (K olenda et al. , 2002).

Princip e On supp ose que les données on t été générées par r sources distinctes :

x j;i = aj; 1 � s1;i + aj; 2 � s2;i + � � � + aj;r � sr;i 8j 2 f 1; 2; � � � ; mg; 8i 2 f 1; 2; � � � ; ng (3.22)

ou en notation matricielle :

X = AS: (3.23)

On c herc he alors la matrice 
 telle que :

Y = 
 X = 
 AS et Y est une bonne estimation de S: (3.24)
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La �gure 3.6 résume le princip e de l'A CI.

P ar construction, les sources S1; S2; � � � ; Sr son t indép endan tes, c'est p ourquoi on

souhaite que les comp osan tes Y1; Y2; � � � ; Yr soien t les plus indép endan tes p ossibles.

Rapp elons d'ab ord que l'indép endance statistique nécessite que la densité de probabilité

conjoin te soit le pro duit des probabilités des lois marginales, c'est-à-dire :

P(Y1; Y2; � � � ; Yr ) = P(Y1)P(Y2) � � � P(Yr ): (3.25)

Soit �( Y1; Y2; � � � ; Yr ) une mesure de l'indép endance

11

des comp osan tes Y1; Y2; � � � ; Yr ,

trouv er les comp osan tes Y1; Y2; � � � ; Yr les plus indép endan tes revien t à trouv er la ma-

trice 
 tel que :

min �(
 X ): (3.26)

Il existe un grand nom bre de métho des p our mesurer l'indép endance, la métho de c hoi-

sie détermine le princip e de l'algorithme d'A CI. Il existe deux principales familles de

mesures d'indép endance : celle basée sur le maxim um de vraisem blance, et celle basée

sur la non-gaussianité.

P osons ~yi = ( y1;i ; y2;i ; � � � ; yr;i )T = 
 ~xi . Une première métho de, appartenan t à la

première famille, dé�nie �( ~yi ) tel que :

� IL (~yi ) = divKL( P~yi ;
rY

� =1

Py�;i ) (3.27)

où P~yi (= P(y1;i ;y2;i ;��� ;yr;i ) ) est la densité de probabilité (ou distribution) de ~yi , Py�;i est la

densité de probabilité de Y� et divKL est la div ergence de Kullbac k-Leibler. Une autre

métho de, basée sur la non-gaussianité

12

, c'est-à-dire l'écart en tre la distribution de ~yi

et la distribution gaussienne de mêmes mo y enne � ~yi et écart-t yp e � ~yi , dé�nie par :

� G(~yi ) = divKL( P~yi ; N (� ~yi ; � ~yi )) : (3.28)

T rois conditions son t requises p our l'estimation du mo dèle A CI :

� au plus une comp osan te p eut être gaussienne,

� la matrice de mélange doit être de rang plein,

� le nom bre de v ecteurs d'attributs doit être sup érieur au nom bre de comp osan tes à

estimer (sources). Le nom bre de comp osan tes indép endan tes corresp ond souv en t

au nom bre de dimensions des v ecteurs attributs originaux.

Dans la pratique, l'A CI nécessite que les données soien t cen trées et on utilise une

A CP a v an t l'A CI p our obtenir une matrice diagonale. L'A CP transforme les données

dans un espace réduit et décorrèle les données, puis l'A CI transforme les données de

l'espace réduit v ers un nouv el espace dans lesquels les dimensions son t indép endan tes.

11

Dans la littérature, les notions de mesures de l'indép endance et de fonctions de con traste son t

souv en t confondues.

12

La v aleur de la non-gaussianité est calculée par : H (N (� ~y i ; � ~y i )) � H ( ~yi ) .
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3.2.4 Analyse Linéaire Discriminan te (LD A)

Nous v enons de v oir que l'A CP et l'A CI p euv en t être utilisées p our réduire le nom bre

de dimensions. Cep endan t, ce son t des tec hniques non-sup ervisées, elles n'utilisen t donc

pas les classes asso ciées aux données. Con trairemen t à l'A CP , l'ob jectif de l'Analyse

Linéaire Discriminan te (LD A)

13

est de réduire le nom bre de dimensions tout en préser-

v an t au maxim um les classes. P our cela, elle c herc he les axes tels que la pro jection des

données dans l'espace engendré par ces axes p ermette une plus grande séparation des

classes. La LD A est utile particulièremen t dans les cas où les fréquences in terclasses son t

inégales. La �gure 3.7 compare les axes c hoisis par la LD A et l'A CP p our les mêmes

données.

Nous donnons, dans une première partie, le princip e de l'analyse de Fisher dans le

cas de la séparation en deux classes par une seule droite. Puis, dans la deuxième partie,

nous résumons les form ules de la LD A dans le cas général.

3.2.4.1 Cas à deux classes

Supp osons que nous disp osons d'un ensem ble d'appren tissage où c haque do cumen t

appartien t à l'une des deux classes C1 ou C2 ( k = 1 ou k = 2 ). Nous c herc hons l'axe

de direction ~! = ( ! 1; ! 2; � � � ; ! m )T
tel que les pro jetés des élémen ts soien t le mieux

séparés en classes. Soit le scalaire yi représen tan t le pro jeté de ~xi sur cet axe, on a :

yi = ~! T � ~xi : (3.29)

Une mesure de la séparation en tre les p oin ts pro jetés est la di�érence des v ecteurs

mo y ens de c haque classe. Le v ecteur mo y en de la classe Ck est : ~� k = 1
nC k

P
~xi 2 Ck

~xi :

Le v ecteur mo y en de la classe Ck dans l'espace engendré par ~! T
est le scalaire :

� 0
k =

1
nCk

X

yi 2 Ck

yi =
1

nCk

X

~xi 2 Ck

~! T � ~xi = ~! T � ~� k : (3.30)

C'est le pro jeté du p oin t ~� k sur ~! . La distance au carré en tre les pro jetés des v ecteurs

mo y ens des classes est :

j� 0
1 � � 0

2j2 = ( ~! T � ~� 1 � ~! T � ~� 2)2 = ~! T (~� 1 � ~� 2)(~� 1 � ~� 2)T ~! = ~! T SB ~! (3.31)

où SB = ( ~� 1 � ~� 2)(~� 1 � ~� 2)T
est la matrice de disp ersion in terclasse. SB ~! est toujours

dans la direction de ~� 1 � ~� 2 . P our séparer au mieux les pro jetés en classes, la v aleur de

j� 0
1 � � 0

2j2 doit être grande par rapp ort à la disp ersion des pro jetés de c haque classe Ck ,

dé�nie par :

s02
k =

X

yi 2 Ck

(yi � � 0
k)2 =

X

~xi 2 Ck

(~! T � ~xi � ~! T �~� k )2 =
X

~xi 2 Ck

~! T ( ~xi � ~� k)( ~xi � ~� k)T ~! = ~! T Sk~!

(3.32)

13

Il ne faut pas confondre la LD A a v ec le mo dèle LD A (Laten t Diric hlet Allo cation) que nous v errons

dans la partie 4.4.1.
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(a) Un ensem ble de données séparées en deux

classes distinctes. Les axes fournis par la LD A et

l'A CP .

(b) La pro jection des données sur les axes mon tre

que la LD A sépare les classes (en haut), tandis

que l'A CP les confond (en bas).

Fig. 3.7 � Exemple de réduction de dimensions par LD A et par A CP . Les deux métho des

p ermetten t de réduire de 2 à 1 dimension en trouv an t, soit l'axe qui décrit le mieux les

données p our l'A CP , soit l'axe qui sépare le mieux les classes p our la LD A.

a v ec s02
k la disp ersion (prop ortionnelle au carré de l'écart-t yp e) de la classe Ck et Sk la

matrice de disp ersion de la classe Ck . On app elle matrice de disp ersion in traclasse la

matrice SW = S1 + S2 .

Finalemen t, le critère de Fisher

14

qui vise à mesurer la séparation des classes dans

l'espace de pro jection engendré par ~! est dé�ni par :

JLDA (~! ) =
j� 0

1 � � 0
2j2

s02
1 + s02

2
=

~! T SB ~!
~! T SW ~!

: (3.33)

Remarquons que ce critère supp ose que les données de c haque classe son t réparties dans

l'espace de pro jection sous la forme d'une gaussienne de v ecteur mo y en � 0
k et d'écart-

t yp e � 0
k (prop ortionnel à s0

k ).

On c herc he ~! qui maximise le critère de Fisher JLDA . On p eut exprimer ce problème

sous la forme d'un problème de v aleurs propres SB ~! = �~! . Si SW n'est pas singulière,

on mon tre que dans notre cas à deux classes, les solutions son t de la forme :

~! = S� 1
W ( ~� 1 � ~� 2): (3.34)

On p eut utiliser la LD A p our construire un classi�eur. P our cela, il su�t en plus de

trouv er la b orne qui sépare les ~xi de C1 et ceux de C2 .

14

Le critère de Fisher p eut égalemen t être trouv é sous les formes : JLDA (~! ) = ~! T SB ~!
~! T ST ~! ou JLDA (~! ) =

~! T SW ~!
~! T SB ~! a v ec ST = SB + SW la matrice de disp ersion totale.
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3.2.4.2 Cas général

Dans le cas général, la matrice de disp ersion totale ( total sc atter matrix ) est dé�nie

par :

ST =
X

~xi 2A

( ~xi � ~� )( ~xi � ~� )T
(3.35)

où ~� est le v ecteur mo y en des données. La matrice de disp ersion in traclasse ( within-class

sc atter matrix ) est dé�nie comme la disp ersion des mo y ennes de c haque classe :

SW =
nCX

k=1

X

~xi 2 Ck

( ~xi � ~� k )( ~xi � ~� k)T =
nCX

k=1

Sk (3.36)

où Sk est la matrice de disp ersion des élémen ts de la classe Ck . La matrice de disp ersion

in terclasse ( b etwe en-class sc atter matrix ) est dé�nie comme la mo y enne des disp ersions

de c haque classe :

SB =
nCX

k=1

nCk (~� k � ~� )(~� k � ~� )T
(3.37)

où ~� k est le v ecteur mo y en des élémen ts de la classe Ck .

Nous c herc hons une transformation linéaire de matrice 
 qui maximise la disp ersion

des classes (mesurée par la matrice de disp ersion in terclasse) par rapp ort à la disp ersion

des élémen ts au sein des classes (mesurée par la matrice de disp ersion in traclasse). Une

mesure simple de disp ersion est la v aleur du déterminan t des matrices de disp ersion. Le

critère de Fisher prop ose de c hoisir la transformation linéaire qui maximise le ratio :

JLDA (
) =
jS0

B j
jS0

W j
=

j
 T SB 
 j
j
 T SW 
 j

(3.38)

où S0
B et S0

W son t les matrices de disp ersion in terclasse et in traclasse des pro jetés

15

. On

mon tre que les v ecteurs colonnes de 
 son t les v ecteurs propres ! � qui corresp onden t

aux plus grandes v aleurs propres � � solutions de l'équation SB ! � = � � SW ! � : Si le

déterminan t de SW v aut 1 (matrice isotropique), les v ecteurs propres son t les v ecteurs

propres de SB et son t dans la direction de ~� k � ~� . La LD A revien t à faire une A CP sur

les v ecteurs mo y ens des classes.

3.2.5 Div ersité Marginale Maximale (MMD)

La LD A supp ose que les classes suiv en t une distribution gaussienne. Or, p our la plu-

part des problèmes, cette h yp othèse n'est pas réaliste. Le critère classique �infomax� ne

fait pas cette h yp othèse. L'infomax supp ose que les dimensions les plus discriminan tes

son t celles qui maximisen t l'information m utuelle en tre les descripteurs et les classes.

(V asconcelos, 2003) mon tre que l'infomax donne en général des résultats optimaux dans

15

Notons que comme les matrices de disp ersions son t prop ortionnelles aux matrices de co v ariance et

d'inertie, nous aurions pu dé�nir le critère de Fisher en utilisan t les matrices de co v ariance ou d'inertie,

la constan te de prop ortionnalité n'aurait pas c hangé la solution.
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le sens de la minimisation de l'erreur ba y ésienne. Cep endan t, cette tec hnique est com-

plexe à mettre en o euvre, et ne p eut être résolue que par appro ximation (T orkk ola &

Campb ell, 2000).

D'après (V asconcelos, 2003), dans le con texte de la reconnaissance visuelle, la sélec-

tion des axes discriminan ts par le critère de la div ersité marginale maximale (MMD)

( Maximum Mar ginal Diversity ) conduit à des solutions optimales au sens de l'info-

max. Plus exactemen t, il mon tre que MMD et infomax donnen t des solutions iden tiques

quand l'information m utuelle en tre descripteurs n'est pas a�ectée par la connaissance

de la classe. Or le critère MMD est facile à calculer.

Dé�nition 3.8 (Div ersité Marginale) L a diversité mar ginale (MD) est la moyenne

des diver genc es de Kul lb ack-L eibler entr e les pr ob abilités c onditionnel les des classes

p(~! jCk ) et leur moyenne p(~! ) :

JMD (~! ) =
X

Ck 2C

p(~! jCk ) log
p(~! jCk )

p(~! )
: (3.39)

Dé�nition 3.9 (Div ersité Marginale Maximale (V asconcelos, 2003))

L a meil leur e solution p our un pr oblème de séle ction des axes les plus discriminants est

de choisir les axes qui maximisent la diversité mar ginale maximale (MMD).

(V asconcelos, 2003) mon tre exp érimen talemen t sur des données syn thétiques que la

distance MD est, en plus d'être plus facile à calculer, plus e�cace que la distance de

Mahalanobis (v oir partie 2.2.3 page 28). La raison est p eut-être que MD ne nécessite que

le calcul des lois marginales, tandis que la distance de Mahalanobis nécessite d'estimer

les distributions join tes, estimation qui est plus sensible à la malédiction de la dimension.

Algorithme P our un problème de classi�cation parmi nC classes dans un espace à m
dimensions, et en supp osan t que l'on connaît les probabilités a priori des classes P(Ck ) ,

nous p ouv ons appliquer l'algorithme suiv an t p our déterminer les r dimensions qui on t

la plus forte div ersité marginale :

� p our c haque dimension ~! :

� p our c haque classe Ck :

� calculer l'histogramme

~h!;k estiman t la probabilité P(~! jCk ) .

� calculer l'histogramme

~h! =
P

Ck 2C

~h!;k

� calculer la div ersité marginale :

JMD (~! ) =
X

Ck 2C

P(Ck )~hT
!;k log(~h!;k :=~h! ) (3.40)

où l'on supp ose que le logarithme et la division := son t e�ectués élémen t par

élémen t de l'histogramme.

� ordonner les dimensions dans l'ordre décroissan t de leur v aleur JMD (~! ) ,

� sélectionner les r premières dimensions.
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A CP A CI LD A MMD

T yp e non-sup ervisé non-sup ervisé sup ervisé sup ervisé

Princip e : ... qui on t la ... qui son t ... qui son t ... qui son t

rec herc he plus grande les plus les plus les plus

les axes... v ariance indép endan ts discriminan ts discriminan ts

A v an tages

p ermet de bien

représen ter les

données,

supprime les

redondances

rec herc he les

�sources� ,

supprime les

redondances

métho de

simple

plus rapide que

l'infomax, pas

d'h yp othèse de

gaussianité

Incon v énien ts

ne préserv e

pas les classes

ne préserv e

pas les classes

h yp othèse de

gaussianité,

garde les

redondances

garde les

redondances

T ab. 3.4 � T ableau comparatif des principales caractéristiques de 4 tec hniques de ré-

duction des dimensions

La di�culté est de déterminer le pas de la quan ti�cation de l'histogramme (Mo dde-

meijer, 1989)

16

. Un critère classique est de c hoisir ce pas de telle sorte que le nom bre de

dimensions nh de l'histogramme soit l'arrondi sup érieur de la racine carrée du nom bre

n d'éc han tillons :

nh = p
p

nq: (3.41)

Un autre critère classique prop ose de c hoisir le nom bre de dimensions de l'histogramme

par :

nh = 1 +
10� logn

3
: (3.42)

La MMD, bien que récen te (2002), a déjà été utilisée e�cacemen t p our la reconnais-

sance de visage (Zuo et al. , 2005), et p our l'extraction et la segmen tation d'ob jets dans

des vidéos (Song & F an, 2005).

3.2.6 Discussion

Chacun des descripteurs app orte de l'information (sa capacité propre à discriminer

les classes) et du bruit (�uctuation) d'éc han tillonage. Il est imp ortan t de ne retenir

dans l'analyse que les descripteurs don t l'information discriminan te surpasse le bruit.

P ar exemple, si l'on doit séparer les individus en tre hommes et femmes, la taille est

un descripteur utile, le p oids est un descripteur redondan t par rapp ort à la taille, la

couleur des y eux est un descripteur n uisible. De plus, réduire le nom bre de dimensions

p ermet d'éviter le problème des grandes dimensions. Les tec hniques telles que l'A CP

et l'A CI p ermetten t de réduire les redondances, les tec hniques telles que la LD A et la

MMD p ermetten t de bien séparer les classes.

16

Dans (Mo ddemeijer, 1989), le c hoix du pas de quan ti�cation p our le calcul de l'en tropie est discuté,

nous p ouv ons cep endan t l'étendre au calcul de la div ergence de Kullbac k-Leibler.
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A v an tages et incon v énien ts T outes ces tec hniques p ermetten t de passer outre la

malédiction de la dimension. Cep endan t, si le nom bre de dimensions est très grand

(plus de 512), ils se p eut que la réduction ne p ermetten t pas de réduire su�sammen t le

nom bre de dimensions de l'espace sans p erdre de l'information. De plus, ces tec hniques

nécessiten t de recalculer les matrices A et 
 si l'on a joute de nouv elles données. Ensuite,

elles son t très sensibles aux v aleurs ab erran tes, c'est p ourquoi il est préférable de détecter

ces erreurs, puis de normaliser les données a v an t d'e�ectuer ces op érations.

Lorsque l'ensem ble d'appren tissage est p etit, l'A CP donne de meilleurs résultats

que la LD A, et est moins sensible aux données d'appren tissage (Martinez & Kak, 2001).

Lorsque le nom bre de dimensions est très grand, la LD A nécessite de longs calculs

(Y ang & Y ang, 2003). P our éviter ce problème, une tec hnique app elée �A CP plus LD A�

(Belh umeur et al. , 1997; Sw ets & W eng, 1996) prop ose de com biner les deux op érations

en utilisan t certaines de leurs caractéristiques.

D'après (Comon, 1994), le concept d'A CI p eut être vu en réalité comme une exten-

sion de l'A CP qui, elle, ne p eut imp oser l'indép endance qu'au second ordre et dé�nit

par conséquen t des directions orthogonales.

Le tableau 3.4 résume quelques unes des caractéristiques de l'A CP , l'A CI, la LD A

et la MMD.

Autres tec hniques Les com binaisons linéaires son t particulièremen t in téressan tes car

elles son t faciles à calculer. Cep endan t, il existe aussi des tec hniques non linéaires. Ce

son t souv en t des métho des itérativ es qui p ermetten t de trouv er un nouv el espace de re-

présen tation, soit en utilisan t des pro jections non linéaires, soit en rec herc han t un nouv el

espace de représen tation où les distances in terv ecteurs son t sauv egardées. Les tec hniques

les plus conn ues son t le multidimensionnal sc aling (MDS), l'analyse en comp osan tes cur-

vilinéaires (A CC) (Demartines & Hérault, 1997) et la tec hnique F astMap (F aloutsos &

Lin, 1995). Con trairemen t aux tec hniques linéaires, ces tec hniques p ermetten t de mettre

en évidence des classes qui on t des formes non-linéaires. Un exemple classique est une

classe don t les p oin ts prennen t la forme d'un fer à c hev al. P our ce t yp e de classe, il

n'est pas p ossible de réduire e�cacemen t le nom bre de dimensions par des tec hniques

linéaires, car toutes les pro jections sur une droite p erden t une grande partie de l'infor-

mation.

Une autre tec hnique in téressan te est décrite dans (Lejsek et al. , 2005). Elle consiste

à sélectionner les dimensions de manière aléatoire. Puis à déterminer si ces axes son t dis-

criminan ts, sinon à repro jeter sur de nouv eaux axes, jusqu'à ce que les axes deviennen t

discriminan ts. Cette tec hnique est appliquée à la reconnaissance d'images par le con ten u

p our la détection de copie (Lejsek et al. , 2005).

(Jain & Zongk er, 1997) prop ose une comparaisons d'autres tec hniques de sélection

des traits visuels. V oir égalemen t (V asconcelos & V asconcelos, 2004; Goutte et al. , 2006;

Guy on & Elissee�, 2003).



Chapitre 4

Annotation automatique d'images :

un état de l'art

L'annotation automatique d'images consiste à asso cier à c haque image un group e

de mots qui décrit le con ten u visuel de l'image au mo y en d'un système sans aucune

in terv en tion h umaine. Cette tâc he a fait, et fait toujours, l'ob jet de nom breux tra v aux.

Dans ce c hapitre, nous décriv ons quelques mo dèles d'auto-annotation d'images de l'état

de l'art. Ces mo dèles son t principalemen t utilisés p our l'auto-annotation d'images, mais

aussi p our d'autre tâc hes telles que l'annotation de région d'images a v ec un seul mot

(app elée parfois mo dèle de corresp ondance), la rec herc he d'images, la désam biguiation

de mots par le con ten u visuel...

P our les mo dèles probabilistes, l'auto-annotation consiste à estimer p our c haque mot

w la probabilité a p osteriori :

� p(wjb) où b représen te l'information conn ue sur le blob (par exemple, le v ecteur

décriv an t le con ten u visuel du blob) p our un mo dèle de corresp ondance,

� ou p(wjd) où d représen te l'information conn ue sur l'image (par exemple, l'en-

sem ble Bd
des v ecteurs visuels de l'image) p our un mo dèle d'auto-annotation

d'images.

P our p ouv oir mesurer la capacité d'un système a annoter une image, on utilise des

corpus d'images p our lesquels c haque image a préalablemen t été annotée man uellemen t

par un ensem ble de mots de référence W d
Ref (légende de l'image). L'ob jectif du système

est alors de prédire, p our c haque image, d'une part le plus de mots de sa légende, et,

d'autre part le moins de mots p ossible.

Après a v oir résumé quelques mesures standards de p erformances (partie 4.1), nous

décriv ons quelques mo dèles de l'état de l'art : les mo dèles basés sur l'analyse de la

séman tique laten te (partie 4.2), plusieurs mo dèles présen tés dans (Barnard et al. , 2003b)

basés sur une structure hiérarc hique (partie 4.3), et quelques mo dèles probabilistes basés

sur la distribution de Diric hlet (Blei & Jordan, 2003) (partie 4.4).
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4.1 Mesures de p erformance

Dans (T sai et al. , 2006), plusieurs façons d'év aluer les p erformances d'auto-

annotations son t prop osées :

� demander à des utilisateurs no vices d'év aluer les résultats fournis par le système,

� mesurer les p erformances à partir des mots-clés asso ciés à l'image, comme par

exemple les mots en touran t une image du w eb,

� mesurer les p erformances à partir des mots-clés asso ciés à l'image man uellemen t

par des professionnels. L'ensem ble ainsi annoté est alors app elé gr ound truth . C'est

le cas de la base Corel.

Dans cet état de l'art, nous nous in téressons seulemen t à la troisième façon. Il n'existe

pas actuellemen t de base dédiée à l'auto-annotation d'images. Cep endan t, dans la litté-

rature, la base la plus utilisée est la base Corel (W ang, 2004; Muller et al. , 2002; W ang

et al. , 2001). C'est p ourquoi nous utiliserons cette base.

4.1.1 Score empirique et aléatoire

P our mesurer la qualité d'un mo dèle prédictif, il est imp ortan t de prendre en compte

la di�culté de la tâc he à e�ectuer. P ar exemple, si l'on souhaite prédire le temps qu'il

fera, et que l'on sait qu'il fait b eau 350 jours par an, un mo dèle qui prédit qu'il fait

toujours b eau fait seulemen t 4% d'erreurs. P our mesurer la qualité des résultats d'un

mo dèle prédictif, il est imp ortan t de mesurer le score obten u par rapp ort à celui d'un

mo dèle construit uniquemen t sur la connaissance a priori (app elé mo dèle empirique)

Les systèmes d'annotations automatiques on t tendance à prédire surtout les mots

très couran ts, comme sky, water, p e ople , et très p eu les mots p eu fréquen ts, tels que

anemone, c actus, elephant . Un mo dèle qui annote les images a v ec les mots les plus

couran ts obtien t un très b on score. Cep endan t, il se p eut que ce mo dèle n'app orte en

fait aucune nouv elle information. C'est p ourquoi il est imp ortan t de comparer ce score

au score empirique obten u à partir de la fréquence des mots dans la base (distribution

a priori ). De plus, cela p ermet de rendre comparable les scores de di�éren ts mo dèles

obten us sur des données de di�cultés di�éren tes.

Le score empirique ne doit pas être confondu a v ec le score aléatoire obten u par

classi�cation aléatoire des données. Concrètemen t, il p eut être obten u en calculan t une

distribution a priori des mots de manière aléatoire.

4.1.2 Mesurer la qualité de la distribution a p osteriori

P our les mo dèles prédictifs, Barnard et al. (Barnard et al. , 2003b) prop osen t de

mesurer la qualité de la distribution a p osteriori des mots en calculan t la div ergence

de Kullbac k-Leibler en tre la distribution des mots p(wjBd) pro duite par le mo dèle en

connaissan t l'ensem ble des blobs Bd
de l'image d et la distribution p(w) réelles des mots

de cette image. Malheureusemen t, cette dernière distribution est inconn ue. On p eut

cep endan t supp oser que les mots qui devraien t réellemen t annoter cette image suiv en t
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une distribution uniforme, et que les autres mots ne son t pas prédits, autremen t dit :

p(w) =

( 1
nW d

Ref

si w 2 W d
Ref

0 sinon:
(4.1)

P ar dé�nition, l'erreur sur un do cumen t d est calculée par :

E (mod�ele)
KL (d) =

P

w2W
p(w) log p(w)

p(wjB d )

= 1
n

W d
Ref

P

w2W d
Ref

log p(w)
p(wjB d )

= constante � 1
n

W d
Ref

P

w2W d
Ref

logp(wjBd)

(4.2)

où constante = � lognW d
Ref

: P our mesurer la p erformance d'un group e d'images, il

su�t de calculer la mo y enne des E (mod�ele)
KL (d) . P our mesurer la p erformance par rapp ort

au mo dèle empirique sur les données de l'ensem ble de test T , il su�t de calculer :

� KL =
1

nT

X

d2T

�
E (empirique )

KL � E (mod�ele)
KL (d)

�
: (4.3)

� KL est négatif quand le score du mo dèle est inférieur au score du mo dèle empirique,

p ositif sinon.

Une mesure similaire est prop osée dans (Blei & Jordan, 2003). La qualité de l'an-

notation d'un mo dèle est év aluée en utilisan t une mesure classique de la comm unauté

traitemen t du langage et app elée c aption p erplexity :

perplexity = exp

(

�

P
d2T

P
w2W d

Ref
logp(wjBd)

P
d2T nW d

Ref

)

: (4.4)

P our cette mesure, plus le score est faible, plus le mo dèle est p erforman t.

Nous remarquons que ces deux mesures ne prennen t en compte que les mots qui

son t dans la légende initiale.

4.1.3 Rapp el et précision

Le rapp el et la précision son t deux mesures classiques en rec herc he d'information.

Le rapp el ( r e c al l ) est le rapp ort du nom bre de do cumen ts p ertinen ts trouv és au nom bre

total de do cumen ts p ertinen ts. La précision ( pr e cision ) est le rapp ort du nom bre de

do cumen ts p ertinen ts trouv és au nom bre total de do cumen ts sélectionnés.

Soien t n le nom bre de do cumen ts p ertinen ts, r le nom bre de do cumen ts p ertinen ts

retrouv és et ! le nom bre de do cumen ts non-p ertinen ts retrouv és. Le rapp el R et la

précision P son t dé�nis par :

R =
r
n

et P =
r

r + !
: (4.5)
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P our utiliser ces mesures dans le cadre de l'auto-annotation, on e�ectue p our c haque

mot du lexique une requête q = f wg comp ortan t seulemen t le mot. On compte ensuite

le nom bre nW6= ; de mots p our lesquels au moins une image a été retrouv ée :

nW6= ; =
X

w2W

jf wjR(w) > 0 et P(w) > 0gj: (4.6)

Puis on mesure le rapp el mo y en mR et la précision mo y enne mP sur tous les mots de

W6= ; :

mR =
X

w2W 6= ;

r (w)
n(w)

et mP =
X

w2W 6= ;

r (w)
r (w) + ! (w)

(4.7)

où n(w) est le nom bre d'images de test annotées par w , r (w) est le nom bre d'images

don t la légende con tien t initialemen t le mot et que le système a annoté a v ec le mot, ! (w)
le nom bre d'images non-annotées initialemen t par ce mot et annotées par le système

a v ec ce mot. Lorsque l'on utilise les mesures mP et mR , il est imp ortan t de préciser

le nom bre nW6= ; de mots p our lesquels au moins une image a été retrouv ée, car un

système p eut obtenir un fort rapp el mo y en et une forte précision mo y enne en prédisan t

seulemen t les mots les plus fréquen ts.

4.1.4 Normalize d Sc or e (NS)

Une mesure très largemen t utilisée (Barnard et al. , 2003b; Mona y & Gatica-P erez,

2003; Viitaniemi & Laaksonen, 2005) p our mesurer les p erformances des systèmes

d'auto-annotation est le Normalize d Sc or e (NS) . Nous en donnons d'ab ord la dé�ni-

tion générale v alable p our tout système de rec herc he d'information ou de classi�cation

à deux classes : élémen ts p ertinen ts et non-p ertinen ts, puis nous l'appliquons dans le

cas de systèmes d'auto-annotation d'images.

Dé�nition 4.1 (Normalized Score) Soit N le nombr e d'éléments de l'ensemble à

classer, soit n le nombr e d'éléments p ertinents, soit r le nombr e d'éléments p ertinents

r etr ouvés et ! le nombr e d'éléments non-p ertinents r etr ouvés, alors la dé�nition génér ale

du sc or e NS est :

NS =
r
n

�
!

N � n
: (4.8)

Ce score est comp osé de deux termes : le premier est le nom bre d'élémen ts p erti-

nen ts retrouv és normalisé par le nom bre d'élémen ts p ertinen ts (app elé aussi rapp el ou

sensibilité), le deuxième est le nom bre d'élémen ts non-p ertinen ts retrouv és normalisé

par le nom bre d'élémen ts non-p ertinen ts (il est égal à 1-sp éci�cité). Le score NS est

compris en tre -1 et 1. NS = 1 quand tous les élémen ts retrouv és son t tous les élémen ts

p ertinen ts ( r = n et ! = 0 ). NS = � 1 quand tous les élémen ts retrouv és son t tous les

élémen ts non-p ertinen ts ( r = 0 et ! = N � n ). NS = 0 quand tous les élémen ts son t

trouv és ou qu'aucun élémen t n'est trouv é ( r = n et ! = N � n ou r = 0 et ! = 0 ).

Ce score p ermet de prendre en compte à la fois les élémen ts retrouv és par le système,

mais aussi les élémen ts non-p ertinen ts retrouv és en fonction du nom bre d'élémen ts non-

p ertinen ts, et non pas en fonction du nom bre d'élémen ts retrouv és comme le fon t les
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mesures basées sur rapp el et précision. Il est donc particulièremen t adapté p our les

exp ériences où le nom bre d'élémen ts non-p ertinen ts retrouv és et non-retrouv és son t

très grands dev an t le nom bre d'élémen ts p ertinen ts. P ar exemple, les images de la base

Corel p ossèden t en mo y enne 3 mots p ertinen ts ( n =3) c hoisis parmi un lexique de 200

mots en viron ( N =200). Comme nous le v errons dans ce c hapitre, retrouv er les 3 mots

de la légende d'une image est un problème très di�cile. Cep endan t, un système qui

est capable de retrouv er 2 des 3 mots p ertinen ts tout en acceptan t 20 autres mots

( ! =20) sur un lexique de 200 mots ( NS =2/3-20/197=0.57, précision=0.09), est plus

e�cace qu'un système qui retrouv e 2 mots sur 3, tout en acceptan t 20 autres mots

d'un lexique de 100 mots ( NS =2/3-20/97=0.46, précision=0.09). Le score NS p ermet

donc de comparer des résultats sur des mo dèles qui ne p ossèden t pas le même nom bre

d'élémen ts.

Dé�nition 4.2 (A v erage Normalized Score) Dans le c as d'un système d'auto-

annotation où chaque image d des test T p ossè de un ensemble de nW d
Ref

mots p ertinents,

le sc or e NS moyen ( NS (mod�ele)
moy ) est :

NS (mod�ele)
moy =

X

d2T

� r (d)
nW d

Ref

�
! (d)

N � nW d
Ref

�
(4.9)

où r (d) est le nombr e de mots de la lé gende de d que le système a e�e ctivement asso cié

à l'image, ! (d) est le nombr e de mots qui ne font p as p artie de la lé gende, mais qui ont

été asso ciés à l'image p ar le système, N est le nombr e de mots du lexique.

(Viitaniemi & Laaksonen, 2005) prop ose une v ersion matricielle du score NS mo y en.

A�n de p ouv oir comparer di�éren ts mo dèles, il est préférable de calculer la di�érence

� NSmoy et le gain GNSmoy sur le mo dèle empirique :

� NSmoy = NS (mod�ele)
moy � NS (empirique )

moy et GNSmoy =
� NSmoy

NS (empirique )
moy

: (4.10)

Une mesure pro c he du score NS est utilisée dans (Barnard et al. , 2003b) et (Mona y &

Gatica-P erez, 2004). P our c haque image, on imp ose que le système prédise exactemen t

le nom bre de mots de la légende de l'image ( r + ! = nW d
Ref

), puis on mesure l'exactitude

de l'annotation ( annotation ac cur acy ) (Mona y & Gatica-P erez, 2004) en calculan t :

Acc(d) =
r (d)

nW d
Ref

: (4.11)

Le score de prédiction mo y en ( wor d pr e diction sc or e ) (Barnard et al. , 2003b) est alors

calculé ainsi :

PR(mod�ele)
moy =

X

d2T

r (d)
nW d

Ref

: (4.12)
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Ce score supp ose que le nom bre de mots qui annoten t une image est conn u. Or cette

information n'est pas conn ue lorsque l'on souhaite annoter de nouv elles images. Cette

mesure utilise donc une information qui p eut fausser les p erformances réelles du système.

Nous remarquons que dans le cas où le nom bre de mots du lexique est très grand

dev an t le nom bre de mots prédits ( N >> (r + ! ) ), le score de prédiction mo y en est

une b onne appro ximation du score NS mo y en. Cep endan t, cette mesure ne p ermet

pas de comparer des exp ériences réalisées sur des corpus con tenan t un nom bre de mots

di�éren ts. P ar exemple, soit un corpus A don t le lexique comprend 100 mots et un corpus

B , p ouv an t con tenir les mêmes images, don t le lexique comprend 1000 mots. Supp osons

qu'à partir des deux corpus, nous annotions une image d et obtenons 1 mot juste sur

5, nous aurons AccA (d) = AccB (d) = 1 =5 = 0:2, mais NSA = 1=5 � 4=100 = 0:16 et

NSB = 1=3 � 4=1000 = 0:196. Le score NS prend en compte la di�culté de la tâc he

(la probabilité de faire une erreur est plus grande quand on a un lexique qui con tien t

b eaucoup de mots), mais pas le score Acc.

Nous p ouv ons généraliser ce score p our les systèmes qui annoten t c haque image a v ec

un nom bre de mots prédits �xe à condition de faire des comparaisons sur des exp ériences

a y an t le même nom bre de mots dans le lexique.

4.1.5 Discussion

Les mesures d'erreurs que nous a v ons décrites ne fon t pas la di�érence en tre une

substitution en tre deux termes pro c hes ( house au lieu de building ), et en tre deux termes

très éloignés ( house au lieu de elephant ). P our construire ce t yp e de mesure, il serait

in téressan t de prendre en compte dans la mesure un thésaurus.

Mesurer les scores de mo dèles de corresp ondance, c'est-à-dire de mo dèles p ermet-

tan t d'asso cier un mot à une région d'image, est di�cile, car il est nécessaire d'annoter

man uellemen t les régions d'une grande base d'images. De plus, la probabilité p our que

deux p ersonnes annoten t une région d'images a v ec le même mot est faible. P our mesurer

les p erformances d'un mo dèle de corresp ondance, il su�t d'annoter c haque région, puis

d'en dériv er une annotation p our l'image, et en�n de mesurer le score du mo dèle d'an-

notation d'images obten u. D'après (Barnard et al. , 2003b), il est raisonnable de p enser

qu'une mauv aise métho de d'annotation d'images sera aussi mauv aise p our l'annota-

tion de régions d'images. D'ailleurs, la plupart des mo dèles d'annotation d'images son t

construits de telles sortes qu'ils puissen t annoter une région d'images, et in v ersemen t.

P our mesurer les p erformances d'un mo dèle d'auto-annotation, il est imp ortan t de

prendre aussi en compte d'autres facteurs tels que :

� le temps d'appren tissage,

� le nom bre de paramètres,

� le temps nécessaire p our annoter une nouv elle image,

� la capacité du mo dèle à prédire sur de nouv elles données,

� la capacité du mo dèle à obtenir de b ons résultats lorsque le nom bre de mots du

v o cabulaire, de dimensions visuelles et/ou de données augmen ten t.

La v aleur des scores obten us dép end du nom bre de mots dans le v o cabulaire, ainsi

que de la di�culté de la tâc he, et des données. Il existe d'autres mesures d'auto-
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annotation qui prennen t en compte certains de ces paramètres. P ar exemple, dans (Vii-

taniemi & Laaksonen, 2005), une mesure app elée DTMI ( De-symmetrise d T ermwise

Mutual Information ) basée sur la théorie de l'information est prop osée. Cette mesure a

la particularité de prendre en compte la di�culté de prédiction d'un mot.

4.2 Indexation m ultimédia par analyse de la séman tique

laten te

4.2.1 LSA : un mo dèle par analyse de la séman tique laten te

Utilisé tout d'ab ord p our l'analyse de grand corpus de texte, LSA (Deerw ester et al. ,

1990) p our L atent Semantic A nalysis ou analyse de la séman tique laten te (ASL), est

une tec hnique statistique automatique p our extraire et inférer des relations en tre mots à

partir de leur con texte. L'utilisation de LSA dans le domaine de l'analyse de do cumen ts

est p ertinen te, car des tra v aux en sciences cognitiv es mon tren t que la représen tation

et l'acquisition de connaissances à partir de textes, la compréhension et l'év aluation de

textes, l'extension à des connaissances non issues de textes, à l'aide du mo dèle LSA,

son t comparables à celles des sujets h umains lors de tests standardisés (Landauer &

Dumais, 1997; Landauer et al. , 1998; Lemaire & Dessus, 2003). LSA est à la fois vu

comme un mo dèle d'acquisition et de représen tation des connaissances.

Princip e Le sens d'un mot p eut être dé�ni statistiquemen t à partir de l'ensem ble des

con textes (phrases, paragraphes, textes) dans lesquels ce mot apparaît. P ar exemple,

le mot autobus sera souv en t conjoin temen t asso cié à démarr er, r oute, gar e r outièr e , et

raremen t à �eur, b arb e cue . Cep endan t, le con texte du mot n'est pas su�san t p our en

dé�nir le sens, car il ne dit rien sur les relations a v ec les mots qui n'apparaissen t jamais

ensem ble. P ar exemple, si les mots autobus et auto c ar n'apparaissen t jamais ensem ble,

nous n'a v ons aucune information sur les liens séman tiques en tre ces mots. Or auto c ar

doit être considéré comme pro c he de autobus car tous les deux son t co o ccurren ts a v ec les

mêmes mots. Ce son t donc des enc haînemen ts de liens de co o ccurrences à plusieurs ni-

v eaux qui p ermetten t une représen tation correcte du sens des mots. P our résoudre cette

di�culté, LSA construit une matrice de co o ccurrences, constituée du nom bre d'appa-

ritions de c haque mot dans c haque con texte, sans tenir compte de leur ordre. Cette

matrice est ensuite réduite à l'aide d'une décomp osition en v aleurs singulières (SVD)

(généralisation de l'analyse factorielle) a�n de capturer dans une certaine mesure les re-

lations en tre les mots et les do cumen ts et en esp éran t que les mots a y an t un sens v oisin

(en particulier les synon ymes) auron t la même direction dans le nouv eau sous-espace.

En résumé, le fonctionnemen t de LSA est basé sur deux princip es : (1) le sens d'un

mot p eut-être dé�ni statistiquemen t à partir de l'ensem ble des con textes et (2) deux

mots son t similaires s'ils apparaissen t dans des con textes similaires. Il résout dans une

certaine mesure les problèmes suiv an ts :

� synon ymie : deux mots a y an t le même con texte seron t pro c hes dans l'espace

laten t,
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� am biguïté : plusieurs do cumen ts p ossédan t le même mot, mais dans des sens

di�éren ts, n'auron t pas le même con texte et seron t donc éloignés dans l'espace

laten t,

� absence : même si un mot est absen t d'un do cumen t sur le même thème, les deux

seron t pro c hes dans l'espace laten t car ils on t le même con texte.

Indexer et rec herc her a v ec LSA Le mo dèle d'indexation asso cié à LSA est LSI

( L atent Semantic Indexing ) (Deerw ester et al. , 1990). Comme dans le mo dèle v ectoriel,

c haque do cumen t est représen té sous la forme d'un v ecteur (représen tation �sac de

mots�). On p eut ainsi construire la matrice terme-do cumen t prenan t en ligne les mots

du lexique et en colonne les do cumen ts. Chaque case représen te la fréquence d'un mot

dans un do cumen t. Un problème du mo dèle v ectoriel est que les mots utilisés dans

la requête ne son t pas forcémen t les mêmes que les mots utilisés dans les do cumen ts

p ertinen ts. En e�et, des mots similaires p euv en t a v oir di�éren ts sens (p olysémie) et

di�éren ts mots p euv en t a v oir le même sens (synon ymie). P our résoudre ce problème,

LSA utilise une SVD a�n de prendre en compte le con texte des mots et de réduire les

dimensions de l'espace.

Soit A la matrice terme-do cumen t et r son rang, par la métho de algébrique de

décomp osition en v aleurs singulières, elle p eut être écrite sous la forme du pro duit de

trois matrices telles que :

A = W � D t

8
>><

>>:

A 2 RnW � nD

W 2 RnW � r

� 2 Rr � r

D 2 RnD � r

(4.13)

où W et D son t des matrices orthonormales con tenan t les v ecteurs singuliers gauc he et

droit de A , et � est une matrice diagonale con tenan t les v aleurs singulières de A :

8
<

:

� = diag(� 1; � 2; � � � ; � r ) avec � 1 � � 2 � � � � � � r

W W t = DD t = I r :
rang(�) = r � min (nW ; nD ):

(4.14)

P our dimin uer le nom bre de dimensions de l'espace, et si l'on supp ose que les v aleurs

singulières de la matrice diagonale � son t ordonnées, alors on p eut trouv er une b onne

appro ximation

~A de A en mettan t à zéro les p etites v aleurs singulières de � a�n d'obtenir

un espace réduit de dimension ~r c hoisie :

A �= ~A = ~W ~� ~D t

8
>><

>>:

~A 2 RnW � nD

~W 2 RnW � ~r

~� 2 R~r � ~r

~D 2 RnD � ~r

(4.15)
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où

8
>><

>>:

~� = diag(� 1; � 2; � � � ; � ~r ) avec
�

� 1 � � 2 � � � � � � ~r

et � ~r +1 = � � � = � r = 0
~W ~W t = ~D ~D t = I ~r :

rang( ~�) = ~r � rang(�) = r � min (nW ; nD ):
(4.16)

Cette op ération réalise la pro jection de l'espace original v ers un espace réduit à ~r di-

mensions. Il a été démon tré que, sous certaines conditions, l'espace réduit capture dans

une certaine mesure les relations séman tiques en tre les mots du corpus (P apadimitriou

et al. , 1998). Le nom bre de dimensions optimal de l'espace réduit p our la langue anglaise

a été estimé empiriquemen t à 300 dimensions (Landauer & Dumais, 1997).

La SVD e�ectue un c hangemen t de base p our se placer suiv an t les axes de plus grande

v ariation de la matrice A . De manière in tuitiv e, on p eut se représen ter un mot comme

un p oin t dans un espace don t la dimension est le nom bre de do cumen ts nD . La matrice

A donne les co ordonnées des nW mots. Ce n uage de p oin ts a des axes d'inertie qui

son t précisémen t les axes de plus grande v ariation de A . En tronquan t aux ~r premières

v aleurs singulières, on conserv e les axes d'inertie suiv an t lesquels s'alignen t le mieux

les p oin ts du n uage. Ainsi on capture la structure la plus signi�cativ e de la matrice.

Il faut v oir la décomp osition en v aleurs singulières comme une métho de qui réduit la

dimension du problème et, surtout, qui p ermet de représen ter mots et do cumen ts dans

un même espace de dimension ~r . L'espace de dimension ~r s'in terprète comme un espace

de concepts. On ne p eut pas vraimen t esp érer mettre un nom sur ces concepts. Mais ce

n'est pas gênan t : tout ce don t on a b esoin est de sa v oir dans quelle mesure les di�éren ts

concepts (abstraits) son t présen ts dans tel mot et tel do cumen t, de manière a comparer

ceux-ci. Mathématiquemen t, puisque le mot et le do cumen t son t représen tables dans

un même espace, un simple calcul de la distance en tre leurs représen tan ts fournit une

quan ti�cation de leur pro ximité. Au �nal, les do cumen ts ren v o y és p euv en t ne con tenir

aucun mot de la requête mais être p ertinen ts.

P our comparer les do cumen ts dans l'espace réduit à un v ecteur requête dq , nous

transformons tout d'ab ord le v ecteur dq en un pseudo do cumen t

~dq dans l'espace réduit.

Nous a v ons X = ~W ~� ~D t
que nous p ouv ons dériv er en

~D = X t ~W ~� � 1
. La v ecteur ligne

~dq dans l'espace réduit p eut donc être obten u par :

~dq = dt
q

~W ~� � 1: (4.17)

Il con tien t le con texte asso cié au do cumen t. Nous p ouv ons alors utiliser une mesure de

similarité classique comme le cosin us p our calculer la distance en tre dq et c hacun des

do cumen ts dans l'espace réduit. De même, p our un mot wq , nous p ouv ons obtenir sa

représen tation ~wq dans l'espace réduit par :

~wq = ~� � 1 ~D t wt
q: (4.18)

P our mesurer la similarité en tre le do cumen t i et le do cumen t j , il su�t de réaliser

le pro duit scalaire en tre les v ecteurs lignes i et j de la matrice

~D ~� . Il est aussi p ossible

de calculer les p mots les plus p ertinen ts p our un do cumen t.
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Des exp ériences réalisées sur des corpus de texte adaptés à la rec herc he d'informa-

tions mon tren t que LSI donne des résultats similaires ou légèremen t meilleurs que les

mo dèles classiques en RI (Deerw ester et al. , 1990).

4.2.2 PLSA : un mo dèle probabiliste

Le mo dèle LSA ne p ossède pas d'in terprétation probabiliste. Cep endan t, (Hofmann,

2001) prop ose un mo dèle probabiliste p our LSA app elé PLSA (Probabilistic LSA)

pro c he du mo dèle app elé asp e ct mo del (Hofmann et al. , 1998).

Con trairemen t à LSA qui utilise une table de co o ccurrences terme-do cumen t, PLSA

nécessite une table de probabilité join te. Soit P la matrice de taille nW � nD don t c haque

case con tien t la probabilité p(wj ; di ) de co o ccurrences du mots wj et du do cumen t di .

On p eut dé�nir une v ariable z de classe non observ ée Z = f z1; z2; � � � ; zr g (c'est à dire

que l'on supp ose l'existence d'un certain nom bre de classes don t on ne sait rien) telles

que :

8
<

:

Wj;k = p(wj jzk ) W 2 [0; 1]nW � r

� k;k = p(zk ) � 2 [0; 1]r � r � = diag(� 1;1; � 2;2; � � � ; � r;r )
D i;k = p(di jzk ) D 2 [0; 1]nD � r

(4.19)

Si l'on supp ose que w et d son t indép endan tes conditionnellemen t à z , on a la relation :

P = W � D t
(4.20)

qui traduit la règle de Ba y es :

p(wj ; di ) =
p(wj jzk )p(zk )

p(di jzk )
: (4.21)

et qui revien t à une SVD sur la matrice P . La matrice � donne les probabilités des

di�éren tes classes et les matrices W et D e�ectuen t un classemen t �ou des mots et des

do cumen ts dans les classes.

Un mo dèle de probabilité join te sur D � W est obten ue en marginalisan t sur les

classes zk :

p(wj ; di ) = p(di )p(wj jdi )
= p(di )

P
zk 2Z p(wj jzk )p(zk jdi ):

(4.22)

On p eut in terpréter c haque classe zk comme un concept. Chaque mot est généré par

un concept.Un do cumen t est asso cié à plusieurs concepts. Les mots son t supp osés être

générés par un mélange de distributions m ultinomiales. Les do cumen ts son t les do cu-

men ts d'appren tissages. La �gure 4.1 page 79 donne une représen tation graphique

1

de

ce mo dèle.

Les paramètres du mo dèle PLSA son t p(wj jzk ) et p(zk jdi ) . p(wj jzk ) donne la pro-

babilité d'a v oir le mot wj sac han t que l'on considère la classe zk , elle p ermet donc

d'annoter de nouv eaux do cumen ts (rapp el : p(wj jzk ) = Wj;k ). P ar con tre, p(zk jdi ) ne

1

L'annexe B.2 page 185 prop ose une in tro duction aux mo dèles graphiques probabilistes.
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Fig. 4.1 � Le mo dèle graphique de PLSA (Hofmann et al., 1998).

donne aucune information sur un nouv eau do cumen t. Ces paramètres son t obten us à

l'aide de l'algorithme EM (Exp ectation-Maximization) (Dempster et al. , 1977) sur un

ensem ble d'appren tissage. L'algorithme standard EM apprend les paramètres p(wj jzk )
et p(zk jdi ) en maximisan t la vraisem blance des données.

P our annoter un do cumen t dnew , on calcule la probabilité a p osteriori d'a v oir un

mot donné sac han t que l'on connaît dnew :

p(wj jdnew ) =
X

zk 2Z

p(wj jzk )p(zk jdnew ): (4.23)

La probabilité p(wj jzk ) est estimée une seule fois lors de la phase d'appren tissage.

Le mo dèle PLSA ne fournit pas de mo dèle probabiliste au niv eau du do cumen t :

c haque do cumen t est représen té par la prop ortion de c haque concept dans le do cumen t

de la base d'appren tissage. Ce qui conduit à deux problèmes :

� le nom bre de paramètres du mo dèle augmen te en fonction de la taille du corpus,

� on ne p eut pas connaître les prop ortions des concepts p our un nouv eau do cumen t.

L'a v an tage d'utiliser PLSA plutôt que LSA est que PLSA p eut utiliser les tra v aux

réalisés en probabilité p our in terpréter les résultats. P ar con tre, LSA p ermet des calculs

exacts con trairemen t à PLSA qui emploie l'algorithme EM. Les do cumen ts utilisés dans

les deux mo dèles son t les do cumen ts d'appren tissage, c'est p ourquoi LSA et PLSA ne

p euv en t être e�caces p our de nouv eaux exemples.

4.2.3 Utilisation de LSA et PLSA en rec herc he m ultimédia

Nous v enons de v oir que LSA est un b on mo dèle p our capturer les liens séman-

tiques cac hés en tre do cumen ts et mots, et que de plus, ce mo dèle donne des résultats de

compréhension de do cumen ts textuels comparables à ceux de l'être h umain. C'est p our-

quoi de nom breux c herc heurs on t utilisés ce mo dèle sur une seule mo dalité (P e£eno vi¢,

1997; Huang et al. , 1998; Souv anna v ong et al. , 2003; Souv anna v ong et al. , 2005) ou p our

com biner plusieurs mo dalités m ultimédia. Nous nous in téresserons particulièremen t aux
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com binaisons texte/image. En e�et, deux images p euv en t être séman tiquemen t pro c hes,

même si les mots qui les annoten t ou leurs caractéristiques visuelles son t di�éren ts, car

de même que p our le texte on retrouv e les am biguïtés dues aux problèmes de synon ymie

et de p olysémie. Di�éren ts mots p euv en t exprimer le même sens et plusieurs couleurs

p euv en t représen ter le même ob jet. Égalemen t, un même mot p eut a v oir plusieurs sens

et une même couleur p eut représen ter plusieurs ob jets. C'est p ourquoi l'utilisation de

mo dèle basé sur la séman tique laten te est particulièremen t approprié.

Dans (La Cascia et al. , 1998), une première utilisation de LSI com binan t texte et

visuel est prop osée. Leur ob jectif est de construire un moteur de rec herc he d'images par

le con ten u sur le w eb, app elé ImageRo v er (v oir partie 2.3 page 32), prenan t en compte les

liens séman tiques relian t les deux mo dalités. Chaque image d'une page w eb (do cumen t)

est représen tée par un v ecteur prenan t en compte la fréquence des mots dans la page : les

mots du titre de la page, en gras, en italique son t p ondérés plus fortemen t, les c hamps

AL T de IMG ainsi que les mots pro c hes de l'image son t égalemen t plus fortemen t

p ondérés p our c haque image. La matrice terme-image est ainsi construite et p eut être

décomp osée par SVD. Chaque image p eut donc être décrite textuellemen t par un v ecteur

dans l'espace réduit. P our le visuel, des histogrammes de couleurs et de textures simples

son t extraits, puis réduit par A CP . Chaque image est �nalemen t indexée par un v ecteur

global concaténan t les v ecteurs visuels (réduits par A CP) et textuels (réduits dans

l'espace laten t). La rec herc he d'images revien t alors à une rec herc he par plus pro c he

v oisin. L'utilisateur p eut réaliser une requête par mots-clés, transformée par le système

en un do cumen t-requête, la rec herc he par plus pro c he v oisin étan t e�ectuée alors que

dans l'espace textuel laten t. Il p eut égalemen t c hoisir plusieurs images-requêtes. Les

deux t yp es de requêtes p ouv an t être com binées et ra�nées par b ouclage de p ertinence.

Des exp ériences on t été menées sur un ensem ble d'appren tissage de 58908 images du

w eb, utilisées une seule fois p our obtenir les paramètres p our la SVD et l'A CP . Les

résultats de rec herc he de 100 images (une par une) sur 10000 images, indexées a v ec

les paramètres appris sur l'ensem ble d'appren tissage, mon tren t que la métho de par

com binaison de texte et d'images a v ec b ouclage de p ertinence est plus e�cace que les

métho des de rec herc he par mots-clés seuls, ou par mots-clés et b ouclage de p ertinence,

et par con ten u visuel et b ouclage de p ertinence. Cep endan t, comme LSI est utilisé

seulemen t sur le texte, le mo dèle n'est pas capable de trouv er les co o ccurrences en tre

les traits visuels et les mots.

P ar con tre, dans (W esterv eld, 2000), (Zhao & Grosky , 2002) et (Mona y & Gatica-

P erez, 2003), c haque do cumen t est représen té par un v ecteur construit par concaténation

des v ecteurs des deux mo dalités. La principale di�culté est de trouv er commen t équi-

librer les deux mo dalités. En e�et, les v ecteurs utilisés jusqu'alors était adaptés aux

textes : c haque do cumen t est décrit par p eu de mots comparé aux grands nom bres de

mots p ossibles, et les v aleurs son t discrètes, tandis que dans la mo dalité visuelle, toutes

les dimensions son t renseignées et les v aleurs p euv en t être con tin ues (par exemple, un

histogramme de couleurs). C'est p ourquoi (W esterv eld, 2000) prop ose de dé�nir p our

la partie visuelle un espace discret qui a le même genre de distribution que le texte.

Deux exp ériences sur en viron 3000 images son t réalisées. Dans la première, le nom bre

de dimensions visuelles (en viron 38000 don t 625 renseignées en mo y enne par do cumen t)
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Rang ~r 15 40 60 80 100

LSA 0.495 0.526 0.531 0.535 0.540

PLSA-MIXED 0.447 0.449 0.452 0.446 0.473

T ab. 4.1 � Scores NS v arian t le rang ~r de la matrice

~� p our les mo dèles LSA et PLSA-

MIXED où c haque image est représen tée par un v ecteur concaténan t mots-clés et traits

visuels (fusion préco ce) présen tés dans (Mona y & Gatica-P erez, 2003). Le score NS du

mo dèle empirique (prenan t en compte que la distribution des mots ( prior )) est de 0.383.

est b eaucoup plus imp ortan t que le nom bre de dimensions textuelles (en viron 4000 don t

27 renseignées en mo y enne par do cumen t). Dans la seconde, les deux v ecteurs on t le

même nom bre de dimensions (en viron 4000 don t 1131, resp ectiv emen t 27, renseignées

en mo y enne par do cumen t). P our c hacune de ces exp ériences, LSI est utilisé p our in-

dexer le texte seulemen t, le visuel seulemen t, la com binaison des deux. La première

exp érience mon tre que les résultats obten us par com binaison des deux son t plus pro c hes

des résultats obten us p our le visuel (recouvremen t de plus de 80%) que p our le textuel

(recouvremen t d'en viron 7%). La seconde mon tre que lorsque les deux mo dalités son t

bien équilibrées dans le v ecteur, la com binaison des deux mo dalités donne de meilleurs

résultats que le texte ou le visuel seul, mon tran t que les moteurs de rec herc he d'images

p euv en t tirer pro�t de la com binaison des deux mo dalités. (Zhao & Grosky , 2002) ob-

tiennen t des résultats similaires.

Dans (Mona y & Gatica-P erez, 2003), LSA et PLSA son t utilisées p our construire un

système d'auto-annotation. Dans leur mo dèles LSA et PLSA-MIXED, c haque image de

la base d'appren tissage est représen tée par un v ecteur concaténan t un v ecteur textuel

de 149 dimensions et un v ecteur de couleurs R VB de 648 dimensions. P our annoter

une image, les dimensions du v ecteur corresp ondan t aux mots-clés son t mis à zéro. Les

exp ériences qu'ils on t menées sur en virons 16000 images de COREL et 149 mots-clés

mon tren t, con tre toute atten te, que dans leur cas, le mo dèle LSA est meilleur que le

mo dèle PLSA-MIXED (v oir tableau 4.1 page 81). Ils supp osen t dans (Mona y & Gatica-

P erez, 2004) que la raison du mauv ais score de PLSA-MIXED est que les deux mo dalités

(textuelles et visuelles) son t dé�nies dans PLSA-MIXED a v ec la même imp ortance lors

de la dé�nition de l'espace laten t ((Barnard et al. , 2003b) fait la même h yp othèse). C'est

p ourquoi la mo dalité visuelle est fortemen t privilégiée. Or c'est celle qui con tien t le moins

d'information séman tique. C'est p ourquoi ils prop osen t dans (Mona y & Gatica-P erez,

2004; Mona y , 2004) de construire un espace laten t p our c hacune des mo dalités, mais

en con traignan t l'espace construit sur les traits visuels p our s'assurer de sa consistance

séman tique, puis de joindre les deux mo dèles. Ce mo dèle PLSA-W ORDS est construit

ainsi :

1. les probabilités p(wjz) et p(zjd) son t apprises uniquemen t sur les mots-clés des

images ;

2. un deuxième mo dèle PLSA est appris sur l'espace des traits visuels p our p(vjz) ,

mais en gardan t la probabilité p(zjd) apprise sur les mots-clés ;
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Métho de EMPIRICAL LSA PLSA-MIXED PLSA-SPLIT PLSA-W ORDS

NSmoy 0.427 0.540 0.473 0.298 0.571

T ab. 4.2 � Comparaisons des NS mo y ens des métho des : LSA et PLSA-MIXED où

c haque image est représen tée par un v ecteur concaténan t mots-clés et traits visuels

(fusion préco ce), EMPIRICAL basé uniquemen t sur la distribution a priori des mots,

PLSA-SPLIT où un mo dèle PLSA est appris p our c haque mo dalité indép endammen t,

PLSA-W ORDS où deux mo dèles PLSA son t appris, mais en gardan t p our le mo dèle

visuel les probabilités p(zjd) apprises sur les mots-clés ( ~r = 100 , R VB) (Mona y &

Gatica-P erez, 2004).

3. soit une nouv elle image dnew que l'on v eut annoter (on connaît seulemen t les traits

visuels), on p eut estimer p(zjdnew ) à l'aide de la probabilité p(vjz) calculée en (2)

et de l'algorithme EM ;

4. la probabilité a p osteriori des mots-clés p our l'image dnew est inférée par :

p(wjdnew ) =
X

zk 2Z

p(wjzk ) � p(zk jdnew ): (4.24)

P our comparaison, le mo dèle PLSA-SPLIT est construit en apprenan t les paramètres

p(zk jdi ) indép endammen t p our le visuel et le textuel. Le tableau 4.2 page 82 mon tre que

les résultats obten us a v ec PLSA-W ORDS son t meilleurs que LSA et PLSA-MIXED. Le

mo dèle PLSA p eut donc être plus p erforman t que LSA. V oir aussi (Gao et al. , 2006;

Zhao & Grosky , 2002; F reitas & Barnard, 2001; Hare et al. , 2006).

4.3 Mo dèles �Multi-Mo dals Hierarc hical Asp ect Mo dels�

(MoM-HAM)

(Barnard & F orsyth, 2001; Barnard et al. , 2001; Barnard et al. , 2003b) prop osen t

plusieurs mo dèles générateurs basés sur la même structure hiérarc hique et dériv és du

asp e ct mo del présen té dans (Hofmann, 1998; Hofmann et al. , 1998) (le mo dèle PLSA

(Hofmann, 2001) présen té dans la partie 4.2.2 page 78 dériv e égalemen t de ce mo dèle).

P our plus de facilité, nous nommerons MoM-HAM cette famille de mo dèles.

Ces mo dèles son t basés sur deux princip es :

� les do cumen ts son t regroup és dans des classes (mélange �horizon tal�),

� un arbre hiérarc hique à la structure �xe, regroup e les classes (feuilles de l'arbre)

en fonction de leur pro ximité de concepts (comp osan t �v ertical�).

La donnée d'une classe et d'un niv eau de l'arbre dé�nie un no eud. Chaque no eud a

une certaine probabilité d'émettre c haque descripteur textuel ou visuel. Chaque classe

est asso ciée à un c hemin de la feuille v ers la racine. La structure hiérarc hique a joutée

p ermet de mieux capturer la séman tique qu'un mo dèle non-hiérarc hique, en allan t du

plus sp éci�que (feuilles de l'arbre) au plus général (racine de l'arbre). Les mots et les

segmen ts visuels très récurren ts seron t en haut de l'arbre, tandis que les plus sp éci�ques
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Fig. 4.2 � Exemple de structure hiérarc hique binaire à 3 niv eaux ( L = f l1; l2; l3 }) et

4 classes ( C = f C1; C2; C3; C4g). Mo dèle présen té dans (Hofmann, 1998 ; Barnard &

F orsyth, 2001).

seron t en bas de l'arbre. De plus, elle p ermet un meilleur parcours ( br owsing ) des images,

et une représen tation plus compacte. La �gure 4.2 page 83 mon tre un exemple de cette

structure. Ces mo dèles considèren t deux v ariables laten tes : l'ensem ble des classes C et

l'ensem ble des niv eaux de l'arbre L .

Mo dèle générateur L'ensem ble des v aleurs des descripteurs F d = Bd [W d
(textuels

et visuels) d'un do cumen t bimo dal d d'une classe c donnée est généré par les no euds

situés au dessus de la classe dans la hiérarc hie, par un terme de la forme :

Y

f

� X

l2 L

p(f jl; c) � P
�

(4.25)

où f représen te un descripteur visuel ou bien un mot de d et P est un p oids v ertical

qui traduit les dép endances de c haque niv eau. Prenan t en compte toutes les classes, un

do cumen t est mo délisé par une somme sur toutes les classes p ondérée par la probabilité a

priori p(c) qu'un do cumen t soit dans la classe. P our générer l'ensem ble des descripteurs

F d
asso ciés à une image d, tous les mo dèles utilisen t donc :

p(F djd) =
X

c2C

p(c)
Y

w2W d

� X

l2 L

p(wjl; c) � P 1
� n

W dmax
n

W d
Y

b2B d

� X

l2 L

p(bjl; c) � P 2
� n

B dmax
n

B d

(4.26)

où P1 et P2 son t estimés, en fonction du mo dèle, par :

Mo dèle I-0 Mo dèle I-1 Mo dèle I-2

(Barnard et al. , 2003b) (Barnard & F orsyth, 2001) (Barnard et al. , 2001)

P p(l jd) p(l jc; d) p(l jc)

a v ec P1 = P2 = P ou par :

Mo dèle D-0 Mo dèle D-1 Mo dèle D-2

(Barnard et al. , 2003b) (Barnard et al. , 2003b) (Barnard et al. , 2003b)

P1 p(l jBd; c; d) p(l jBd; c; d) p(l jBd; c; d)
P2 p(l jd) p(l jc; d) p(l )
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nW d (resp ectiv emen t nBd ) son t le nom bre de mots (resp ectiv emen t de blobs) de l'image

d, et nW dmax (resp ectiv emen t nBdmax ) son t le nom bre de mots (resp ectiv emen t de blobs)

maximal p ossible d'une image d (par exemple, p our notre base COREL, nW dmax = 5
et nBdmax = 10 ). L'utilisation des exp osan ts

nW dmax

nW d
et

nB dmax

nB d
p ermet de normaliser

les v aleurs obten ues a�n que des images décrites par un nom bre de mots ou de blobs

di�éren ts soien t comparables. P ar exemple, une image décrite a v ec le mot sun sera

comparable à une image décrite a v ec les mots sun et clouds , car la probabilité du mot

sun dans la première image sera doublée.

P our estimer la probabilité p(wjl; c) d'émettre le mot w connaissan t la structure

hiérarc hique, une distribution m ultinomiale basée sur la table des fréquences des mots

est utilisée. La probabilité p(bjl; c) d'émettre une instance de l'espace visuel est estimée

par une distribution gaussienne p(bjl; c) � N (� c;l ; � c;l ) . Les paramètres � c;l et � c;l des

distributions gaussiennes son t estimées en utilisan t l'algorithme classique EM (Dempster

et al. , 1977) (v oir annexe B page 181).

Mo dèles I-0 , I-1 et I-2 P our les mo dèles I-0 , I-1 et I-2 ( I p our indép endan t),

les mots et les descripteurs visuels son t supp osés conditionnellemen t indép endan ts. Les

p oids du mélange v ertical son t estimés par EM, p our le mo dèle I-0 conditionnellemen t

aux données d'appren tissage, p our le mo dèle I-1 conditionnellemen t aux données d'ap-

pren tissage mais aussi aux classes, tandis que p our le mo dèle I-2 , il su�t d'estimer une

mo y enne en fonction de la classe, ce qui p ermet d'économiser de la mémoire.

Remarquons que les mo dèles I-0 et I-1 son t dép endan ts des données d'appren tis-

sages. Ils son t donc e�caces p our les applications de t yp e rec herc he de do cumen ts, mais

pas p our les applications sur des données hors de la base d'appren tissage. Le mo dèle

I-2 n'est pas dép endan t de d, on p eut donc écrire p our ce mo dèle p(F djd) = p(F d) .

Mo dèles D-0, D-1 et D-2 Les mo dèles D-0 , D-1 et D-2 son t construits de telles

sortes que les informations textuelles et visuelles soien t dép endan tes (d'où le D dans le

nom des mo dèles). Plus exactemen t la distribution de tous les mots du do cumen t est

exprimée en fonction de la distribution des blobs. P our cela, la probabilité p(l jBd; c; d)
est utilisée à la place de p(l jd) . La p(l jBd; c; d) est dé�nie ainsi :

p(l jBd; c; d) /
X

b2B d

p(l jb; c; d): (4.27)

p(l jBd; c; d) est préférée à p(l jBd; d) car cela p ermet de prendre en compte les classes

dans la distribution. p(l jBd; c; d) p ermet de prendre en compte (de manière asymétrique)

la distribution des mots dans les classes en fonction de la distributions des v ecteurs

visuels des blobs de d. Les auteurs de (Barnard et al. , 2003b) esp èren t ainsi capturer

des liens en tre les deux informations. Les v arian tes en tre les mo dèles D-0 , D-1 et D-

2 s'expliquen t en fonction des dép endances des p oids des mélanges : p our le mo dèle

D-0 en fonction de la dép endance à l'ensem ble d'appren tissage, p our le mo dèle D-1 à

l'ensem ble d'appren tissage et aux classes, et p our le mo dèle D-2 sans dép endance.
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Dans (Barnard et al. , 2003b), les mo dèles d'auto-annotation et de rec herc he d'in-

formation que nous allons décrire son t surtout donnés p our les mo dèles indép endan ts,

mais p euv en t être facilemen t estimés p our les mo dèles dép endan ts. C'est p ourquoi nous

donnons seulemen t les form ules de probabilités v alables p our les mo dèles indép endan ts.

Auto-annotation La probabilité qu'un mot puisse être émis par un do cumen t est

calculée comme la probabilité d'émettre w connaissan t l'ensem ble des blobs Bd
de

l'image d :

p(wjBd) / p(w; Bd)
=

P

c2C
p(c)p(wjc)p(Bdjc)

=
P

c2C
p(c)

� P

l2 L
p(wjl; c) � P 1

� Q

b2B d

� P

l2 L
p(bjl; c) � P 2

� n
B dmax
n

B d

(4.28)

où P1 et P2 son t estimées, en fonction du mo dèle, comme p our l'équation 4.26 page 83.

Cep endan t, comme ces mo dèles p euv en t être appliqués à des données extérieures à

la base d'appren tissage, la v ariable d n'est pas utilisée (c'est-à-dire PI � 0 = p(l) , et

PI � 1 = PI � 2 = p(l jc) ). P our les mo dèles I-1 et I-2 , les mots et les régions son t donc

générés par la même classe, mais pas par forcémen t par le même no eud, ils pro viennen t

de no euds au dessus de la même classe.

Un mo dèle simple de prédiction de mot sac han t une région d'image p eut être dériv é

à partir de la co o ccurrence des mots et des régions d'images dans un même no eud :

p(wjb) /
X

c2C

p(c)
X

l2 L

p(l)p(wjl; c)p(bjl; c): (4.29)

Rec herc he d'information P our p ermettre les requêtes de t yp e : texte seul, visuel

seul, ou texte et visuel, la capacité génératrice du mo dèle est utilisée. P our rec herc her

les images corresp ondan t à une requête, la probabilité de c haque image d d'émettre la

requête q (comp osée d'élémen ts textuels et/ou visuels) est estimée par :

p(qjd) =
P

c2C
p(qjc; d)p(cjd)

=
P

c2C

Q

f 2 q

� P

l2 L
p(qjl; c)p(l jc; d)

	
p(cjd): (4.30)

Corpus et exp érimen tations Les exp ériences son t réalisées sur 16000 images de

Corel (le même corpus que notre corpus Corel, mais pas les mêmes ensem bles (v oir

annexe A page 177)) : 8000 images séparées aléatoiremen t en 75% p our l'appren tissage

( tr aining set ), 25% p our le test ( held out set ), et 8000 autres images extraites de CD

di�éren ts de Corel ( novel set ). Ce dernier ensem ble p ermet d'estimer dans une certaine

mesure la capacité des mo dèles à tra v ailler sur de nouv elles images. Le v o cabulaire est

de 155 mots. Les traits visuels comp orten t des traits classiques de couleurs, textures

et formes. Les v ecteurs représen tan ts les blobs son t discrétisés en 500 catégories. Les

mo dèles à structure unaire ( line ar ) p ossèden t une classe et 500 no euds. Les mo dèles à
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ensem ble ensem ble ensem ble

Exp ériences d'appren tissage de test no v el

linear-I-0-do c-v ert 0.301 0.174 0.081

linear-D-0-do c-v ert 0.321 0.167 0.076

binary-I-2-region-cluster 0.324 0.179 0.076

binary-D-2-region-cluster 0.360 0.179 0.072

T ab. 4.3 � Di�érence � NS des scores NS de l'auto-annotation d'images de Corel p our

di�éren tes exp ériences décrites dans (Barnard et al., 2003b) ( NS (emp)
moy ' 0:425)

structure binaire ( binary ) p ossèden t 9 niv eaux, soien t 511 no euds. Les meilleurs scores

obten us a v ec ces mo dèles son t p our un nom bre d'itérations de l'algorithme EM de 10.

La distribution a priori des classes p(c) p eut être estimée directemen t (exp érience

r e gion-only ) ou bien être remplacée par p(cjBd) la distribution de la classe connaissan t

les distribution des blobs (exp érience r e gion-cluster ) a�n de prendre an compte égale-

men t l'information app ortée par les autres blobs. De même, p our les p oids des com-

p osan ts v erticaux (les niv eaux), p(l jd) p eut-être être estimée en ne prenan t en compte

que l'information visuelle p(l jBd) (exp érience do c-vert ) ou un mélange des distributions

textuelles et visuelles des clusters (exp érience ave-vert ).

Dans (Barnard et al. , 2003b), les résultats de très nom breuses exp ériences son t

prop osées. P armi tous les mo dèles décrits, certains p ermetten t de mieux annoter une

image, d'autres un blob (mo dèle de corresp ondance). Il est di�cile de dire quel est

le meilleur mo dèle en général. Les mo dèles à structure unaire ou binaire donnen t des

résultats similaires. Les exp ériences do c-vert , ave-vert et r e gion-only donnen t en général

des résultats légèremen t inférieurs à l'exp érience r e gion-cluster . Les exp ériences D-0 et I-

0 donne en général des résultats inférieurs aux exp ériences D-2 et I-2 . Les exp ériences D-

2 et I-2 donnen t des résultats similaires sur l'ensem ble de test ( held out ). Cep endan t, sur

l'ensem ble novel , I-2 donne des résultats très légèremen t meilleurs. L'exp érience binary-

D-2-r e gion-cluster donne les meilleurs résultats p our la tâc he d'auto-annotation mesurée

a v ec la mesure PR (un gain de +57% sur le mo dèle empirique PR(emp)
moy = 0 :19) et aussi

a v ec la mesure NSmoy (un gain de +42% sur le mo dèle empirique NSemp = 0 :425)

(v oir tableau 4.3).

De nom breux autres mo dèles son t décrits dans (Barnard et al. , 2003b) que nous ne

p ouv ons décrire faute de place. Nous v errons cep endan t le mo dèle MoM- Ld a dans la

partie 4.4.4 page 90.

4.4 Mo dèles fondés sur la distribution de Diric hlet

La distribution de Diric hlet (v oir annexe B.1 page 184) estime le v ecteur de proba-

bilités � d = ( p1; p2; � � � ; pr ) où pj est la probabilité que le concept (app elé aussi classe

cac hée ou laten te) zj soit dans le do cumen t d, en fonction du nom bre d'o ccurrences � j

de c haque concept dans le do cumen t.
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Fig. 4.3 � Le mo dèle graphique de Ld a (Blei et al., 2003).

Le mo dèle L atent Dirichlet A l lo c ation ( Ld a )

2

prop osé dans (Blei et al. , 2003) utilise

la distribution de Diric hlet a�n de mo déliser les grand corpus de texte ou de données

discrètes. Son ob jectif est de trouv er des descripteurs de p etite dimension qui p ermetten t

la classi�cation, l'indexation et la rec herc he de do cumen ts, tout en gardan t les relations

imp ortan tes en tre les do cumen ts. Le nom bre de dimensions des descripteurs corresp ond

au nom bre de concepts cac hés.

Après une rapide présen tation du mo dèle Ld a , nous décriv ons les mo dèles GM-Ld a ,

MoM-Ld a et Corr-Ld a qui utilisen t le mo dèle Ld a comme une sous-structure p er-

mettan t le mélange des informations textuelles et visuelles. Nous rapp elons au lecteur

que l'annexe B.2 page 185 prop ose une in tro duction aux mo dèles graphiques probabi-

listes.

4.4.1 Le mo dèle Ld a

Le mo dèle Ld a est un mo dèle probabiliste génératif d'un corpus de données discrètes,

comme par exemple des corpus de textes. C'est un mo dèle hiérarc hique ba y ésien à

trois niv eaux qui supp ose que les mots et les concepts son t in terc hangeables. Chaque

do cumen t du corpus est mo délisé comme un mélange de concepts.

Princip e Les do cumen ts son t représen tés par un mélange de concepts laten ts, c haque

concept étan t caractérisé par une distribution de mots.

P our c haque do cumen t d, le mo dèle Ld a a le pro cessus génératif suiv an t :

1. Le nom bre de mots dans le do cumen t nW d est supp osé distribué selon une loi de

P oisson P(nW d j� ) � Poisson(� )

2. Choisir les prop ortions des concepts � d
dans le do cumen t d selon P(� j� ) � Dir (� )

3. P our j 2 f 1; 2; � � � ; nW d g :

(a) Choisir un concept zj parmi f 1; 2; � � � ; r g selon P(Z dj� d) � Mult (� d)

(b) On supp ose que wj est c hoisi dans W d
selon P(W djzj ; � 1:r ) � Mult (� zj )

2

Il ne faut pas confondre le mo dèle LD A (Laten t Diric hlet Allo cation) que nous notons Ld a est

la LD A (l'Analyse Linéaire Discriminan te) basée sur le critère de Fisher que nous a v ons vu dans la

partie 3.2.4.
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La �gure 4.3 page 87 donne le mo dèle graphique du mo dèle Ld a . Le nom bre r de

concepts est supp osé conn u et �xé a priori (et donc le nom bre de v aleurs que p eut

prendre Z d
). On remarque que la structure à trois niv eaux p ermet d'asso cier plusieurs

concepts à un do cumen t. Les mots son t générés par les concepts. Les probabilités des

mots son t paramétrées par une matrice � 1:r de dimensions r � nW où � k;j = P(w =
j jz = k) est la quan tité �xe à estimer. Les paramètres � et � 1:r son t appris une seule

fois lors du pro cessus génératif du corpus. Les v aleurs � d
son t apprises une seule fois

p our c haque do cumen t. Les v aleurs zj et wj son t apprises une seule fois p our c haque

mot de c haque do cumen t.

Connaissan t les paramètres � et � 1:r , la probabilité join te en tre la prop ortion de

concept � d
, un ensem ble Z de nW concepts et un ensem ble W de nW mots est :

P(� d; z1:nW ; w1:nW j�; � 1:r ) = P(� dj� )
nWY

j =1

P(zj j� d)P(wj jzj ; � 1:r ) (4.31)

où P(zj j� d) est simplemen t la probabilité pzj d'a v oir le concept zj et P(wj jzj ; � 1:r ) est

� zj la v aleur de � p our le concept zj .

La distribution des mots p our un do cumen t d donné, c'est-à-dire l'indexation du

do cumen t, est obten ue par :

P(w1:nW j�; � 1:r ) =
Z

P(� dj� )

 nW dY

j =1

rX

zj =1

P(zj j� )P(wj jzj ; � 1:r )

!

d� d: (4.32)

Le mo dèle Ld a p eut être vu comme une tec hnique de réduction de dimensions dans

l'esprit de la LSA, mais le mo dèle Ld a réduit l'espace à r concepts qui on t un sens

par rapp ort a v ec les données sur lesquelles elle tra v aille. Il n'est pas p ossible de faire de

l'inférence exacte a v ec le mo dèle Ld a , mais de nom breux algorithmes d'inférence par

appro ximation p euv en t être utilisés. Un des a v an tages du mo dèle Ld a est sa mo dularité

et son extensibilité (con trairemen t à LSA), comme nous allons le v oir p our trois mo dèles

appliqués à des do cumen ts visuo-textuels.

4.4.2 Mo dèle �Gaussian-Multinomial Mixture� (GM-Mixture)

Le mo dèle GM-Mixture (Blei, 2004; Barnard et al. , 2003b) est un mo dèle simple

de mélange. Il n'utilise pas le mo dèle Ld a , mais nous le décriv ons p our comprendre les

mo dèles suiv an ts qui utilisen t le mo dèle Ld a . Dans le mo dèle GM-Mixture , une seule

v ariable aléatoire Z , et donc une seule comp osan te z , est utilisée p our représen ter les

liens en tre une image et sa légende. Il y a donc une corresp ondance totale (asso ciativité)

en tre les blobs et la légende d'une image. Les données son t supp osées être générer par

r comp osan tes.

Pro cessus générateur Le mo dèle GM-Mixture à r dimensions construit une an-

notation visuo-textuelle p our une image d par le pro cessus génératif suiv an t :

1. Choisir une v aleur z parmi f 1; 2; � � � ; r g selon P(Z j� ) � Mult (� )
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2. P our c haque blob b de l'image :

(a) On supp ose que les traits visuels de b son t c hoisis selon P(B djz; � 1:r ; � 1:r ) �
N (� z; � z)

3. P our c haque mot w de l'image :

(a) On supp ose que w est c hoisi selon P(W djz; � 1:r ) � Mult (� z)

La �gure 4.4(a) page 91 mon tre le mo dèle graphique de ce pro cessus.

Mo dèle générateur d'une image La distribution join te en tre les v ariables laten tes

et les v ariables observ ées est :

P(z;Bd; W dj�; � 1:r ; � 1:r ; � 1:r ) = P(zj� )
Q

b2B d

P(bjz; � 1:r ; � 1:r )
Q

w2W d

P(wjz; � 1:r ):

(4.33)

Les paramètres du mo dèle �; � 1:r ; � 1:r ; � 1:r p euv en t être estimés à l'aide de l'algo-

rithme EM, ou bien par une pro cédure d'inférence. On obtien t alors un ensem ble de

distributions gaussiennes de traits visuels et de distributions m ultinomiales des mots

qui décriv en t r classes visuo-textuelles. Comme c haque annotation visuo-textuelle est

supp osée générée par la même classe, une image qui a une forte probabilité d'a v oir

une certaine distribution gaussienne aura une forte probabilité d'a v oir la distribution

m ultinomiale corresp ondan te.

Probabilité join te La probabilité join te en tre les blobs et les mots d'une image est

obten ue en marginalisan t sur la v ariable laten te :

P(Bd; W dj�; � 1:r ; � 1:r ; � 1:r ) =
rX

z=1

P(z;Bd; W dj�; � 1:r ; � 1:r ; � 1:r ): (4.34)

Auto-annotation La distribution conditionnelle des mots connaissan t les blobs de

l'image est obten ue en marginalisan t sur la v ariable laten te et en conditionnan t sur les

blobs de l'image :

P(wjBd; �; � 1:r ; � 1:r ; � 1:r ) =
rX

z=1

P(zjBd; �; � 1:r ; � 1:r ; � 1:r )P(wjz; � 1:r ) (4.35)

où la probabilité a p osteriori de z est obten u par la règle de Ba y es :

P(zjBd; �; � 1:r ; � 1:r ; � 1:r ) / P(zj� )P(Bdjz; � 1:r ; � 1:r ): (4.36)

Du fait de la structure du mo dèle GM-Mixture , les mots et les régions son t générés

par le mo dèle de manière indép endan te conditionnellemen t à z , il n'est donc pas p ossible

d'asso cier une distribution de mots à une région sp éci�que de l'image.

4.4.3 Mo dèle �Gaussian-Multinomial Ld a � (GM- Ld a )

Le mo dèle GM-Ld a étend le mo dèle GM-Mixture .
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Pro cessus générateur Un mo dèle GM-Ld a à r comp osan tes construit une annota-

tion visuo-textuelle par le pro cessus génératif suiv an t :

1. Choisir les prop ortions � d
selon P(� j� ) � Dir (� )

2. P our p 2 f 1; 2; � � � ; nBd g :

(a) Choisir une comp osan te zp parmi f 1; 2; � � � ; r g selon P(Z dj� d) � Mult (� d)

(b) Choisir le v ecteur visuel bp selon P(B djzp; � 1:r ; � 1:r ) � N (� zp ; � zp )

3. P our j 2 f 1; 2; � � � ; nW d g :

(a) Choisir une comp osan te yj parmi f 1; 2; � � � ; r g selon P(Y dj� d) � Mult (� d)

(b) Choisir un mot wj selon P(W djyj ; � 1:r ) � Mult (� yj )

La �gure 4.4(b) page 91 mon tre le mo dèle graphique de ce pro cessus.

Mo dèle générateur d'une image Connaissan t les paramètres � , � 1:r , � 1:r et � 1:r ; la

probabilité join te en tre les prop ortions � d
de concepts, l'ensem ble Z d

des nBd concepts

asso ciés aux blobs, l'ensem ble Bd
des nBd concepts asso ciés aux blobs, l'ensem ble Yd

des nW d concepts asso ciés aux mots et l'ensem ble W d
de nW d mots p our une image d

donnée est :

P(Bd; W d; � d; Z d; Ydj�; � 1:r � 1:r ; � 1:r ) =

P(� dj� )
� nB dQ

p=1
P(zpj� d)P(bpjzp; � 1:r ; � 1:r )

�� nW dQ

j =1
P(yj j� d)P(wj jyj ; � 1:r )

�
.

(4.37)

L'inférence a p osteriori est di�cile, elle est donc e�ectuée de manière appro ximativ e.

Du fait de la structure du mo dèle, les comp osan tes z1:nB d et y1:nW d qui génèren t res-

p ectiv emen t les blobs et les mots ne son t pas dép endan tes conditionnellemen t à � d
.

4.4.4 Mo dèle �Mixture of Multi-Mo dal Ld a � (MoM- Ld a )

Le mo dèle MoM-Ld a (Barnard et al. , 2003b) se di�érencie des mo dèles Ld a pré-

sen tés précédemmen t par l'a jout d'un mélange d'élémen ts m ultimo daux G à nG com-

p osan tes, ainsi que de conditions sur les distributions des blobs et des mots des images.

Pro cessus générateur Ce mo dèle supp ose que les images et leurs légendes son t

générées par le pro cessus génératif suiv an t :

1. Choisir une comp osan te g du mélange parmi f 1; 2; � � � ; nGg selon P(Gj� ) �
Mult (� )

2. Connaissan t la comp osan te g considérée, c hoisir les prop ortions � d
selon

P(� jg; � g) � Dir (� g)

3. P our p 2 f 1; 2; � � � ; nBd g :

(a) Choisir une comp osan te zp parmi f 1; 2; � � � ; r g selon P(Z dj� d) � Mult (� d)

(b) Choisir le v ecteur visuel bp selon P(B djg; zp; � 1:r ; � 1:r ) � N (� zp ; � zp )

4. P our j 2 f 1; 2; � � � ; nW d g :
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(c) MoM- Ld a

Fig. 4.4 � Les mo dèles graphiques de GM-Mixture et GM-Ld a (Blei & Jordan, 2003)

et de MoM-Ld a (Barnard et al., 2003b).
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(a) Choisir une comp osan te yj parmi f 1; 2; � � � ; r g selon P(Y dj� d) � Mult (� d)

(b) Choisir le mot wj selon P(W djg; yj ; � 1:r ) � Mult (� yj )
La �gure 4.4(c) page 91 mon tre le mo dèle graphique de ce pro cessus.

Les paramètres de ce mo dèle son t : le v ecteur � 1:nG , les matrices � : nG � r , � :
nG � r � nW , � : nG � r � nV et � : nG � r � nV .

Auto-annotation A partir d'une image et d'un mo dèle MoM-Ld a , nous p ouv ons

calculer une appro ximation des paramètres du mélange a p osteriori notée � et, p our

c haque comp osan t du mélange, une appro ximation des paramètres � g de la distribution

de Diric hlet, notée 
 g . La distribution des mots connaissan t les blobs d'une image est :

P(wjBd) =
nGP

g=1
P(gj� )

rP

y=1
P(wjy)

R
P(yj� d)P(� dj
 g)d� d

=
nGP

g=1
P(gj� )

rP

y=1
P(wjy) 
 gyP r

y =1 
 gy
:

(4.38)

P our c haque image, il faut donc recalculer les paramètres � et 
 .

Le mo dèle MoM-Ld a est similaire au mo dèle I-0 présen té partie 4.3 page 83 en

ce qu'il dériv e sa capacité à prédire des mots du niv eau le plus haut du mo dèle. Le

mo dèle MoM-Ld a a l'a v an tage de p ermettre de traiter plusieurs concepts, ce qui n'est

pas forcémen t le cas des mo dèles hiérarc hiques MoM-HAM . P ar exemple, le mo dèle

I-2 essa y e de trouv é un seul concept p our le do cumen t en tier, et utilise ce concept p our

prédire les mots, tandis que le mo dèle MoM-Ld a p eut regroup er plusieurs concepts

grâce au conditionnemen t de Y d
par la distribution de Diric hlet (v oir �gure 4.4(c)).

4.4.5 Mo dèle �Corresp ondance Ld a � (Corr- Ld a )

T ous les mo dèles Ld a présen tés précédemmen t considéraien t que les blobs et les

mots son t in terc hangeables, et p euv en t donc être générés dans n'imp orte quel ordre. Le

mo dèle Corr-Ld a présen té dans (Blei & Jordan, 2003) prop ose une in terc hangeabilité

partiel. Les blobs son t générés d'ab ord, et les mots ensuite. Ce mo dèle p eut donc prédire

les mots des images sans réordonner les comp osan ts m ultinomiaux de plus hauts niv eaux.

Il com bine la �exibilité de GM-Ld a et l'asso ciativité de GM-Mixture .

Pro cessus générateur Le pro cessus générateur est :

1. Choisir les prop ortions � d
selon P(� j� ) � Dir (� )

2. P our p 2 f 1; 2; � � � ; nBd g :

(a) Choisir une comp osan te zp parmi f 1; 2; � � � ; r g selon P(Z dj� d) � Mult (� d)

(b) Choisir le v ecteur visuel bp selon P(B djzp; � 1:r ; � 1:r ) � N (� zp ; � zp )
3. P our j 2 f 1; 2; � � � ; nW d g :

(a) Choisir une v aleur d'index yj parmi f 1; 2; � � � ; r g selon une distribution uni-

forme P(Y djnBd ) � Unif (f 1; 2; � � � ; nBd g)

(b) Choisir le mot wj selon P(W djyj ; � 1:r ) � Mult (� yj )
La �gure 4.5 page 93 donne une représen tation graphique du mo dèle Corr-Ld a .
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Fig. 4.5 � Le mo dèle graphique de Corr-Ld a (Blei & Jordan, 2003)

Mo dèle générateur d'une image Connaissan t les paramètres � , � 1:r , � 1:r et � 1:r ;
la probabilité join te en tre les prop ortions � d

de concepts, l'ensem ble Z d
des nBd blobs,

l'ensem ble Bd
des nBd concepts asso ciés aux blobs, l'ensem ble Yd

des nW d concepts

asso ciés aux mots et l'ensem ble W d
des nW d mots p our une image d donnée est :

P(Bd; W d; � d; Z d; Ydj�; � 1:r ; � 1:r ; � 1:r ) =

P(� dj� )
� nB dQ

p=1
P(zpj� d)P(bpjzp; � 1:r ; � 1:r )

�� nW dQ

j =1
P(yj jnBd )P(wj jyj ; Z d; � 1:r )

�
(4.39)

Rec herc he d'images par mots-clés Soit q = f wq
1; wq

2; � � � ; wq
nq g une requête de

mots-clés. La probabilité d'a v oir la requête connaissan t le blob bp est :

P(qjbp) =
nqY

j =1

P(wq
j jbp): (4.40)

La corresp ondance en tre les blobs et les mots n'est pas bijectiv e : plusieurs mots p euv en t

être asso ciés a v ec un même blob et un blob p eut ne pas être annoté.

Inférence L'inférence n'est pas p ossible, mais on p eut trouv er par appro ximation les

paramètres 
; � 1:nB d ; � 1:nW d tels que :

P(� d; Z d; Ydj
; � 1:nB d ; � 1:nW d ) = P(� dj
 )
� nB dY

p=1

P(zpj� p)
�� nW dY

j =1

P(yj j� j )
�

: (4.41)

Discussion sur les mo dèles utilisan t la distribution de Diric hlet Les mo dèles

décrits ci-a v an t nécessiten t l'estimation des paramètres à l'aide de l'algorithme EM
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(Dempster et al. , 1977), et p euv en t sou�rir de problèmes de sur-appren tissage. P our

remédier à ce problème, un lissage est utilisé dans (Blei & Jordan, 2003).

D'après les exp ériences menées dans (Blei & Jordan, 2003), le mo dèle Corr-Ld a

donne de meilleurs résultats que les mo dèles GM-Mixture et GM-Ld a selon la mesure

p erplexity (v oir form ule 4.4 page 71). Il n'existe malheureusemen t pas dans la littérature

de comparaisons en tre le mo dèle MoM-Ld a et les mo dèles GM-Ld a et Corr-Ld a .

Cep endan t, l'a v an tage des mo dèles probabilistes est qu'ils p ermetten t de visualiser et

d'in terpréter les dép endances en tre les élémen ts. Nous p ouv ons donc comparer ces mo-

dèles en comparan t les dép endances en tre leurs élémen ts. P our cela, nous utilisons leurs

mo dèles graphiques présen tés dans les �gures 4.4 et 4.5. Nous notons que les trois mo-

dèles son t constitués de deux v ariables observ ées (le nom bre de blobs Bd
et le nom bre de

mots W d
de c haque do cumen t), ainsi que d'un certain nom bre de v ariables laten tes (3

p our les mo dèles GM-Ld a et Corr-Ld a , et 4 p our le mo dèle MoM-Ld a ). Du fait que

le mo dèle MoM-Ld a disp ose d'une structure hiérarc hique comp ortan t plus de niv eaux,

il est donc plus �exible que les autres mo dèles. Cep endan t, il disp ose égalemen t de plus

de dép endances (7 dép endances, con tre 4 p our GM-Ld a et 5 p our Corr-Ld a ), il est

donc plus complexe à mettre en o euvre que les autres mo dèles. Con trairemen t au mo dèle

GM-Ld a , les mo dèles MoM-Ld a et Corr-Ld a prop osen t une dép endance directe des

v ariables Bd
et W d

à la même v ariable ( Z d
p our Corr-Ld a et G p our MoM-Ld a ).

Cep endan t, le mo dèle MoM-Ld a prop ose une in terc hangeabilité en tre les blobs et les

mots. Or la comparaison des scores de GM-Ld a et de Corr-Ld a mon tre que l'in ter-

c hangeabilité totale n'est pas forcémen t une b onne option p our l'auto-annotation. Le

mo dèle Corr-Ld a qui est plus simple et qui p ossède une in terc hangeabilité partielle

en tre les blobs et les mots sem ble donc être préférable au mo dèle MoM-Ld a , mais la

plus grande �exibilité et les mélanges adaptés des comp osan tes son t des atouts non-

négligeables du mo dèle MoM-Ld a . Bien en tendu, seule la comparaison de résultats

exp érimen taux p ermettrait réellemen t de conclure.

4.5 Comparaison des mo dèles de l'état de l'art

L'annotation automatique d'images est un domaine très récen t. Il sem ble en e�et

que les premiers tra v aux daten t de 1999. Mais ce n'est qu'à partir de 2002 que l'on p eut

observ er un accroissemen t du nom bre de publications dans ce domaine. (Datta et al. ,

2005; Hare et al. , 2006) prop osen t des états de l'art récen ts des tec hniques d'auto-

annotation. Dans le tableau 4.4, nous listons les principaux articles de l'état de l'art sur

l'auto-annotation d'images. P our c haque article, nous précisons le t yp e de tec hniques

utilisées. De plus, p our les mo dèles exp érimen tés sur l'ensem ble Corel fournit par les

auteurs de (Duygulu et al. , 2002), nous a v ons a jouté dans ce tableau les v aleurs de

précision mo y enne (colonne mP), de rapp el mo y en (colonne mR), ainsi que le nom bre

de mots qui on t un rapp el et une précision sup érieure à zéro (colonne nW6= ; ). Ces

mesures on t été décrites dans la partie 4.1.3 page 71. Ces v aleurs on t été collectées

dans (Carneiro & V asconcelos, 2005; Gao et al. , 2006; Y a vlinsky et al. , 2005; Jin et al. ,

2004). Les v aleurs mo y ennes de rapp el et de précision c hoisies p our (Y a vlinsky et al. ,
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2005) son t celles de l'exp érience T amuraCIE- 3 � 3. P our (La vrenk o et al. , 2003), elles

corresp onden t au mo dèle CRM ( Continuous R elevanc e Mo del ). P our (Jin et al. , 2004),

elles corresp onden t au mo dèle CLM ( Coher ent L angage Mo del ) qui a le plus fort rapp el.

Les résultats obten us dans (Y a vlinsky et al. , 2005) ne p euv en t être comparés a v ec les

autres systèmes sans préciser que les descripteurs visuels utilisés ne son t pas ceux utilisés

par les autres systèmes. En e�et, la plupart des autres systèmes essa y en t de trouv er

la meilleure métho de p our faire de l'auto-annotation à partir des mêmes descripteurs

visuels lo caux. P ar con tre, dans (Y a vlinsky et al. , 2005), les descripteurs visuels utilisés

son t globaux. Ils mon tren t que, à l'aide de descripteurs globaux de couleurs et de simples

estimations de densités, on p eut obtenir les mêmes scores que les mo dèles de l'état de

l'art sur Corel.

Les résultats de rapp el/précision mo y en présen tés dans le tableau 4.4 p ermetten t de

comparer les mo dèles d'auto-annotation. Nous v o y ons que les mo dèles son t de plus en

plus e�caces. Les mo dèles présen tés dans (Carneiro & V asconcelos, 2005; Gao et al. ,

2006) donnen t actuellemen t les meilleurs résultats.

Si nous comparons les tec hniques utilisées p our construire les mo dèles que nous

a v ons décrit dans ce c hapitre ainsi que ceux qui son t brièv emen t décrits dans le tableau,

nous v o y ons que la com binaison des informations textuelles et visuelles p eut s'e�ectuer

de di�éren tes manières : par fusion préco ce (par exemple, dans (Mona y & Gatica-P erez,

2004), les deux mo dalités son t regroup ées dans le même espace), de manière indép en-

dan te l'une de l'autre (par exemple, les mo dèles I-0 , I-1 , I-2 , GM-Ld a , MoM-Ld a ...) ou

bien de manière dép endan te (mo dèles D-0 , D-1 , D-2 , Corr-Ld a ...). Nous v o y ons éga-

lemen t qu'il existe des mo dèles hiérarc hiques ( MoM-HAM , MoM-Ld a , Mix-Hier ...)

qui ten ten t de capturer l'information sur plusieurs niv eaux et d'autres non-hiérarc hiques

( LSA , PLSA ), des mo dèles qui utilisen t des tec hniques non-sup ervisées (Duygulu et al. ,

2002; Barnard et al. , 2003b; Blei & Jordan, 2003; La vrenk o et al. , 2003; Li & W ang,

2003; F eng et al. , 2004) et d'autres sup ervisées (Carneiro & V asconcelos, 2005; Li et al. ,

2003). Certains utilisen t des blobs (Barnard et al. , 2003b; F an et al. , 2004), d'autres

préfèren t des régions rectangulaires (Jeon & Manmatha, 2004; Mona y & Gatica-P erez,

2003; F eng et al. , 2004), ou bien encore utiliser l'image en tière (Y a vlinsky et al. , 2005).

Comparer des mo dèles aussi di�éren ts qui n'utilisen t pas les mêmes données d'ap-

pren tissage et qui ne son t pas toujours construits a v ec le même ob jectif est di�cile.

Nous a v ons comparé dans le tableau 4.4 des mo dèles exp érimen tés sur les données four-

nies par les auteurs de (Duygulu et al. , 2002) et qui utilisen t les mesures de rapp el

et de précision mo y ennes. Nous comparerons dans la partie 5.4 page 120, les mo dèles

utilisan t le score NS et les données utilisées dans (Barnard et al. , 2003b) a v ec le mo dèle

d'auto-annotation que nous prop osons dans cette thèse et qui sera décrit au c hapitre

suiv an t.
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Références Princip es mP mR nW6= ;

(Mori et al. , 1999)

mo dèle de co o ccurrences des mots et des

descripteurs visuels

0.03 0.02 19

(Duygulu et al. ,

2002)

mo dèle de traduction d'un ensem ble de

blobs à un ensem ble de mots

0.06 0.04 49

(Barnard et al. ,

2003b)

métho de statistique hiérarc hique

(Blei & Jordan,

2003)

mélange de v ariables laten tes par Ld a

( GM-Ld a , Corr-Ld a )

(Chang et al. ,

2003)

classi�eurs binaires, comparaisons des

métho des SVM et b ayes p oint machines

(Li & W ang, 2003) mo dèles de Mark o v cac hés (2D MHMMs)

(Li et al. , 2003)

hiérarc hie de classi�eurs, degré de con�ance,

a justemen t dynamique, SVM

(Jeon et al. , 2003)

mo dèle probabiliste trans-linguistique

( cr oss-me dia r elevanc e mo del (CMRM) )

(La vrenk o et al. ,

2003)

construction de fonctions de probabilité p our

estimer les descripteurs des blobs ( CRM )

0.16 0.19 107

(Mona y &

Gatica-P erez, 2003)

LSA

(Mona y &

Gatica-P erez, 2004)

PLSA

(F an et al. , 2004)

annotation de scènes à partir des mots

prédits, SVM

(Jeon &

Manmatha, 2004)

mo dèle de traduction de langue basée sur

l'en tropie maximale

0.09 0.12 NA

(Jin et al. , 2004)

mo dèle de langage cohéren t ( CLM ),

corrélation en tre les mots, détermination

automatique du nom bre de mots prédits

0.18 0.21 79

(Metzler &

Manmatha, 2004)

réseau d'inférence p our relier les régions à

leur annotation

0.17 0.24 112

(F eng et al. , 2004)

distribution m ultiple de Bernoulli p our

mo déliser les relations en tre des régions

rectangulaires et les mots ( MBRM )

0.24 0.25 122

(Viitaniemi &

Laaksonen, 2005)

cartes auto-organisatrices ( PicSOM )

(Carneiro &

V asconcelos, 2005)

appren tissage sup ervisée, estimation de

densité ( Mix-Hier )

0.23 0.29 137

(Y a vlinsky et al. ,

2005)

descripteurs visuels globaux, estimation

non-paramétrique de densités, no y au EMD

0.18 0.21 114

(Gao et al. , 2006)

LSA, n-grams, appren tissage m ulticlasses

maximal �gur e-of-merit ( MC MF oM )

0.25 0.27 133

T ab. 4.4 � Comparaisons de quelques mo dèles de l'état de l'art de l'annotation auto-

matique d'images
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A v an t de détailler nos prop ositions, rapp elons la problématique générale que nous

a v ons donnée dans l'in tro duction :

trouv er des métho des e�caces de fusion d'informations textuelles et visuelles

à partir d'un corpus d'images généralistes mal annotées et p our lesquelles

les descripteurs visuels son t �xés d'a v ances.

P our résoudre cette problématique plusieurs t yp es de fusions

3

à di�éren ts niv eaux

p euv en t être réalisées.

Dans le c hapitre 5, la fusion de ces informations est e�ectuée par la construction

d'une table de distributions join tes en tre les informations textuelles et visuelles. Le

mo dèle que nous prop osons est construit p our la tâc he d'auto-annotation d'images.

Nous comparons nos résultats a v ec les résultats de certains des mo dèles de l'état de

l'art présen tés dans le c hapitre 4.

L'auto-annotation est une tâc he qui nous sem ble bien adaptée p our mesurer la ca-

pacité d'un système à com biner les informations textuelles et visuelles. Cep endan t, son

utilisation dans un système de rec herc he d'images ne concerne que le cas où les images

ne son t asso ciées à aucun texte. C'est p ourquoi nous souhaitons construire une métho de

plus générale p our découvrir les liens p ermettan t le passage du texte au visuel et du

visuel au texte.

Comme nous l'a v ons vu dans la section 3.1.2, l'appren tissage non-sup ervisé est une

tec hnique qui est utilisée p our découvrir des relations inconn ues. Nous prop osons donc,

dans le c hapitre 6, d'utiliser une métho de classique d'appren tissage non-sup ervisé qui

soit capable de gérer des données d'appren tissage mal étiquetées p our découvrir les liens

cac hés en tre les informations textuelles et visuelles. Cette métho de p ermet de découvrir

les zones de l'espace visuel qui représen ten t le mieux c haque mot. Les liens en tre les

zones visuelles et les mots p ermetten t le passage de l'une des mo dalités à l'autre.

Dans la problématique, nous a v ons supp osé que les descripteurs visuels étaien t �xés

a priori . Cep endan t, p our améliorer les résultats du système d'appren tissage, une mé-

tho de e�cace est de faire un pré-traitemen t des données. Ce pré-traitemen t p eut être

e�ectué en utilisan t les informations textuelles a�n de c hoisir les informations visuelles

p ertinen tes.

Dans le c hapitre 7, nous prop osons d'utiliser des tec hniques classiques de sélection

de la dimension présen tées dans la section 3.2 a�n d'améliorer les liens en tre les mots et

les zones visuelles. Ces tec hniques doiv en t normalemen t être utilisées sur des données

bien étiquetées, nous mon trons cep endan t, théoriquemen t, que sous certaines conditions

nous p ouv ons utiliser l'une de ces tec hniques dans le cadres d'images mal-annotées. De

plus, nous mon trons exp érimen talemen t que la sélection des dimensions visuelles à partir

de l'information textuelle p ermet d'améliorer les scores de classi�cation sur une base

d'images mal-annotées.

En résumé, ces trois prop ositions on t p our but de mon trer que l'utilisation à di�é-

ren ts niv eaux de com binaisons des informations textuelles et visuelles p ermet d'amélio-

rer de façon sensible les systèmes d'indexation et de rec herc he d'images.

3

Le sens du mot �fusion� dans cette thèse s'en tend au sens large du terme.



Chapitre 5

DIMA TEX : un système rapide

d'annotation automatique d'images

Comme nous l'a v ons vu dans le c hapitre 4, il existe un grand nom bre de systèmes

d'auto-annotation d'images. Cep endan t, la plupart de ces systèmes c herc hen t à optimi-

ser les scores, sans c herc her à sto c k er e�cacemen t les données ni à se préo ccup er du

temps nécessaire p our annoter une image a v ec leur mo dèle. Or lorsque l'on souhaite

construire un système qui doit gérer une grande masse de données, il est imp ortan t

d'utiliser des tec hniques capables de le faire e�cacemen t.

Nous prop osons dans ce c hapitre un mo dèle d'annotation automatique d'images qui

utilise la tec hnique des V A-Files (W eb er et al. , 1998) (décrite dans la partie 2.2.4.2)

couplée à un mo dèle probabiliste a�n de sto c k er l'information visuelle et de p ermettre

une annotation rapide des images. A l'aide de ce mo dèle, nous réalisons des exp ériences

d'annotation automatique sur le corpus Corel et sur di�éren ts espaces visuels. Ensuite,

nous comparons les résultats obten us a v ec les scores des mo dèles de l'état de l'art, et

nous discutons de la complexité de notre mo dèle. En�n, nous concluons et mon trons

commen t nous p ourrions utiliser notre système d'auto-annotation sur de grands corpus

d'images tel que le w eb.

5.1 Construction de clusters par appro ximation de v ec-

teurs visuels

5.1.1 Construction des clusters

La tec hnique des V A-Files (W eb er et al. , 1998) (décrite dans la partie 2.2.4.2) est

une tec hnique de partitionnemen t de l'espace. Elle supp ose que c haque dimension u
prend ses v aleurs dans un ensem ble b orné de v aleurs [� u

1 ; � u
2 ]. Cet ensem ble est séparé

par un ensem ble � u = f � u
1 ; � u

2 ; � � � ; � u
nu � 1g de b ornes où c haque � u

i est une v aleur de

séparation, a�n d'obtenir nu segmen ts : [� u
1 ; � u

1 ], [� u
1 ; � u

2 ], � � � , [� u
nu � 1; � u

2 ] p our c haque

dimension u .

Cette tec hnique a l'énorme a v an tage de p ermettre une indexation très rapide des

99
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v ecteurs visuels : l'a�ectation d'un v ecteur à un cluster est quasi-immédiate. C'est

p ourquoi nous prop osons de construire des clusters visuels selon la tec hnique des V A-

Files a�n de former une partition de l'espace visuel.

Le nom bre nC de clusters obten us dép end du nom bre de dimensions visuelles nV

ainsi que du nom bre nu de segmen ts p our c haque dimension :

nC =
nVY

u=1

nu (5.1)

Cette tec hnique p ossède donc un incon v énien t ma jeur : le nom bre de clusters obten us

croit de manière exp onen tielle en fonction du nom bre de dimensions de l'espace. P ar

exemple, si l'on sépare en deux c haque dimension, le nom bre de clusters obten us est de la

forme 2nV
. Ce problème est ampli�é lorsque le nom bre de séparations nu � 1 augmen te.

P ar souci de simplicité, nous c hoisissons de traiter seulemen t le cas où c haque dimension

est séparé en deux.

Notons égalemen t que dans le cas des V A-Files , le nom bre d'in terv alles est toujours

une puissance de deux ( nu est donc de la forme 2� u
), ce qui p ermet d'accélérer les

calculs. Cep endan t, dans le cas d'un système d'annotation d'images où nous c herc hons

à améliorer la séman tique plus que la rapidité des calculs, nous p ouv ons relâc her cette

h yp othèse et c hoisir un nom bre d'in terv alles qui ne soit pas une puissance de deux.

5.1.2 Critères de séparation de l'espace

Une question imp ortan te est de sa v oir p our quelle v aleur � u
nous allons séparer

c haque dimension u de manière à obtenir les meilleurs scores d'auto-annotation. Nous

prop osons deux critères.

Un premier critère (noté E1) consiste à séparer c haque dimension en 2 parties égales.

Si l'on supp ose que c haque dimension prend ses v aleurs dans [0; 1], la v aleur de sépara-

tion est 8u � u = 0 :5. Cette v aleur est pro c he de la mo y enne des traits visuels sur tous

les mots, car nos données son t normalisées par estimation de distributions gamma (v oir

annexe A.2 page 179).

Un second critère (noté E2) prop ose d'utiliser une v aleur de séparation adaptée p our

c haque dimension en c hoisissan t la v aleur � u
qui maximise le gain d'information lo cal.

P our cela, nous construisons l'histogramme des v aleurs du trait visuel u à partir des

données d'appren tissage. La fréquence P(K jX ) de la classe ( bin de l'histogramme) K
dans l'ensem ble X des v aleurs est égale au nom bre de v aleurs du bin sur le nom bre total

de v aleurs de X . L'en tropie de X est :

H (X) = �
X

K

P(K jX ) log P(K jX ): (5.2)

L'en tropie de X est faible quand c haque K a soit une forte, soit une faible fréquence.

Ce critère est le même que celui utilisé par Quinlan p our c hoisir la v aleur de séparation

dans les arbres de décision de l'algorithme C4.5 (Quinlan, 1993) (v oir aussi (Moreira,

2000) page 47).
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Si l'on sépare l'ensem ble de données X en deux sous-ensem bles X �
et X +

en fonction

d'une certaine v aleur de séparation � u
, l'en tropie résultan te, app elée split entr opy , est

la somme des en tropies des ensem ble X �
et X +

p ondérées par leurs fréquences :

H split (X; � u) =
nX �

nX
H (X � ) +

nX +

nX
H (X + ): (5.3)

Le p ouv oir discriminan t de � u
p eut être mesuré par la di�érence des v aleurs d'en tropies

a v an t et après la séparation, c'est-à-dire par le gain d'information :

gain(� u) = H (X) � H split (X; � u): (5.4)

Cette quan tité représen te la réduction de la quan tité d'information nécessaire p our

décrire les classes des données. Donc plus cette v aleur est grande, plus � u
est une b onne

v aleur de séparation.

5.1.3 Asso cier un v ecteur à un cluster visuel

Chaque cluster représen te une zone de l'espace visuel. Nous p ouv ons donc construire

une fonction C qui à c haque v ecteur visuel b fait corresp ondre un unique cluster visuel

C(b) :

C : b ! C(b): (5.5)

Cette asso ciation est très rapide à réaliser, car il su�t de faire

P nV
u=1 (nu � 1) com-

paraisons. Ainsi, dans le cas où l'on sépare c haque dimension en deux, le nom bre de

comparaisons est égal au nom bre de dimensions. P ar exemple, si l'on supp ose que l'on

se place dans l'espace à 3 dimensions R-V-B où c haque dimension prend ses v aleurs

dans l'in terv alle [0; 255], alors si 8u 2 f R; V; Bg � u = 127 , le blob b de v ecteur visuel

~b = (230 190 30) sera asso cié au cluster visuel C(b) = 110 .

5.2 Le mo dèle d'auto-annotation de DIMA TEX

Nous v enons de décrire commen t construire des clusters visuels a�n d'obtenir une

partition de l'espace visuel. Nous mon trons main tenan t commen t construire une table

de distributions join tes en tre les clusters visuels et les mots. Puis commen t, à partir de

la table des distributions join tes, nous p ouv ons estimer la distribution des mots p our

un blob et p our une nouv elle image.

5.2.1 Estimation des distributions join tes

A�n de construire la table de distributions join tes, nous utilisons l'ensem ble d'ap-

pren tissage A . Chaque image J de l'ensem ble d'appren tissage est décrite par un en-

sem ble BJ
de blobs et un ensem ble W J

Ref de mots de références (étiquettes) :

J = f b1; b2; � � � ; bnB J ; w1; w2; � � � ; wnW J
Ref

g: (5.6)

Les �gures 5.1(a), 5.1(b) et 5.2 mon tren t des exemples d'images dans des clusters visuels.
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(a) Cluster 1111111111110 (b) Cluster 0111010110000

Fig. 5.1 � Quelques unes des images (a v ec leur légende) de l'ensem ble d'appren tissage

qui on t un blob dans (a) le cluster 1111111111110 (b) le cluster 0111010110000, p our

l'espace visuel FLabT (3 dimensions de forme, 6 dimensions de couleurs (Lab), 4 di-

mensions de texture) et le critère E1. Les images en double indiquen t que deux blobs

de l'image son t dans ce cluster .

D'après la loi des probabilités totales appliquée à la partition de l'ensem ble d'ap-

pren tissage A = f J1; J2; � � � ; JnA g formée de l'ensem ble des images J d'appren tissage,

nous a v ons p our c haque cluster Ck et p our c haque mot w :

P(w; Ck jA ) =
X

J 2A

P(w; Ck jJ; A )P(J jA ): (5.7)

On p eut supp oser que la partition est uniforme, nous p ouv ons donc estimer la fréquence

d'apparition d'une image d'appren tissage dans A par :

P(J jA ) =
1

nA
: (5.8)

L'équation 5.7 devien t :

P(w; Ck jA ) =
1

nA

X

J 2A

P(w; Ck jJ; A ): (5.9)

Puisque les blobs d'une image formen t une partition de cette image, nous obtenons :

P(w; Ck jA ) =
1

nA

X

J 2A

X

b2 J

P(w; Ck jb; J;A )P(bjJ; A ); (5.10)

et �nalemen t :

P(w; Ck jA ) =
1

nA

X

J 2A

X

b2 J

P(wjCk ; b; J;A )P(Ck jb; J;A )P(bjJ; A ): (5.11)
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Fig. 5.2 � Quelques unes des images de l'ensem ble d'appren tissage qui on t un segmen t

dans le cluster 10000110110001 p our l'espace visuel FLabT et l'exp érience E1.

On p eut supp oser que A est pro c he de l'univ ers 
 . La probabilité P(bjJ; A ) d'a v oir

un blob connaissan t son image et l'ensem ble d'appren tissage p eut alors être appro ximée

par P(bjJ ) :

P(bjJ; A ) ' P(bjJ ): (5.12)

Cette dernière p eut être estimée de plusieurs manières :

� par une distribution uniforme :

P(bjJ ) =
1

nBJ
(5.13)

où nBJ est le nom bre de blobs de l'image J . Chaque blob est ainsi supp osé app orter

la même quan tité d'information.

� par une distribution p ondérée selon l'aire du blob :

P(bjJ ) =
aire (b)

P
bp 2 J aire (bp)

: (5.14)

Nous faisons ainsi l'h yp othèse que plus l'aire d'un blob est grand, plus ce blob

con tien t une quan tité d'information imp ortan te.

� par une distribution p ondérée en fonction de la distance � centre (J; b) du cen tre du

blob b au cen tre de l'image J :

P(bjJ ) =
max� � � centre (J; b)

P
bp 2 J (max� � � centre (J; bp))

(5.15)

où max� est la distance maximale d'un pixel au cen tre de l'image. Nous supp osons

ainsi que les blobs pro c hes du cen tre de l'image con tiennen t une information plus

in téressan te que les blobs placés sur la p ériphérie de l'image.

Nous p ourrions aussi prop oser d'autres métho des (mélange de l'aire et de la distance

au cen tre).
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L a b building cloud �o w er � � � sno w nBA

1 1 1 40.9 11.1 28.8 � � � 6.4 6394

1 1 0 62.0 69.8 40.7 � � � 113.5 8817

1 0 0 35.4 7.6 73.3 � � � 10.4 6437

1 0 1 82.5 62.5 33.0 � � � 135.0 8594

0 1 1 44.9 10.8 50.1 � � � 10.1 7042

0 1 0 57.3 37.2 37.9 � � � 31.0 6385

0 0 1 60.2 21.9 157.2 � � � 17.4 11237

0 0 0 113.4 64.0 91.5 � � � 90.6 11735

T ab. 5.1 � Exemple de table relian t les clusters et les mots. Chaque case de la table

con tien t la somme des v aleurs des blobs asso ciés au cluster p ondérée par l'aire du blob

p our un mot donné. La colonne nBA indique le nom bre de blobs d'appren tissage qui

appartiennen t à c haque cluster .

La probabilité P(Ck jb; J;A ) d'a v oir le cluster Ck connaissan t le blob (et donc son

cluster C(b) ), son image et l'ensem ble d'appren tissage, est égale à :

P(Ck jb; J;A ) =
�

1 si Ck = C(b)
0 sinon:

(5.16)

La probabilité P(wjCk ; b; J;A ) d'a v oir un mot connaissan t le cluster Ck (c'est-à-dire

que l'on sait si Ck = C(b) ou non), le blob (et donc l'ensem ble des mots qui l'annote

W b
Ref ), son image et son ensem ble d'appren tissage est égale à :

P(wjCk ; b; J;A ) =
�

1 si w 2 W b
Ref

0 sinon:
(5.17)

Nous remarquons que les termes de l'équation 5.11 s'ann ulen t lorsque le blob d'ap-

pren tissage n'est pas dans le cluster Ck , et quand le mot w n'est pas dans la légende

du blob. Finalemen t, la probabilité P(w; Ck jA ) est donc égale à la somme p ondérée du

nom bre de fois que le mot w apparaît dans la légende des blobs qui son t dans le cluster

Ck .

Le tableau 5.1 mon tre un exemple de table.

5.2.2 Asso cier des mots à un blob

En utilisan t la table des distributions join tes, nous p ouv ons estimer les mots les plus

p ertinen ts p our un blob b appartenan t à une nouv elle image I :

I = f b1; b2; � � � ; bnB I g: (5.18)

don t on connaît les v ecteurs visuels des blobs de l'image, mais pas les mots de la légende.

La probabilité que le mot w soit asso cié au blob b est égale à celle que le mot w soit

asso cié au cluster C(b) :

P(wjb;A ) = P(wjC(b); A ) =
P(w; C(b)jA )

P(C(b)jA )
(5.19)
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où P(w; C(b)jA ) est calculée lors de la phase d'appren tissage par la form ule 5.11 en

prenan t Ck = C(b) , et où P(C(b)jA ) p eut être calculée de deux façons :

� soit par une distribution uniforme des clusters :

P(Ck jA ) =
1

nC
(5.20)

où C= f C1; C2; � � � ; CnCg est l'ensem ble des clusters ,

� soit par une distribution prenan t en compte le nom bre de blobs d'appren tissage

présen ts dans c haque cluster :

P(Ck jA ) =
nf bjb2 Ck g

nf bjb2Ag
(5.21)

où nf bjb2 Ck g est le nom bre de blobs d'appren tissage présen ts dans le cluster Ck et

nf bjb2Ag est le nom bre de blobs d'appren tissage.

5.2.3 Asso cier des mots à une image

Comme les blobs b de l'image I formen t une partition de I , la probabilité que le mot

w soit asso cié à la nouv elle image I est égale à :

P(wjI; A ) =
X

b2 I

P(wjb; I; A )P(bjI; A ): (5.22)

Nous estimons alors P(wjb; I; A ) et P(bjI; A ) par appro ximation :

P(wjb; I; A ) ' P(wjb;A ) (5.23)

où P(wjb;A ) est estimée par la form ule 5.19, et comme dans la form ule 5.12 :

P(bjI; A ) ' P(bjI ) (5.24)

où P(bjI ) est estimée par l'une des form ules 5.13, 5.14 ou 5.15 en remplaçan t J par I .

5.2.4 Réduction du nom bre de clusters

Lorsque le nom bre de dimensions est grand, le nom bre de clusters croit de manière

exp onen tielle. Cela p ose donc des problèmes de sto c k age de la table des distributions

join tes. Une première façon de réduire le nom bre de clusters p ossibles est de réduire le

nom bre de dimensions à l'aide d'une A CP (décrit 3.2.2 page 57). Une deuxième façon est

de ne pas prendre en compte les clusters qui son t asso ciés à aucun blob d'appren tissage.

En e�et, les lignes corresp ondan t à ce t yp e de clusters son t vides, il n'est donc pas

nécessaire de sto c k er ces clusters .

Dé�nition 5.1 ( cluster initialisé) Nous dir ons qu'un cluster est initialisé quand au

moins un blob d'appr entissage est asso cié à c e cluster .
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Le nom bre de clusters initialisés n init
C est toujours plus p etit ou égal au nom bre de

blobs d'appren tissage. Puisque les données p euv en t être sto c k ées, nous p ourrons toujours

sto c k er la table de distributions join tes à condition de sto c k er seulemen t les clusters

initialisés.

Lorsqu'un cluster est asso cié à un trop p etit nom bre de blobs, la distribution de

mots asso cié à ce cluster ne con tien t pas assez de données p our être signi�cativ e. C'est

p ourquoi il p eut être préférable d'éliminer de la liste des clusters initialisés, les clusters

qui son t asso ciés à p eu de blobs.

Il existe au moins trois cas p our lesquels au moins un cluster p eut ne pas être

initialisé :

� le nom bre de clusters est plus grand que le nom bre de blobs d'appren tissage,

� certaines parties de l'espace visuel ne son t pas couv ertes par des données,

� certains clusters qui con tenaien t p eu de données d'appren tissage on t été suppri-

més.

Il p eut donc arriv er qu'un blob de test soit asso cié à un cluster qui ne soit pas

initialisé. Dans ce cas là, p our c haque mot, la probabilité d'a v oir le mot connaissan t le

blob est n ulle : 8w P(wjb;A ) = 0 . P our p ouv oir annoter les blobs qui son t asso ciés à des

clusters non-initialisés, nous allons utiliser les clusters qui son t visuellemen t pro c hes du

cluster du blob que nous app ellerons clusters �v oisins� .

Dé�nition 5.2 ( clusters �v oisins�) Nous app elons clusters �voisins� du cluster Ck

de pr ofondeur p tous les clusters qui se tr ouvent à une distanc e

1 p de Ck .

P ar exemple, le cluster 011 est un v oisin de profondeur 1 des clusters 111, 001 et 010,

un v oisin de profondeur 2 des clusters 000, 101 et 110, un v oisin de profondeur 3 du

cluster 100. Notons qu'il existe un v oisin de profondeur 0 du cluster 011 est lui-même.

Soit C�
V

(Ck ) l'ensem ble des clusters v oisins initialisés du cluster Ck . Si l'espace visuel

est très grand, le nom bre de clusters initialisés p eut-être très faible par rapp ort au

nom bre de clusters théoriquemen t p ossibles. Il se p eut donc qu'un blob ne p ossède

pas de v oisins de profondeur 1, 2 ou plus. P our rec herc her les clusters v oisins les plus

pro c hes, nous appliquons l'algorithme suiv an t :

Algorithme de rec herc he des clusters v oisins les plus pro c hes Connaissan t

la profondeur maximale pmax des v oisins que le système p eut prendre en compte, l'en-

sem ble C�
V

(C(b)) des v oisins les plus pro c hes est calculé p our c haque blob b de l'ensem ble

de test par l'algorithme :

1. Initialiser la profondeur p à 0

2. Initialiser l'ensem ble des clusters v oisins initialisés C�
V

(C(b)) à ;

3. T an t que p � pmax et C�
V

(C(b)) = ; faire

(a) Rec herc her tous les v oisins Ck de profondeur p de C(b)
Si Ck est initialisé, a�ecter Ck à C�

V
(C(b))

1

La distance utilisée est la distance Cit y-Blo c k (décrite dans la partie 2.2.3). Dans le cas où les

v ecteurs son t binaires, la distance Cit y-Blo c k est égale à la distance de Hamming en tre ces deux

v ecteurs.
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(b) p = p + 1

4. Si C�
V

(C(b)) = ; alors

faire suivre P(wjb;A ) selon la distribution empirique,

sinon

calculer P(wjb;A ) en fonction de la distribution des mots des clusters de

C�
V

(C(b))

Cet algorithme supp ose que la distribution des mots con ten ue dans un p etit nom bre

de clusters de profondeurs p est plus in téressan te que la distribution des mots con ten ue

dans b eaucoup de clusters de profondeurs p + 1 , car la similarité visuelle en tre un blob

et ses v oisins de profondeur p est plus grande que la similarité visuelle en tre un blob et

ses v oisins de profondeur p + 1 .

A l'étap e 4, dans le cas où C�
V

(C(b)) 6= ; , s'il y a un seul cluster v oisin initialisé Ck ,

alors P(wjb;A ) suit la distribution de P(wjCk ; A ) , sinon nous estimons P(wjb;A ) par

P̂ (wjb;A ) dé�nie comme la mo y enne des distributions des clusters v oisins :

P̂ (wjb;A ) ' P(wjC(b); A )
' P(wjC�

V
(C(b)) ; A )

' 1
nC�

V
( C ( b))

P

Ck 2C�
V

(C(b))
P(w; Ck jA ):

(5.25)

Soit � le facteur de normalisation :

� =
X

w2W

P̂ (wjb;A ); (5.26)

alors

P(wjb;A ) '
P̂ (wjb;A )

�
: (5.27)

Notons que plus le nom bre de clusters dans nC�
V

(C(b)) est grand, plus la distribution des

mots obten us tend v ers la distribution empirique.

Nous a v ons vu dans la partie 3.2.1 page 56 que les espaces de grande dimension

p ossèden t des propriétés particulières qui on t tendance à réduire les p erformances des

systèmes. Notre système DIMA TEX ne nécessite pas de calculer de distance p our an-

noter une image. Il évite donc le problème de malédiction de la dimension rencon tré

lors des calculs de distance dans les systèmes classiques CBIR. Cep endan t, le problème

se retrouv e dans le nom bre de clusters théoriques qui croit de manière exp onen tielle en

fonction du nom bre de dimensions. En ne sto c k an t pas les clusters non-initialisés et en

prenan t en compte les clusters v oisins nous con tournons en partie ce problème, mais

le problème se retrouv e dans le nom bre de clusters v oisins p ossibles quand la profon-

deur devien t grande. En e�et, le nom bre de v oisins de profondeur p est égal à Cp
nV . Ce

nom bre est donc exp onen tiel en fonction de la profondeur, de plus ce phénomène est

ampli�é en fonction du nom bre de dimensions de l'espace visuel. Nous v o y ons donc que

nous con tournons en partie seulemen t les problèmes des grandes dimensions, cep endan t,

comme nous allons le v oir, dans la plupart des cas, nous p ourrons annoter e�cacemen t

les images.
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Nom bre Nom bre

d'images de blobs

TRAIND 6961 66611

TESTD 2922 27875

NO VEL 4028 37475

Nom bre de mots

Nom bre de mots qui annoten t au

du lexique moins 20 images

de TRAIND

267 157

Fig. 5.3 � Résumé des caractéristiques des ensem bles de CorelD

5.3 Exp érimen tations

5.3.1 Corpus

Nous réalisons les exp ériences sur le même corpus Corel que (Barnard et al. , 2003b).

Nous décriv ons en détails ce corpus et les quelques mo di�cations que nous a v ons du

faire dans l'annexe A page 177.

Le système DIMA TEX p ossède p eu de paramètres à optimiser. C'est p ourquoi nous

utilisons un sous ensem ble de Corel comp osé des 6961 images d'appren tissage TRAIND

et de 2922 images p our l'ensem ble de test TESTD que nous a v ons obten u par séparation

aléatoire des 9883 images de notre ensem ble COREL. P our plus de simplicité, nous

app elons cet ensem ble : CorelD={TRAIND, TESTD} (v oir tableaux �gure 5.3). P our

mesurer la qualité de la généralisation de notre système DIMA TEX, nous utilisons

égalemen t l'ensem ble NO VEL comp osé de 4028 images de COREL qui ne viennen t pas

des mêmes CD de COREL que les 9883 images.

Notre lexique est comp osée de 267 mots. Cep endan t, seuls 157 mots annoten t au

moins 20 images. C'est p ourquoi, comme dans (Barnard et al. , 2003b; Mona y & Gatica-

P erez, 2003), nous restreignons le nom bre de mots aux 157 mots les plus fréquen ts.

Dans cette partie, nous allons comparer les résultats obten us sur di�éren ts sous

espaces de l'espace U. En particulier, nous étudierons des exp ériences sur l'espace FLab

comp osé des 6 dimensions de Lab et de 3 dimensions de formes (rapp ort du p érimètre

sur aire (B), con v exité du blob (C), momen t d'inertie (I)), et FLabT comp osé des mêmes

dimensions que FLab et des mo y ennes 4 par 4 des 16 textures (v oir la partie A.2 page 179

p our les détails sur les traits visuels).

Sauf indication con traire, nous construisons les tables de distributions join tes à partir

des données de TRAIND, puis nous calculons les scores à partir des images de TESTD.

T ous les scores NS corresp onden t à NSmoy la mo y enne des scores NS des 2922 images

de TESTD. P our ne pas surc harger les notations nous noterons dans ce c hapitre NS au

lieu de NSmoy , � NS au lieu de � NSmoy et GNS au lieu de GNSmoy .

Les �gures 5.1(a), 5.1(b) et 5.2 mon tren t des exemples d'images dans leur clusters .

5.3.2 In�uence du critère de séparation

Nous a v ons prop osé deux critères de séparation en deux de c haque dimension vi-

suelle. Le critère E1 prop ose de séparer c haque dimension à la v aleur �xe � u = 0 :5.

Le critère E2 prop ose une v aleur adaptée p our c haque dimension en fonction du gain

lo cal d'information maxim um (v oir partie 5.1.2 page 100). Le tableau de la �gure 5.4(a)
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F L-a-b écart-t yp e L-a-b T

B C I L a b L a b T1 T2 T3 T4

0.29 0.57 0.47 0.49 0.47 0.48 0.38 0.23 0.31 0.20 0.17 0.21 0.49

(a) V aleurs de séparation � u
c hoisies par le critère E2 p our c haque trait visuel u de FLabT.

Espace E1 E2 E2-E1

Lab-T1 0.461 0.458 -0.003

Lab-T2 0.464 0.462 -0.002

Lab-T3 0.461 0.459 -0.002

Lab-T4 0.460 0.459 -0.001

FLabT 0.468 0.462 -0.006

(b) P R mo y ens (10 mots prédits, p ondération uni-

forme, pmax = 3 , P Remp = 0 :380)

1 2 3 4 5 6 7 8 9 10
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

Nombre de mots predits

P
R

 / 
G

ai
n P

R

PR FLABT E1
PR FLABT E2
PR EMPIRIQUE
GAIN

PR
 FLABT E1

GAIN
PR

 FLABT E2

(c) Comparaisons des scores P R mo y ens obten us sur l'espace visuel

FLabT en fonction du critère de séparation utilisé E1 ou E2, et du

nom bre de mots prédits par le système (p ondération uniforme, pmax =
3, P Remp = 0 :380).

Fig. 5.4 � In�uence du critère de séparation
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nV uniforme aire aire

2
aire

3
cen tre

Lab 6 0.459 0.464 0.467 0.460 0.459

FLabT 13 0.468 0.470 0.463 0.450 0.461

T12-t4 16 0.393 0.399 0.387 0.393 0.392

Lab-R VB-rvS 18 0.497 0.498 0.485 0.469 0.492

T ab. 5.2 � Scores PR mo y ens obten us en fonction du t yp e de p ondération utilisé p our

l'a jout des blobs d'appren tissage dans la table (10 mots prédits). Le score du mo dèle

empirique p our 10 mots prédits sur CorelD est PRemp = 0 :380.

mon tre les v aleurs de séparation obten ues p our les traits visuels de FLabT par le critère

E2. Nous v o y ons que certaines v aleurs son t pro c hes de 0.5, mais que d'autres par con tre

en son t éloignées (v oir �gure A.2(a) page 180 p our la forme des histogrammes des traits

visuels). Le critère E2, s'il est e�cace, devrait p ermettre une amélioration des scores. Le

tableau de la �gure 5.4(b) compare les scores PR mo y ens obten us p our les critères E1 et

E2 p our di�éren tes exp ériences. Nous v o y ons que, p our toutes les exp ériences, le critère

E2 donne des scores très légèremen t inférieurs à ceux de E1. La �gure 5.4(c) compare

les scores PR mo y ens obten us p our l'espace FLabT en fonction du critère E1 ou E2

utilisé et en fonction du nom bre de mots prédits. Les courb es mon tren t que les deux

critères donnen t des scores très pro c hes, mais que les résultats obten us par le critère E1

son t toujours sup érieurs aux résultats obten us par E2. D'autres exp ériences que nous

a v ons réalisées sur Lab et FLab donnen t des résultats similaires.

Rapp elons que les données on t été normalisées par maxim um de vraisem blance de

distribution Gamma, cela p eut expliquer p ourquoi les v aleurs de séparation à 0.5 son t les

plus e�caces (v oir partie A.2 page 179 et �gure A.2(a) page 180). Une autre explication

est que la mo y enne des v aleurs de séparations idéales p our c hacun des 267 mots doit

tendre v ers 0,5.

Le fait que le critère du gain lo cal d'information maxim um donne des résultats

plus faible indique que séparer les données en fonction de l'information au sens signal

(en tropie) ne signi�e pas que que cela p ermet de séparer e�cacemen t l'information au

sens séman tique, particulièremen t lorsque plusieurs classes de données (dans notre cas

les mots) doiv en t être séparées.

P our les pro c haines exp ériences, nous utiliserons donc seulemen t le critère E1.

5.3.3 In�uence de la p ondération

Le tableau 5.2 compare les scores obten us en fonction de la p ondération utilisée

(équations 5.13, 5.14 et 5.15 page 103). Nous remarquons que la p ondération par l'aire du

blob donne des résultats légèremen t meilleurs que les autres p ondérations (p ondération

uniforme, p ondération par l'in v erse de la distance au cen tre, p ondération par l'aire

au carré ou au cub e). Les p ondérations par l'aire au carré ou au cub e accen tuen t la

di�érence en tre les blobs don t l'aire est p etite et ceux don t l'aire est grande, mais nous

v o y ons que cela ne p ermet pas d'améliorer les scores. L'aire d'un blob est donc une

information in téressan te p our p ondérer l'information app ortée par ce blob. Cela rejoin t
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(a) Répartition des blobs en fonction de la profon-

deur de leur cluster v oisin initialisé le plus pro c he
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Lab-RVB-rvS
Lab-RVB-rvS-FORME
40DIM
empirique

(b) Scores NS mo y ens en fonction de la profondeur
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Fig. 5.5 � In�uence de la profondeur des v oisins

les résultats présen tés dans (Martinet et al. , 2005). Lorsque le nom bre de blobs d'une

image est su�sammen t grand, plus un blob a une grande aire plus il aura un rapp ort

a v ec l'un des mots de sa légende. T outes les exp ériences suiv an tes on t été réalisées a v ec

une p ondération par l'aire.

5.3.4 In�uence du c hoix de la profondeur des clusters v oisins

Lorsque il y a des clusters non-initialisés, certains blobs de test p euv en t corresp ondre

à l'un de ces clusters . Or ces clusters n'on t pas de distribution de mots asso ciée. P our

remédier à cette di�culté, nous a v ons prop osé, dans la partie 5.2.4, de calculer une

distribution des mots P(wjb;A ) à partir de la distribution des mots des clusters v oisins

initialisés du cluster C(b) du blob b, et c hoisis jusqu'à une profondeur maximale pmax .

La �gure 5.5(a) mon tre la répartition des blobs de TESTD en fonction de la pro-

fondeur de leur cluster v oisin initialisé le plus pro c he. Nous v o y ons que p our l'espace

visuel Lab (6 dimensions) tous les blobs on t leur cluster initialisé (profondeur 0). P ar

con tre p our 40DIM (comp osé des 40 dimensions de l'espace visuel usuel U), seul 34%

des blobs on t leur cluster initialisé, et 9% n'on t pas de clusters v oisins de profondeur

inférieure à 4 initialisé.

La �gure 5.5(b) mon tre l'év olution du score NS en fonction de la profondeur maxi-

male pmax des v oisins pris en compte. L'algorithme utilisé est celui prop osé dans la

partie 5.2.4 page 105. Nous limitons la profondeur pmax à 3, car le nom bre de v oisins

de profondeur 3 en dimension 40 est 40 � 39 � 38=(3 � 2 � 1) = 9880, et le nom bre

de v oisins de profondeur 4 en dimension 40 est plus grand que 90000. Nous notons que

le fait de calculer la distribution des mots en fonction des distributions des mots des

clusters v oisins p ermet d'améliorer de +16% (de NS=0.346 à NS=0.401) les scores NS

p our l'espace visuel 40DIM. Les clusters v oisins app orten t donc une information plus
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Exp érimen tations 113

in téressan te que la distribution empirique.

A CP et nom bre de v oisins P our étudier ce phénomène plus en détail, nous réalisons

une A CP (présen tée dans la partie 3.2.2 page 57) sur l'espace visuel à 40 dimensions.

Puis nous ordonnons les axes dans l'ordre décroissan t de leur v ariance. Un des a v an tages

de l'A CP est que les axes de plus grande v ariance résumen t une grande partie des

informations app ortées par toutes les dimensions visuelles. Un autre a v an tage est que

les résultats fournis ne seron t pas dép endan ts du t yp e (couleurs, textures, formes...)

des espaces visuels. De plus, comme l'A CP rec herc he les axes qui on t la plus grande

v ariance et cen tre les axes sur leur mo y enne, les données seron t réparties équitablemen t

sur c haque partie de c haque axe. La �gure 5.6 mon tre les courb es des scores NS en

fonction de la profondeur des v oisins pris en compte. Nous notons que p our un nom bre

de dimensions compris en tre 1 et 12, tous les blobs de test on t leur cluster initialisé.

En tre 12 et 15 dimensions, le nom bre de blobs qui on t leur cluster initialisé décroît

et dans le même temps, le nom bre de clusters augmen te fortemen t ce qui fait que les

clusters son t initialisés a v ec moins de données d'appren tissage, l'information app ortée

par les clusters est moins signi�cativ e, le score NS décroît. La décroissance des scores

p eut donc s'expliquer par un problème de malédiction de la dimension (W eb er et al. ,

1998). A partir d'en viron 15 dimensions, le nom bre de clusters initialisés est plus grand

que le nom bre de blobs de test, le nom bre de v oisins de profondeur 1 utilisé augmen te,

l'information con ten ue dans ces clusters est de plus en plus signi�cativ e, le score NS

augmen te, et ainsi de suite.

Si nous comparons les courb es de scores NS en fonction de la profondeur maximale

pmax et en fonction de la distribution des profondeurs des v oisins des blobs de test, nous

remarquons que le fait de prendre en compte les v oisins améliore nettemen t les scores

et de plus est fortemen t corrélé à la profondeur des v oisins pris en compte.

Nous notons que le score NS le plus fort est obten u p our un nom bre de dimensions

de 25. Or les 24 premières dimensions de l'espace A CP cum ulen t 99% des v ariances. De

plus, c'est à partir d'en viron 25 que le nom bre maximal de clusters initialisés plafonne.

Il est donc normal qu'à partir de 25 les scores NS ne puissen t plus augmen ter. Ce score

NS maximal n'est obten u qu'a v ec une profondeur maximale des v oisins de 3. Il aurait

été in téressan t de prendre en compte seulemen t les v oisins de profondeur 3, même quand

des v oisins de profondeurs inférieure existen t. Cep endan t, la rec herc he des v oisins de

profondeur sup érieure ou égale à 3 est très coûteuse en grande dimension, ce n'est donc

pas in téressan t au niv eau du temps de calcul.

T emps de calcul et nom bre de v oisins La �gure 5.7 mon tre le temps

2

nécessaire

p our annoter les images de test en fonction de la profondeur maximale. Le temps de

2

Les temps son t présen tés p our mon trer l'év olution générale du temps de calcul. Cep endan t, d'autres

calculs coûteux en CPU tournés en même temps sur le bi-Xéon 3.2GHz sur lequel les mesures on t été

e�ectuées, et p euv en t a v oir faussés légèremen t les résultats (v oir par exemple les v ariations de la courb e

pmax = 3 p our nV � 25 de la �gure 5.7). De plus, nous n'a v ons pas c herc hé à optimiser notre programme

p our dimin uer le temps de calcul. Il est sans doute p ossible de réduire d'un facteur 2 les temps indiqués

dans une v ersion très optimisée du programme.
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c hargemen t corresp ond au temps nécessaire p our c harger en mémoire les matrices con te-

nan t les traits visuels des blobs, et p our remplir la table de distributions join tes a v ec les

données d'appren tissage. Ce temps v arie en tre 1 et 5 min utes en fonction du nom bre de

dimensions visuelles. Dans la pratique, il n'est pas nécessaire de reconstruire la table.

La table p eut être construite, puis sto c k ée une fois p our toute. Dans ce cas là, le temps

de c hargemen t est inférieur à 1 min ute et dép end du nom bre de clusters initialisés. Le

temps d'annotation corresp ond au temps nécessaire p our annoter les 2922 images de

TESTD (27875 blobs). En fonction du nom bre de dimensions, il v arie en tre 1 min ute 30

et 3 min utes, p our pmax = 0 , et en tre 1 min ute 30 et 260 min utes p our pmax = 3 .

Notons que p our la v aleur où NS est maximal ( pmax = 3 , nV = 25 ), le temps

d'annotation reste raisonnable à en viron 14 min utes p our 2922 images.

5.3.5 In�uence de l'espace visuel

Le tableau 5.3 compare les scores NS obten us sur 23 espaces visuels di�éren ts

construits à partir de l'espace U, ainsi que sur 3 espaces visuels formés à partir de

l'espace obten u par A CP . Nous notons que, p our 10 mots prédits sur 157, l'espace vi-

suel qui donne le meilleur score NS est l'espace comp osé des 18 dimensions de couleurs

Lab-R VB-rvS (v oir annexe A.2 page 179 p our la description détaillée des traits visuels),

il obtien t un gain par rapp ort au score NS du mo dèle empirique de +37%. En particulier,

il obtien t un meilleur score que le meilleur score obten u sur l'espace A CP (+31%).

Si nous comparons tous les espaces de dimension 6, nous v o y ons que Lab et rvS

donnen t les meilleurs scores (+26%), suivit de R VB (+16%), puis loin derrière la forme

F6 (+4%). Comme nous l'a v ons vu dans la partie 2.2.1.1 page 20, les espaces Lab et

rvS son t dit �p erceptuellemen t uniforme� (pro c he de la façon don t l'o eil h umain p erçoit

les couleurs), con trairemen t à l'espace R VB qui est lui est orien té matériel. Les espaces

p erceptuellemen t uniformes sem blen t donc être plus e�caces égalemen t p our l'auto-

annotation que les espaces orien tés matériel. Cep endan t, comme le score NS obten u sur

l'espace Lab-R VB-rvS est plus grand que le score NS obten u sur l'espace Lab-rvS, nous

en déduisons que l'espace R VB app orte de l'information en plus de celle app ortée par

Lab et rvS.

Si nous comparons les scores des espaces de dimension 12, nous v o y ons que les espaces

comp osés de traits de couleurs son t plus e�caces (+34% et +35%) que ceux comp osés

de couleurs et de formes (+29%), qui son t eux-memes plus e�caces que l'espace T12

(+9%).

Si nous comparons les scores des espaces de dimension 18, nous v o y ons que l'espace

Lab-R VB-rvS (+37%) donne des résultats meilleurs que Lab-T12 (+26%), alors que

nous aurions pu p enser que la texture app orte une information di�éren te de la couleur

et donc de meilleurs résultats.

Nous a v ons comparé les espaces de même dimension �xée, main tenan t si nous com-

parons tous les espaces quelques soien t leur dimension, nous v o y ons que généralemen t

les espaces qui con tiennen t des traits de couleurs son t plus p erforman ts que les espaces

de T12 et de F6. De plus, F6 (6 dimensions, +4%) obtien t un plus faible score que

T12 (12 dimensions, +9%). Les scores NS obten us en v arian t le nom bre de mots pré-
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Espace visuel nV nth
C n init

C NS � NS GNS np123
B np> 3

B
empirique - - - 0.340 0 (réf.) - -

aléatoire - - - 0.003 -0.337 -99 - -

L-a-b 3 8 8 0.387 0.047 +14 0 0

écarts-t yp es L-a-b 3 8 8 0.391 0.051 +15 0 0

R-V-B 3 8 8 0.374 0.034 +10 0 0

t4 4 16 16 0.350 0.010 +3 0 0

Lab 6 64 64 0.429 0.089 +26 0 0

R VB 6 64 64 0.394 0.054 +16 0 0

rvS 6 64 64 0.427 0.087 +26 0 0

F6 6 64 52 0.352 0.012 +4 1 0

FLab 9 512 502 0.438 0.098 +29 4 0

A CP 11 2048 2045 0.437 0.097 +29 6 0

Lab-R VB 12 4096 1210 0.456 0.116 +34 130 0

Lab-rvS 12 4096 1141 0.459 0.119 +35 123 0

Lab-F6 12 4096 1975 0.438 0.098 +29 97 0

T12 12 4096 986 0.370 0.030 +9 137 0

FLabT 13 8192 4419 0.436 0.096 +28 526 0

T12-t4 16 7:104
4306 0.361 0.021 +6 893 0

Lab-R VB-rvS 18 3:105
4238 0.465 0.125 +37 828 0

Lab-T12 18 3:105
7870 0.430 0.090 +26 1771 0

F6-T12 18 3:105
6003 0.364 0.024 +7 1243 0

A CP 18 3:105
46509 0.423 0.089 +26 14897 0

Lab-T12-t4 22 4:106
18652 0.400 0.060 +18 5676 3

F6-T12-t4 22 4:106
16898 0.342 0.002 +1 4761 1

Lab-R VB-rvS-F6 24 2:107
19195 0.436 0.096 +28 4969 5

Lab-F6-T12 24 2:107
24083 0.425 0.085 +25 7843 7

A CP 25 3:107
65476 0.445 0.105 +31 26898 161

Lab-F6-T12-t4 28 3:108
35654 0.400 0.060 +18 12426 142

40DIM 40 3:1012
48582 0.401 0.061 +18 15659 2613

A CP 40 3:1012
66545 0.380 0.040 +12 1839 27851

T ab. 5.3 � Comparaisons des résultats d'annotations automatiques des images de

TESTD en fonction de l'espace visuel utilisé (10 mots prédits parmi 157 mots, p on-

dération par l'aire, pmax = 3 ). Les espaces visuels son t ordonnés en fonction du nom bre

nV de leurs dimensions. Le nom bre de clusters théoriques nth
C est arrondi à la puissance

de 10 la plus pro c he. n init
C est le nom bre de clusters initialisés. Le nom bre de blobs de

TRAIND est de 66611. np123
B est le nom bre de blobs don t le cluster n'est pas initialisé

et p our lesquels au moins un v oisin de profondeur 1, 2 ou 3 est initialisé. np> 3
B est le

nom bre de blobs don t le cluster n'est pas initialisé et p our lesquels aucun v oisin de

profondeur 1, 2 ou 3 n'est initialisé. Le nom bre de blobs de TESTD est de 27875.
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Fig. 5.8 � Courb es de scores NS mo y en en fonction du nom bre de mots prédits et de

l'espace visuel utilisé
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Fig. 5.9 � In�uence du nom bre de mots présen ts dans le lexique sur le score NS calculé

sur Lab-R VB-rvS en fonction du nom bre de mots prédits. Chaque courb e corresp ond

à un nom bre de mots dans le lexique corresp ondan t au nom bre de mots de l'ensem ble

TRAIND qui annoten t resp ectiv emen t au moins 10 images (197 mots), 20 images (157

mots), 50 images (92 mots), 100 images (44 mots) et 200 images (22 mots)



Exp érimen tations 117

TRAIND TESTD NO VEL

NS � NS GNS NS � NS GNS NS � NS GNS

empirique 0.346 - - 0.340 - - 0.420 - -

aléatoire -0.000 -0.346 -100 0.003 -0.337 -99 0.001 -0.419 -100

t4 0.358 0.012 +3 0.350 0.010 +3 0.425 0.005 +1

Lab 0.440 0.094 +27 0.429 0.089 +26 0.459 0.039 +9

R VB 0.409 0.063 +18 0.394 0.054 +16 0.443 0.023 +5

rvS 0.435 0.089 +26 0.427 0.087 +26 0.455 0.035 +8

F6 0.363 0.017 +5 0.352 0.012 +4 0.431 0.011 +3

T12 0.439 0.093 +27 0.370 0.030 +9 0.434 0.014 +3

T12-t4 0.598 0.252 +73 0.361 0.021 +6 0.428 0.008 +2

Lab-

R VB-rvS

0.687 0.341 +99 0.465 0.125 +37 0.454 0.034 +8

40DIM 0.955 0.609 +176 0.401 0.061 +18 0.380 -0.040 -10

T ab. 5.4 � Comparaisons des scores NS mo y ens obten us en remplissan t la table des

distributions join tes à partir des données de TRAIND, puis en annotan t les images

resp ectiv emen t des ensem bles TRAIND, TESTD et NO VEL (10 mots prédits).

dits (présen tés dans les �gures 5.8(a) et 5.8(b)), con�rmen t ces résultats quel que soit

le nom bre de mots prédits. En particulier, nous notons que les scores NS sur l'espace

visuel Lab-R VB-rvS son t nettemen t meilleurs que les scores des autres espaces.

Le tableau 5.4 compare les scores NS mo y ens obten us sur di�éren ts ensem bles à

annoter : TRAIND, TESTD et NO VEL. L'ensem ble d'appren tissage est dans les trois

cas TRAIND. La distribution des mots dans TRAIND est utiliser p our calculer les

scores empiriques des trois ensem bles (à c haque image de c haque ensem ble est asso cié

les 10 mots (p our 10 mots prédits) qui on t la plus forte probabilité d'apparition dans

TRAIND, puis on fait la mo y enne des scores NS sur c haque ensem ble). La di�érence

en tre TESTD et NO VEL est que les images de TESTD fon t partie du même group e de

CD de Corel que TRAIND. D'ailleurs, les scores NS empiriques de ces deux ensem bles

son t très pro c hes (0,340 et 0,346). P ar con tre, NO VEL qui est extrait de CD di�éren ts

de Corel p ossède un score NS empirique de 0,420.

Nous notons que sur TRAIND l'espace visuel qui obtien t le meilleur score est 40DIM

a v ec un NS=0.955 et un gain de +176%. Ce résultat p eut sem bler surprenan t, mais il est

normal. En e�et, plus le nom bre de dimensions est grand, et plus c haque blob d'appren-

tissage est seul dans son cluster , et lorsque l'on v a classer un blob d'appren tissage, il se

trouv era asso cier à sa propre distribution de mots. Sur NO VEL, les gains (en mo y enne

+3%) son t infèrieurs à ceux obten us sur TESTD (en mo y enne +16%), le meilleur score

est obten u sur Lab alors que Lab-R VB-rvS est l'espace qui donne le meilleur score sur

TESTD, et 40DIM obtien t un score inférieur au score du mo dèle empirique. Une ex-

plication à ces deux derniers résultats est que comme TRAIND et NO VEL son t plus

di�éren ts que TRAIND et TESTD, l'information app ortée par la distribution des mots

dans les clusters est plus sp éci�que à TRAIND en grande dimension et donc plus adap-
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tée p our TESTD, et plus pro c he d'une mo y enne en faible dimension et donc plus adaptée

p our NO VEL.

Les résultats obten us sur l'ensem ble NO VEL qui nous sert à mesurer la capacité à gé-

néraliser de notre système, nous mon tre que DIMA TEX, comme la plupart des systèmes

d'auto-annotation basés sur la distribution des mots de l'ensem ble d'appren tissage, ne

p ermet pas de généraliser e�cacemen t à de nouv eaux ensem ble de données.

5.3.6 In�uence du nom bre de mots du lexique

Les �gures 5.9(a) et 5.9(b) mon tren t les courb es de score NS et de gain sur le score

empirique en fonction du nom bre de mots du lexique. Le score NS le plus fort est obten u

lorsque le nom bre de mots du lexique est le plus grand (197 mots). P ar con tre, le gain

par rapp ort au score empirique est le plus faible. Lorsque le nom bre de mots prédits est

faible, le score NS est d'autan t plus fort que le nom bre de mots du lexique est faible.

De même, p our les courb es de gains, plus le nom bre de mots du lexique est p etit, plus

le gain est imp ortan t.

Nous v o y ons donc que en fonction du nom bre de mots dans le lexique les résultats

obten us p euv en t être très di�éren ts. Nous notons cep endan t que les courb es de gains

p our 157 mots et 197 mots son t similaires quelque soit le nom bre de mots prédits. Nous

en déduisons que lorsque le nom bre de mots du lexique est su�sammen t grand, même

si les v aleurs brutes de scores NS ne son t pas vraimen t comparables, les gains obten us

p our deux lexiques au nom bre de mots di�éren ts mais su�sammen t grand, p ermetten t

des comparaisons assez justes.

Sur la �gure 5.9(b), nous notons qu'il y a un p oin t d'in�exion p our 4 mots prédits.

Ce p oin t p eut s'expliquer par le fait que c haque image est annotée man uellemen t par

en mo y enne 3.1 mots-clés.

5.3.7 Refus de prédire

Jusqu'à main tenan t nous a vions c hoisi le nom bre de mots prédits de manière �xe

p our c haque image. Cep endan t, le nom bre de mots prédits p our c haque image devrait

plutôt dép endre du con ten u visuel. P ar exemple, une image mon tran t un aigle dans

un ciel bleu devrait être annotée a v ec p eu de mots. Or comme la plupart des régions

de l'image représen ten t le ciel, les blobs seron t asso ciés a v ec le même cluster ou des

clusters pro c hes, les mêmes mots auron t une forte probabilité. P our prédire le nom bre

de mots à prendre en compte, un critère classique utilisé dans (Barnard et al. , 2003b;

Mona y , 2003) est le refus de prédire ( r efuse to pr e dict ). Ce critère prop ose d'annoter

c haque image a v ec les mots w du lexique tels que P(wjI; A ) � 10� x=10
où x est le niv eau

du refus de prédire. Les �gures 5.10(a) et 5.10(c) mon tre les courb es de score NS en

fonction, resp ectiv emen t, du nom bre de mots prédits et du niv eau du refus de prédire.

Les courb es Lab et Lab-R VB-rvS de la �gure 5.10(c) n'atteignen t jamais un score NS

de 0 lorsque le niv eau de refus de prédire tend v ers l'in�ni, car certains mots on t p our

certaines images une probabilité très pro c he de 0.

Dans (Barnard et al. , 2003b), Barnard et al. on t pris le p oin t de la courb e du
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(b) Agrandissemen t de la �gure 5.10(a)
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(c) Scores NS mo y ens calculés en fonction du ni-

v eau x du refus de prédire
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(d) Agrandissemen t de la �gure 5.10(c). P our

x=16, le nom bre mo y en de mots prédits est 8.9

Nom bre de mots �xé Nom bre de mots adapté

nW d
Sys

NS � NS GNS x moy: nW d
Sys

NS � NS GNS

empirique 38 0.453 - - 22 38 0.453 - -

Lab 38 0.556 0.103 +23 22 37.7 0.558 0.105 +23

Lab-R VB-rvS 38 0.580 0.127 +28 22 36.7 0.585 0.132 +29

(e) Les scores NS de Lab et Lab-R VB-rvS son t c hoisis en fonction du nom bre nW d
Sys

de mots prédits (resp.

du niv eau de refus de prédire x ) qui donne le meilleur score NS sur le mo dèle empirique.

Fig. 5.10 � Nom bre de mots prédits �xé (�gures (a) et (b)) v ersus nom bre de mots

adapté p our c haque image en fonction du niv eau x du refus de prédire (�gures (c) et

(d)). Le refus de prédire utilisé dans (Barnard et al. , 2003b ; Mona y , 2003) prop ose

d'annoter c haque image a v ec les mots w tels que P(wjI; A ) � 10� x=10
.
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mo dèle empirique qui donne le plus fort score NS p our p oin t d'in térêt. Nous c hoisissons

donc égalemen t ce p oin t p our comparer la façon don t son t prédits le nom bre de mots.

Cep endan t, nous p ouv ons nous in terroger sur l'in térêt de prédire une quaran taine de

mots p our une image, alors que nous sa v ons par exemple que la légende de l'image

n'est comp osée en mo y enne que de 3 mots. L'in térêt est donc principalemen t de p ouv oir

comparer des systèmes p our un fort score NS. Le tableau de la �gure 5.10(e) compare les

résultats obten us en fonction de la façon de prédire les mots. Nous v o y ons que prédire les

mots de manière adaptée p our c haque image en fonction du niv eau du refus de prédire

p ermet d'obtenir une légère augmen tation du gain sur le score empirique de +28% à

+29%. Ce critère est donc plus in téressan t que prédire un nom bre de mots �xe.

Une troisième façon de prédire le nom bre de mots d'une image est de prendre le

nom bre de mots de la légende. Cep endan t, c'est une information que nous n'a v ons pas

dans le cas d'images non annotées. Nous n'utiliserons donc pas cette façon de c hoisir le

nom bre de mots.

5.4 Comparaison a v ec les mo dèles de l'état de l'art

Dans (Viitaniemi & Laaksonen, 2005), les auteurs disen t

3

`qu'augmen ter le score

NS de 0.1 lorsque NSemp = 0 :4 est plus facile qu'augmen ter le score de 0.1 lorsque

NSemp = 0 :9'. La �gure 5.10(a) compare le score NS, la di�érence et le gain sur le score

empirique. Si nous supp osons que le mo dèle est constan t dans sa capacité d'annoter les

images (ce qui n'est pas forcémen t réaliste), nous notons que la courb e de di�érence � NS

est maximale p our 24 mots prédits (NS=0.133), mais v arie p eu en tre 10 mots prédits et

40 mots prédits, ce qui sem ble plutôt indiquer qu'à partir d'un nom bre de mots prédits

su�sammen t imp ortan t (10 dans notre cas), augmen ter de 0.1 a v ec NSemp = 0 :4 est

du même niv eau de di�culté qu'augmen ter de 0.1 a v ec NSemp = 0 :6. P ar con tre, si

l'on regarde la courb e de gain, nous notons que le gain est nettemen t plus grand p our

10 mots prédits (+37%) que p our 40 mots prédits (+28%). Nous en déduisons que la

di�érence p ermet de comparer des systèmes quelque soit le nom bre de mots prédits

à condition de ne pas se mettre dans des cas particuliers (très p eu ou trop de mots

prédits). Le gain lui a l'a v an tage de p ermettre une lecture plus facile des résultats, mais

il p eut égalemen t donner des résultats incomparables si les scores empiriques son t très

di�éren ts. C'est p ourquoi p our les tableaux comparatifs qui v on t suivre le lecteur est

encouragé à regarder plutôt la di�érence � NS .

Dans (Viitaniemi & Laaksonen, 2005), une comparaison des résultats que nous a v ons

obten us dans (Glotin & T ollari, 2005) p our FLab et CorelD est e�ectuée a v ec les résul-

tats obten us par le système PicSOM (Laaksonen et al. , 2002). Les exp ériences on t été

réalisées exactemen t sur les mêmes ensem bles de données, cep endan t, nous prédisons

10 mots ce qui ne p ermet pas une juste comparaison

4

. Le tableau 5.5 mon tre une com-

3

�the impr ovement of 0.1 over a a priori p erformanc e 0.4 is p er c entual ly lar ger then 0.1 impr ovement

over 0.9, even though the pr e dictor is doing a p erfe ct job in the latter c ase.�

4

� The inclusion of the DIMA TEX metho d is not ful ly fair, as the metho d c onsiders the pr oblem of

�nding a �xe d numb er of b est keywor ds for e ach image. The numb ers of keywor ds, ten, is cle arly to o

low to give the highest p ossible NS sc or e for this data. � (Viitaniemi & Laaksonen, 2005)
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Système Dimensions nV nW d
Sys

nW NSemp NS � NS GNS

PicSOM NS ? ? 42 267 0.533 0.715 0.182 +34%

DIMA TEX FLab (*) 9 10 267 0.348 0.440 0.092 +26%

DIMA TEX FLab (*) 9 10 267 0.381 0.472 0.091 +24%

DIMA TEX Lab-R VB-rvS 18 10 267 0.381 0.498 0.117 +31%

T ab. 5.5 � Comparaison des scores de DIMA TEX et du système PicSOM (Viitaniemi

& Laaksonen, 2005). Les résultats des 2 premières lignes on t été calculés par V. Viita-

niemi. Les 2 dernières lignes présen ten t nos résultats. Les ensem bles de données son t

exactemen t les mêmes, ce son t ceux de CorelD. Le nom bre nW d
Sys

de mots prédits par

image n'est pas optimisé p our DIMA TEX. nW indique le nom bre de mots du lexique.

(*) La di�érence des scores empiriques NSemp
p our les deux résultats de l'exp érience

DIMA TEX FLab vien t du fait que le nom bre de mots pris en compte est légèremen t

di�éren t, les � NS son t cep endan t très pro c hes.

paraison des résultats que Viitaniemi et Laaksonen on t obten u, a v ec les résultats que

nous a v ons obten us. L'article (Viitaniemi & Laaksonen, 2005) ne précise pas si l'espace

visuel utilisé p our leur mo dèle est FLab ou bien celui qui donne de meilleurs résultats.

Il n'indique pas non plus le nom bre de mots pris en compte dans le lexique. Cep endan t,

nous notons que p our le système DIMA TEX sur FLab, nous obtenons des scores très

sem blables. Nous p ouv ons donc comparer d'autres exp ériences a v ec les résultats qu'ils

on t obten us. Si nous comparons les résultats obten us sur Lab-R VB-rvS, notre meilleur

espace visuel ( � NS = 0 :117), nous en déduisons que nous obtenons un score inférieur

au score obten u par le système PicSOM ( � NS = 0 :182).

Dans (Barnard et al. , 2003b) page 1119, Barnard et al. admetten t que faire relati-

v emen t mieux que le mo dèle empirique est di�cile sur la base Corel

5

. C'est ce que nous

v o y ons en comparan t les scores des di�éren ts mo dèles de l'état de l'art. Le tableau 5.6

compare les résultats de di�éren ts mo dèles d'annotations automatiques d'images calcu-

lés sur les mêmes données, mais pas forcémen t sur les mêmes ensem bles. Nous a v ons

décrit la plupart de ces mo dèles dans le c hapitre 4 page 69 (binary-D-2-region-cluster

page 82, MoM-Ld a page 90, LSA page 75, PLSA page 78). Les scores extraien t de

(Barnard et al. , 2003b) son t des mo y ennes obten ues sur 10 ensem bles di�éren ts a v ec un

écart-t yp e de 0.003 p our l'exp érience binary-D-2-region-cluster et de 0.005 p our MoM-

Ld a . P ar con tre, dans (Viitaniemi & Laaksonen, 2005), des exp ériences sur deux (en-

sem bles 006 et 008) des 10 ensem bles de (Barnard et al. , 2003b) son t e�ectuées, ainsi que

sur l'ensem ble CorelD. Les résultats obten us sur ces ensem bles (sur 006 � NS = 0 :262,

sur 008 � NS = 0 :223, sur CorelD � NS = 0 :182) son t très v ariables, l'écart-t yp e est de

l'ordre de 0,05 alors que celui obten u par Barnard et al. est de l'ordre de 0,005. Nous

en déduisons que le système PicSOM bien que largemen t meilleur que les autres sys-

tèmes sem ble égalemen t plus v ariable dans les résultats obten us. La �gure 5.11 mon tre

5

� Doing substantial ly b etter than this [the p erformanc e of empiric al density] on Cor el data is di�-

cult. � (Barnard et al. , 2003b)
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Systèmes Métho de (ensem ble) nW d
Sys

nW NS � NS GNS

(Barnard

et al. , 2003b)

empirique � 40 � 155 0.425 - -

binary-D-2-region-cluster � 40 � 155 0.604 0.179 +42

MoM-Ld a � 40 � 155 0.536 0.107 +25

(Mona y &

Gatica-P erez,

2004)

empirique ? � 150 0.427 - -

LSA ? � 150 0.540 0.113 +26

PLSA-W ORDS ? � 150 0.571 0.144 +34

PicSOM

(Viitaniemi &

Laaksonen,

2005)

empirique (Barnard006) � 28 � 168 0.406 - -

NS (Barnard006) � 28 � 168 0.608 0.262 +65

empirique (Barnard008) � 30 � 162 0.448 - -

NS (Barnard008) � 30 � 162 0.659 0.213 +48

DIMA TEX

empirique (CorelD) 38 157 0.453 - -

Lab-R VB-rvS (CorelD) 36.7 157 0.585 0.132 +29

T ab. 5.6 � Comparaisons des scores des principaux mo dèles de l'état de l'art. nW d
Sys

indique le nom bre mo y en de mots prédits c hoisi en fonction du niv eau du refus de

prédire. nW indique le nom bre de mots du lexique.

quelques exemples d'images annotées par DIMA TEX et d'autres mo dèles.

Notre système DIMA TEX donne des résultats plus faibles que ceux obten us par Pic-

SOM , PLSA et p our l'exp érience binary-D-2-region-cluster, mais légèremen t meilleurs

que les résultats obten us p our MoM-Ld a et LSA . Cep endan t, rapp elons que l'a v an tage

de DIMA TEX est de p ermettre une annotation très rapide des images.

Complexité P our la phase d'appren tissage, la plupart des systèmes utilisen t une mo-

délisation statistique ( MoM-Ld a , MoM-HAM , PLSA , Mix-Hier ...) qui nécessite plu-

sieurs itérations de l'algorithme EM p our apprendre les paramètres des mo dèles. P ar

exemple, p our le mo dèle MoM-HAM à 511 no euds. Or c haque no eud nécessite l'ap-

pren tissage des paramètres d'une distribution gaussienne. Les résultats mon tren t que

les scores son t optimaux p our 10 itérations de l'algorithme. Nous v o y ons donc que l'ap-

pren tissage est assez coûteux. En ce qui concerne DIMA TEX, la construction de la table

de distributions join tes ne nécessite pas d'apprendre de paramètres. P our c haque blob

d'appren tissage, son v ecteur visuel est appro ximé (le cluster du blob est donc conn u),

puis la distribution des mots asso ciée au blob est a joutée à celle du cluster . La phase

d'appren tissage de DIMA TEX est donc très rapide.

P our la phase d'annotation, dans (Carneiro & V asconcelos, 2005), les auteurs disen t

que la complexité de leur mo dèle Mix-Hier est en O(nC � nB) a v ec nC le nom bre de

classes (concepts) et nB le nom bre de blobs de test, tandis que la plupart des mo dèles

(par exemple, MBRM (F eng et al. , 2004)) son t en O(nA � nB) où nA est le nom bre

d'images d'appren tissage. La complexité de notre système DIMA TEX dép end surtout

du nom bre de dimensions visuelles. Si le nom bre de dimensions est p etit ( < 25 d'après

la �gure 5.7 page 112), l'annotation d'un blob est immédiate, car il su�t d'appro ximer

le v ecteur visuel du blob p our trouv er le cluster du blob et sa distribution de mots. Si
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1.SKY SUNSET TO WN

2.W A TER SKY PEOPLE

3.SKY TREE W A TER

4.P A TTERN PEOPLE CLOUD

5.BUILDING CHUR CH HILL

6.BUILDING CHUR CH HILL

1.PEOPLE T ABLE TREE

2.PEOPLE FLO WER TREE

3.GRASS LION PEOPLE

4.TREE BUILDING LIZARD

5.BIRD GRASS NEST

6.BIRD GRASS NEST

1.FLO WER LEAF PLANTS

2.TREE PEOPLE FLO WER

3.BUILDING PEOPLE W A TER

4.TREE W A TER STREET

5.BIRD R OCK NEST

6.F A CE R UIN SCULPTURE

1.AR TIC F O X HEAD SNO W

2.SKY W A TER SNO W PEOPLE

3.SKY SNO W W A TER

4.SNO W W A TER CLOUDS

5.DESIGN GR OUND LIZARD

6.BIRD W A TER F OREST

1.CA T GRASS LION MANE

2.W A TER SKY PEOPLE TREE

3.CA T GRASS LION TREE

4.TREE R OCK LIZARD W ALL

5.CLOSEUP INSECT TREE GRASS

6.GRASS GR OUND SHADO W CLO-

SEUP

1.BO A T HORIZON W A TER

2.W A TER SKY TREE

3.MOUNT AIN SKY W A TER

4.MOUNT AIN W A TER SKY

5.DOCK SAILBO A T BUILDING

6.DOCK SAILBO A T CLOSEUP

Fig. 5.11 � Exemples d'annotation d'images par DIMA TEX comparées aux annota-

tions fournies d'autres mo dèles extraien t de (Mona y , 2004). Les annotations corres-

p onden t à : 1. Annotation man uelle, 2. DIMA TEX FLAB, 3. PLSA-W ORDS, 4. PLSA-

W ORDSFEA TURES, 5. DIRECT, 6. LSA (Mona y & Gatica-P erez, 2004).

le nom bre de dimensions est grand ( > 25) alors p our un nom bre de dimensions �xé,

plus le nom bre de données d'appren tissage est grand, plus la complexité de l'annota-

tion dimin ue, car il y a moins de v oisins à rec herc her. La complexité de notre système

DIMA TEX ne dép end donc pas du nom bre d'images d'appren tissage, ni du nom bre de

clusters , mais seulemen t du nom bre de dimensions visuelles.

5.5 Conclusion et p ersp ectiv es

Les systèmes d'annotation automatique d'images son t de plus en plus e�caces sur

des bases d'images closes, mais les résultats obten us sur l'ensem ble NO VEL mon tren t

que ces mo dèles ne son t toujours pas capables de généraliser e�cacemen t. Or le grand

c hallenge des systèmes d'auto-annotation est de p ouv oir annoter e�cacemen t de nou-

v elles images. De plus, un autre paramètre qui p eut être pris en compte lors de la

construction de ce t yp e de système est la rapidité de l'annotation. En e�et, ce para-

mètre est imp ortan t lorsque l'on souhaite annoter automatiquemen t b eaucoup d'images.

Le système que nous prop osons obtien t des scores d'annotation honorables, cep endan t,

il a l'a v an tage d'annoter très rapidemen t les images. De plus, notons que notre système

est capable d'év oluer dynamiquemen t. En e�et, tout nouv el exemple p eut être a jouté

très facilemen t à la table de distributions join tes p our augmen ter le nom bre d'exemples

d'appren tissage.

Un des problèmes de notre système est que les mots très co o ccurren ts dans l'ensem ble
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d'appren tissage son t toujours prédits ensem ble ce qui fait que ce son t toujours les mêmes

mots qui son t prédits. P ar exemple, dans la base Corel, les mots fo al ou horse son t très

co o ccurren ts, et c'est toujours le mot fo al qui est prédit. Ce problème est aussi rencon tré

par les autres systèmes d'auto-annotation. Une solution est prop osée dans (Duygulu

et al. , 2002). Elle consiste à regroup er les mots co o ccurren ts dans des clusters . Puis à

considérer l'appren tissage des clusters de mots, plutôt que des mots. Une autre solution

p our améliorer notre système est d'utiliser une table de co o ccurrences des termes.

DIMA TEX prop ose d'annoter les images à l'aide d'une tec hnique inspirée des V A-

File . Nous p ourrions égalemen t construire un système qui tire partie de la rapidité

d'autres tec hniques d'indexation m ultidimensionnelle ( R-Tree , Pyramid-Tree ,...).

Comme la complexité du système augmen te en fonction du nom bre de dimensions,

nous p ourrions construire plusieurs tables de distributions join tes sur di�éren ts sous-

espaces visuels (une table par sous-espace), puis fusionner les distributions de mots

obten ues en les p ondéran t en fonction de l'e�cacité de c haque espace mesuré sur l'en-

sem ble d'appren tissage comme dans (T ollari et al. , 2005). Cela nous p ermettrait d'uti-

liser toute l'information con ten ue dans un espace visuel de grande dimension. De plus,

si nous souhaitons traiter b eaucoup de données, nous p ouv ons ainsi facilemen t répartir

les calculs sur plusieurs pro cesseurs.

Une application p our notre système DIMA TEX est de remplir la table de distribu-

tions join tes à partir des images du w eb qui, comme nous l'a v ons déjà vu, son t mal-

annotées (certains mots de la page w eb ne son t pas p ertinen ts p our l'image). Notons

que, p our un nom bre de dimensions visuelles p etit ( < 25) même si le nom bre d'exemples

d'appren tissage augmen te la taille de la table n'augmen tera pas. Nous p ensons que plus

le nom bre de données sera imp ortan t, plus la table sera bien remplie malgré le fait

que les images soien t mal-annotées, et p ermettra donc une annotation de plus en plus

e�cace.

Le système DIMA TEX asso cie à c haque cluster visuel une distribution de mots.

Cela p ermet d'asso cier rapidemen t des mots à des blobs appartenan t à une zone de

l'espace visuel, mais pas de sa v oir quelles son t les caractéristiques visuelles d'un mot.

P ar exemple, il ne p ermet pas de sa v oir si le mot sky est plutôt asso cié à la couleur

bleue. Dans le c hapitre suiv an t, nous allons construire un mo dèle qui asso cie à c haque

mot des clusters visuels a�n de caractériser visuellemen t le mot.



Chapitre 6

Une métho de de rec herc he des

caractéristiques visuelles d'un mot

Quelles son t les caractéristiques visuelles d'un mot ? P ensez à une tomate m ure.

La couleur rouge et la forme circulaire son t des caractéristiques que nous asso cions

généralemen t au mot tomate . Dans ce c hapitre, nous souhaitons prop oser une métho de

qui soit capable de trouv er automatiquemen t les caractéristiques visuelles d'un mot.

Cep endan t, certains mots n'auron t p eut-être pas de caractéristiques visuelles sp éci�ques

(par exemple, certains mots abstraits). Dans ce cas, il serait in téressan t que la métho de

soit capable de dire dans quel mesure un mot p eut être caractérisé visuellemen t.

Dans ce c hapitre, nous prop osons une métho de de rec herc he des zones de l'espace

visuel qui caractérisen t le mieux c haque mot-clé. Puis nous v alidons exp érimen talemen t

notre appro c he.

6.1 Rec herc he des zones visuelles qui caractérisen t le mieux

c haque mot

Dans la plupart des problèmes de classi�cation sup ervisée, l'algorithme d'appren tis-

sage reçoit en en trée un ensem ble de données d'appren tissage bien annotées, c'est-à-dire

que c haque exemple d'appren tissage est asso cié à une classe. Cep endan t, il est parfois

trop coûteux ou imp ossible d'annoter c haque exemple. C'est le cas des images. P ar

exemple, prenons une image annotée man uellemen t par le mot tiger . P our quelles rai-

sons cette image a-t-elle été annotée ainsi ? Est-ce à cause des arbres au fond de l'image,

de l'étendue d'eau au premier plan ou bien de l'animal au cen tre de l'image ? P our un

système informatique, il est imp ossible à partir d'un seul exemple d'appren tissage de le

dire. La seule c hose que l'on p eut dire c'est qu'au moins un des ob jets dans l'image cor-

resp ond à tiger . Mais si l'on fournit au système un nom bre su�san t d'images annotées

par le mot tiger , on p eut supp oser qu'il v a découvrir des p oin ts comm uns en tre tous les

exemples.

On utilise généralemen t p our cela un appren tissage de t yp e One V ersus A l l où le

système apprend à caractériser une classe en comparan t les caractéristiques des images

125
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de la classe par rapp ort aux caractéristiques des images de toutes les autres classes.

Cep endan t, sur la base Corel ou sur le w eb, les images son t étiquetées par plusieurs

mots-clés (classes), l'appren tissage est donc plus di�cile sur ce t yp e de base. De plus,

nous a v ons fait l'h yp othèse que tous les mots asso ciés à une image son t asso ciés à c haque

blob de cette image. Ce t yp e d'appren tissage où les exemples son t annotés par group e

d'exemples où au moins un des exemples est bien étiqueté est app elé Multiple Instanc e

L e arning dans (Maron & Ratan, 1998). Ce t yp e de données est plus di�cile que les

données bruitées classiques, car le ratio en tre le nom bre d'exemples négatifs et p ositifs

p eut être très grand.

Comme nous ne sa v ons pas quel mot est asso cié à quel blob, nous allons utiliser une

tec hnique de découv erte automatique de connaissance (non-sup ervisée) p our déterminer

les régions de l'espace qui représen ten t le mieux un concept donné. Nous supp osons en

e�et que c haque concept p eut être représen té par des zones de l'espace visuel. P ar

exemple, nous p ouv ons supp oser que le mot citr on est bien représen té dans l'espace

R VB par la zone visuelle corresp ondan t à des v aleurs fortes p our rouge et v ert, faibles

p our bleu. Nous v aliderons ou in�rmerons ensuite les zones visuelles obten ues en fonction

des scores de classi�cation calculés sur un ensem ble de dév elopp emen t et de test. La

métho de que nous prop osons fait l'h yp othèse que les blobs (de di�éren tes images) qui

représen ten t exactemen t un mot donné v on t se regroup er s'ils son t similaires, tandis que

les autres seron t éparpillés dans l'espace visuel.

P our résumer, nous construisons des clusters visuels a�n de retrouv er les zones de

l'espace visuel qui représen ten t le mieux un mot donné. De plus, nous c herc hons à

apprendre les in terdép endances en tre les traits visuels p our un mot donné. En�n, nous

souhaitons prop oser une métho de facile à utiliser p our la rec herc he et l'indexation des

images.

6.1.1 Construction non-sup ervisée de clusters visuels p our c haque

mot

Nous a v ons vu dans la partie 3.1.2 page 45 que la classi�cation non-sup ervisée sert

notammen t à former des group es de v ecteurs similaires qui p ermetten t ensuite de déduire

des dép endances ou des relations de cause à e�et (Grabmeier & Rudolph, 2002). Nous

prop osons, dans une première étap e, d'utiliser une métho de de Classi�cation Ascendan te

Hiérarc hique (CAH) (Lance & Williams, 1967), décrite dans la partie 3.1.2.3 page 48,

p our rec herc her les zones de l'espace visuel qui caractérisen t le mieux c haque mot-clé.

La CAH est une métho de appropriée p our notre problème, car nous ne sa v ons pas

com bien de clusters visuels son t naturellemen t asso ciés à c haque mot. Certains mots

p ourron t être asso ciés à un grand nom bre de clusters visuels s'ils représen ten t plusieurs

concepts ou on t plusieurs représen tations visuelles, et d'autres à un unique cluster . Elle

p ermet de construire une hiérarc hie de clusters uniquemen t guidée par les données. Bien

en tendu, d'autres métho des de clustering auraien t pu être utilisées.

P our c haque mot wj , nous construisons un sous-ensem ble A(wj ) d'appren tissage

comp osé des images d de l'ensem ble d'appren tissage A p ossédan t le mot wj :

A(wj ) = f djwj 2 W d
Ref et d 2 Ag : (6.1)
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door flower house window branch field flower horse flower petals plants

flower leaf plants building flower market street field flower people tulip

flower garden flower garden tree coast flower hills water

Fig. 6.1 � Quelques unes des images d'appren tissage p our le mot �ower

L'a v an tage de réduire l'ensem ble d'appren tissage aux images annotées par le mot consi-

déré, est que nous a v ons ainsi moins de données à traiter. La �gure 6.1 mon tre un

exemple d'un sous-ensem ble d'images de la base d'appren tissage annotées par le même

mot. Nous remarquons que ces images son t di�éren tes tout en a y an t des p oin ts comm uns

que l'algorithme ten tera de retrouv er.

La CAH p ermet la construction d'un arbre hiérarc hique de clusters visuels. A c haque

agrégation, nous disp osons d'un ensem ble de clusters visuels :

Cl (wj ) = f C l
1(wj ); C l

2(wj ); � � � ; C l
nCl ( w j )

(wj )g: (6.2)

où l est le niv eau dans l'arbre hiérarc hique. Nous c herc hons à coup er l'arbre hiérar-

c hique de manière à ce que les clusters obten us corresp onden t aux zones visuelles qui

représen ten t le mieux p ossible le mot wj . P our cela, nous allons a jouter à l'algorithme

général de la CAH (décrit dans la partie 3.1.2.3 page 48) une étap e p our l'év aluation de

la qualité des clusters obten us (étap e 2'). Nous p ouv ons ainsi con trôler automatique-

men t la qualité séman tique des clusters obten us. Nous décriv ons en détails cette étap e

dans la partie 6.1.2. La �gure 6.2 p ermet de visualiser sur un exemple le déroulemen t

de l'algorithme suiv an t.
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Fig. 6.2 � Exemple d'application de l'algorithme de la page 129 sur des données syn thé-

tiques. (a) Les v ecteurs visuels corresp ondan t aux images annotées par un mot donné

son t répartis dans l'espace visuel. Certains de ces v ecteurs appartenan t à plusieurs

images son t regroup és, car ils corresp onden t à des propriétés comm unes à plusieurs

images, et donc caractéristiques du mot. (b) Une CAH est e�ectuée à partir de tous

ces v ecteurs. P our c haque niv eau l , la qualité des clusters couran ts est év aluée. Les

v ecteurs mo y ens et d'écarts-t yp es des clusters du niv eau l0 qui on t obten u le meilleur

score son t conserv és (sur l'exemple l0 = 4 ). (c) Nous obtenons ainsi les zones visuelles

(h yp errectangles) qui caractérisen t le mieux un mot.



Rec herc he des zones visuelles qui caractérisen t le mieux c haque mot 129

Algorithme P our c haque mot wj :

0. construire le sous-ensem ble d'appren tissage A B(wj ) = f b1; b2; � � � ; bnA B ( w j ) g con te-

nan t les blobs appartenan t aux images de l'ensem ble d'appren tissage A(wj ) ;

1. initialiser a v ec nA B (wj ) clusters C0
p(wj ) comp osés c hacun d'un blob : C0

p(wj ) =
f bpg et p oser � � (C0

p(wj ); C0
q (wj )) = � (bp; bq) où � �

est la distance en tre deux

clusters et � la distance en tre deux blobs ;

2. agréger les deux clusters C l
y(wj ) et C l

z(wj ) les plus pro c hes p our former un

nouv eau cluster : C l+1
k (wj ) = C l

y(wj ) [ C l
z(wj ) tel que � � (C l

y(wj ); C l
z(wj )) =

minp;q � � (C l
p(wj ); C l

q(wj )) . Nous obtenons l'ensem ble de clusters de niv eau l + 1 :

Cl+1 (wj ) = f C l+1
k (wj )g [ C l (wj ) n f C l

y(wj ); C l
z(wj )g ; (6.3)

2'. év aluer la qualité du nouv el ensem ble de clusters Cl+1 (wj ) de niv eau l + 1 ;

3. calculer les distances � � (C l+1
k (wj ); C l

k0(wj )) en tre le nouv eau cluster C l+1
k (wj ) et

les autres p our k0 6= y; z ;

4. itération : rép éter nA B (wj ) � 1 fois les étap es 3, 4 et 5 jusqu'à l'obten tion d'un seul

cluster regroupan t tous les ob jets ;

5. garder l'ensem ble de clusters obten u p our le niv eau l0 donnan t la meilleur év alua-

tion.

Dans la pratique, l'étap e 2' p eut être réalisée à la �n de la CAH à condition de

garder p our c haque niv eau les caractéristiques des clusters .

Indexation des clusters visuels Chaque cluster visuel C l
k(wj ) p ossède un ensem ble

de caractéristiques : le nom bre de blobs qu'il con tien t, un v ecteur mo y en ~� C l
k (wj ) cor-

resp ondan t à la mo y enne des v ecteurs des blobs et un v ecteur des écarts-t yp es ~� C l
k (wj ) .

Dé�nition 6.1 Nous dé�nissons un cluster visuel c omme étant un hyp err e ctangle dans

l'esp ac e multidimensionnel visuel. Chaque cluster C l
k (wj ) est r epr ésenté p ar un c ouple

de ve cteurs de même dimension :

(~� C l
k (wj ) ; ~� C l

k (wj )) (6.4)

ainsi que p ar une c onstante � .

La constan te � est apprise de manière empirique, nous expliciterons sa fonction dans la

partie 6.2.

Cette représen tation des clusters visuels fait une h yp othèse de gaussianité (v oir

section B.1) sur la distribution des données dans le cluster , ce qui p ermet d'obtenir

une représen tation des clusters visuels facile à manipuler par un système de rec herc he

d'informations.

Remarquons que, par construction, à niv eau l �xé, les clusters visuels d'un mot son t

disjoin ts, car aucun blob ne p eut appartenir à deux clusters à la fois :

8k 6= k0 C l
k(wj ) \ C l

k0(wj ) = ; (6.5)



130 Une métho de de rec herc he des caractéristiques visuelles d'un mot

(a) Exemples de distributions dans l'espace R VB des clusters visuels

des mots c at, �ower, �eld, snow, woman . A tten tion les clusters visuels

son t en fait en 40 dimensions, mais a�n de p ouv oir mieux les visualiser,

nous ne mon trons que les dimensions R VB. Les clusters visuels des mots

c at et snow , et des mots �eld et �ower , on t une partie de leur cluster

visuel en comm un.
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(b) F orme des clusters visuels dans l'espace à 40 dimensions. � corres-

p ond au nom bre de fois que l'on a m ultiplié le v ecteur d'écarts-t yp es.

NS est le Normalized Score, obten u sur DEV. Le mot c actus est asso cié

à deux clusters .

Fig. 6.3 � F orme des clusters dans l'espace visuel
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ce que l'on p eut in terpréter comme le fait qu'un mot p eut a v oir plusieurs sens visuels.

P ar exemple, le soleil p eut être jaune, mais il est aussi souv en t rouge lors des couc hers

de soleil. On remarque aussi que deux mots di�éren ts p euv en t a v oir des clusters visuels

non disjoin ts :

9 k; k0 et wa; wb tq Cl
k(wa) \ C l

k0(wb) 6= ; : (6.6)

En e�et, deux mots p euv en t a v oir des visuels très pro c hes. P ar exemple, les mots :

humain, homme, femme, enfant on t, sur les bases d'images généralistes, des sens visuels

très pro c hes parce qu'on retrouv e dans les images le même t yp e de texture représen tan t

la p eau. Les �gures 6.3(a) et 6.3(b) mon tren t des exemples de clusters visuels p our

di�éren ts mots dans le même espace. Nous remarquons que les mots on t des formes de

clusters di�éren ts qui v on t nous p ermettre de les di�érencier.

De plus, nous ne garderons que les clusters qui on t un nom bre de blobs signi�catif

par rapp ort au nom bre total de données d'appren tissage du mot. Cela corresp ond à

un élagage des branc hes de l'arbre qui con tiennen t p eu de données. Nous prop osons

d'utiliser les do cumen ts de l'ensem ble de dév elopp emen t p our év aluer quel est le meilleur

niv eau p our coup er la hiérarc hie. Il nous faut p our cela dé�nir une fonction de classemen t

des blobs appartenan t à cet ensem ble.

6.1.2 Év aluation de la qualité des clusters visuels

Nous a v ons obten u l'arbre hiérarc hique de la CAH, et nous souhaitons déterminer à

quel niv eau il faut coup er l'arbre p our obtenir les clusters visuels les plus discriminan ts.

Nous allons utiliser p our cela l'ensem ble de dév elopp emen t. P our alléger les notations,

nous supp osons que le niv eau l est �xé.

6.1.2.1 Asso ciation de mots à un blob

Dé�nition 6.2 Un blob bp d'une image de l'ensemble de développ ement app artient p ar

dé�nition au cluster visuel Ck(wj ) du mot wj si le ve cteur visuel de bp est dans l'hy-

p err e ctangle du cluster Ck (wj ) , autr ement dit si p our chaque dimension visuel le u , la

valeur du ve cteur visuel

~bp p our la dimension u est à une distanc e de la valeur du ve cteur

moyen du cluster Ck (wj ) p our la dimension u inférieur e à la valeur de l'é c art-typ e p our

c ette dimension multiplié e p ar une c onstante � :

bp 2 Ck (wj ) ssi 8u 2 V jj Ck;u (wj ) � bp;u jj � � � � Ck (wj );u (6.7)

où � est une c onstante déterminé e de manièr e empirique.

Si l'on supp ose que la distribution des blobs des clusters visuels dans la phase d'ap-

pren tissage suit une loi normale alors p our � = 2 nous sa v ons que 95% des individus

son t dans le cluster (Duda et al. , 2000) page 33 (v oir aussi annexe B.1 page 181). Dans

notre cas, nous n'a v ons pas forcémen t des lois normales, nous supp oserons cep endan t

que 2 � � < 4.
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Dé�nition 6.3 Pour chaque blob bp de l'ensemble de développ ement, nous asso cions le

mot wj à bp si le blob bp app artient à l'un des clusters visuels de c e mot :

wj 2 W bp
Sys ssi 9k 2 f 1; 2; � � � ; nC(wj )g tq bp 2 Ck(wj ) (6.8)

où W bp
Sys est l'ensemble des mots asso ciés p ar le système au blob bp .

Remarquons que comme les clusters visuels d'un mot son t disjoin ts, un blob appartien t

au plus a un cluster . Donc s'il existe k tel que bp 2 Ck (wj ) alors il est unique. Donc

nf kjbp2 Ck (wj )g = 1 si le mot wj est asso cié à bp , 0 sinon.

6.1.2.2 Asso ciation de mots à une image

Dé�nition 6.4 Nous supp osons qu'un mot wj est asso cié à une image d de l'ensemble

de développ ement si c e mot est asso cié ave c au moins � blobs de c ette image :

wj 2 W d
Sys ssi

X

bp 2 d

nf kjbp 2 Ck (wj )g � � (6.9)

où W d
Sys est l'ensemble des mots asso ciés p ar le système à l'image d et � une c onstante

inférieur e ou é gale au nombr e minimal de blobs d'une image.

Cette constan te est dép endan te du nom bre de blobs dans une image. En e�et, plus il y

a de blobs dans une image et plus la constan te � sera grande, car un mot corresp ondra

alors à plusieurs blobs de l'image. Dans (Maron & Ratan, 1998), il su�t qu'un mot cor-

resp onden t à au moins un blob ( � = 1 ) p our que le système annote cette image a v ec le

mot. Cep endan t, le nom bre de �concepts� asso ciés à une image p eut v arier grandemen t.

Le nom bre de blobs idéal p ermettan t une bijection en tre les concepts et les blobs d'une

image, dép end en réalité du con ten u de l'image, de la qualité de la segmen tation, ainsi

que du niv eau d'in terprétation de l'image. P ar exemple, dans l'image de la �gure 6.5(a)

page 134, plusieurs niv eaux d'in terprétation existen t : un premier niv eau p ourrait corres-

p ondre au mot mar ché ; un autre niv eau plus détaillé corresp ondrait aux mots lé gumes,

b anc, femme ; un autre niv eau aux mots p oivr ons, c ar ottes..., vendeuse, c ajettes , et ainsi

de suite. Alors que p our l'image de la �gure 6.5(c) page 134, seul deux niv eaux d'in ter-

prétations p euv en t être considérés : un premier très général corresp ond au mot p aysage ,

un deuxième aux mots ciel, montagne, nuage . P our cette dernière image, la v aleur de

� devrait être plus grande, car il y aura certainemen t plusieurs blobs de l'image qui

corresp ond au mot montagne . Le c hoix de la v aleur � dép end donc des caractéristiques

(nom bre mo y en de blobs par image, nom bre mo y en de mots par image...) de la base

d'images. Une question in téressan te est de sa v oir commen t adapter automatiquemen t la

v aleur de � en fonction des caractéristiques de l'image, mais égalemen t en fonction du

nom bre de blobs qui devraien t corresp ondre à un mot. P ar exemple, le mot montagne

sera plus facilemen t asso cié à plusieurs blobs, que le mot avion , car les a vions dans le

ciel son t facilemen t segmen tés, et corresp onden t souv en t à un unique blob.
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Nom bre Nom bre

d'images de blobs

TRAIN1 4909 46940

DEV1 2491 23835

TEST1 2483 23711

Nom bre de

mots du

lexique

Nom bre de mots qui

annoten t au moins

20 images 60 images

de TRAIN1 de TRAIN1

267 143 52

Fig. 6.4 � Résumé de l'ensem ble de données SET1

6.2 Exp érimen tations

Nous v enons de décrire une métho de qui rec herc he les régions de l'espace visuel qui

représen te le mieux un mot. Dans cette partie, nous v alidons exp érimen talemen t notre

métho de. Nous construisons les clusters visuels de c haque mot à partir des données

de TRAIN1, puis nous utilisons DEV1 p our optimiser les paramètres � et � , et p our

sélectionner le niv eau qui donne le meilleur score NS p our c haque mot. En�n, nous

calculons les scores �naux sur TEST1. Nous utilisons la distance euclidienne comme

distance en tre blobs, et le critère du lien simple comme distance en tre deux clusters .

Dans un premier temps, nous allons réduire le nom bre de v aleurs que p euv en t prendre

les paramètres a�n d'accélérer les calculs d'optimisation. Puis nous réaliserons les CAH

sur l'espace comp osé des 40 dimensions visuelles usuelles (noté U), puis sur d'autres

espaces visuels.

6.2.1 Corpus

P our réaliser nos exp ériences, nous utilisons des sous-ensem bles du corpus Corel

(don t les caractéristiques son t décrites dans l'annexe A). Nous a v ons séparé, par 10 fois,

aléatoiremen t les 9883 images en un ensem ble d'appren tissage TRAIN d'en viron 5000

images, un ensem ble de v alidation DEV d'en viron 2500 images qui p ermet d'optimiser

les paramètres, et un ensem ble de test TEST d'en viron 2500 images qui p ermet de v alider

les métho des sur les images n'a y an t jamais servi à les optimiser. P our la plupart des

exp ériences de ce c hapitre et du suiv an t, nous utilisons seulemen t le premier ensem ble

que nous a v ons séparé SET1={TRAIN1, DEV1, TEST1} (v oir tableaux de la �gure 6.4).

Bien en tendu, nous a v ons v éri�é que cet ensem ble ne p ossède pas de fortes particularités

par rapp ort aux autres que ce soit en fréquence des mots ou en fréquence d'images.

Il y a 17 mots qui on t au moins de 200 o ccurrences, et 124 mots sur les 267 on t moins

de 20 o ccurrences dans la base. Finalemen t, nous considérons la plupart du temps soit

les 143 mots les plus fréquen ts (ceux qui on t au moins 20 o ccurrences), soit les 52 mots

(ceux qui on t au moins 60 o ccurrences), car p our que nos résultats soien t signi�catifs,

il nous faut a v oir su�sammen t de mots et su�sammen t d'exemples d'appren tissage.

6.2.2 Construction de traits visuels par hétérogénéité (espace H)

Les tra v aux en psyc ho vision décrit dans (Martinet et al. , 2005; Martinet, 2004)

(don t nous a v ons déjà parlé dans le c hapitre 2.2.1.4 page 23) mon tren t que le critère



134 Une métho de de rec herc he des caractéristiques visuelles d'un mot

(a) market (b) tomato (c) mountain

Fig. 6.5 � T rois images a v ec des v aleurs d'hétérogénéité sur l'aire très di�éren tes

de l'hétérogénéité (en tropie) appliqué à l'aire des ob jets dans l'image a plus ou moins

d'impact sur la description visuelle des ob jets. P ar exemple, l'en tropie calculée sur

l'image de la �gure 6.5(b) qui con tien t une ob jet (tomate) a v ec une grande aire obtiendra

une en tropie di�éren te de l'image de la �gure 6.5(a) qui con tien t de nom breux p etits

ob jets. Nous prop osons d'étendre le concept d'hétérogénéité à tous les traits visuels.

En e�et, nous p ouv ons supp oser que, comme p our le critère de l'aire, certains concepts

seron t mieux discriminés sur les traits visuels classiques, et d'autres par la v ariabilité

des v aleurs des traits dans l'image. P ar exemple, la v aleur du trait visuel rouge est stable

p our le mot tomato , tandis que p our le mot market il y a une grande v ariabilité de la

couleur rouge dans l'image.

Plus généralemen t, de récen ts tra v aux en science cognitiv e (Albrigh t, 2002) mon tren t

que la p erception h umaine est basée sur l'analyse visuelle en con texte. L'hétérogénéité

est l'une des caractéristiques qui p ermet une analyse en con texte, c'est p ourquoi nous

calculons p our les images du corpus Corel de nouv eaux traits basés sur l'hétérogénéité

des images (espace H). Ainsi la v aleur de l'hétérogénéité de la dimension vu p our l'image

d qui con tien t le blob bp a y an t p our v aleur bp;u à la dimension vu est l'en tropie :

Hu = �
X

bp 2 d

P(bp;u) � log2(P(bp;u)) : (6.10)

où P(bp;u) = bp;uP
p2 d bp;u

est la probabilité du blob p our le trait visuel p (v oir aussi (Y anai

& Barnard, 2005)). La �gure A.2(b) page 180 en annexe mon tre les histogrammes des

traits d'hétérogénéité obten us.

6.2.3 Détermination empirique des v aleurs des paramètres

Notre mo dèle doit optimiser deux paramètres � et � , et sélectionner le niv eau l
qui donne le meilleur score NS. Cep endan t, nous p ouv ons dans un premier temps ré-

duire le nom bre de v aleurs que p euv en t prendre ces paramètres (nous les supp osons

indép endan ts).

Nom bre d'év aluations P our réduire le nom bre d'év aluations à e�ectuer, nous p ou-

v ons c hoisir d'év aluer les clusters non pas à c haque agrégation, mais toutes les n
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Fig. 6.6 � In�uence du taux d'agrégation 
 sur les résultats. Un taux d'agrégation faible

(0.5% des données) donne un meilleur score sur DEV, mais pas sur TEST. Les scores

obten ues sur TEST son t similaires quelque soit le taux d'agrégation 
 ( � = 3 ; � = 3) .

agrégations. P our que c haque mot soit év alué le même nom bre de fois, nous p osons

n = p
 � nA B (wj )q où nA B (wj ) est le nom bre de blobs des images d'appren tissage du

mot wj et 
 est le taux d'agrégation (p ourcen tage de données à agréger) en tre c haque

év aluation. P ar exemple, p our le mot fungus qui annote 1087 blobs d'appren tissage et

p our 
 = 5% , n = 55 , nous év aluons la qualité des clusters p our 19 niv eaux seulemen t

toutes les 55 agrégations. La �gure 6.6(a) donne les courb es R OC p our les mots fungus

et mountain et p our di�éren tes v aleurs de 
 ( � = 3 et � = 3 �xés). Nous remarquons

que les courb es R OC obten ues p our di�éren tes v aleurs de 
 , et donc construites a v ec

plus ou moins de p oin ts, son t très pro c hes les unes des autres. La �gure 6.6(b) donne la

mo y enne des scores NS des 52 mots les plus fréquen ts en fonction de la v aleur de 
 sur

DEV et sur TEST. Sur DEV, les scores NS mo y ens son t plus forts p our 
 p etit, car le

c hoix du niv eau est optimisé sur DEV. P ar con tre, les scores obten us sur TEST (à partir

des clusters c hoisis sur DEV) son t similaires quelque soit la v aleur de 
 . Nous en dédui-

sons que nous p ouv ons réduire le nom bre d'év aluations, et donc le temps de calcul, sans

forcémen t qu'il y ait de p erte de classi�cation. C'est p ourquoi, sauf précision con traire,

p our toutes les exp ériences de cette thèse, nous c hoisirons 
 = 5% . Nous ne c hoisissons

pas 
 = 10% ou 
 = 20% qui donnen t des résultats similaires et qui son t plus rapides,

car nous v oulons un système capable de généraliser sur d'autres bases d'images, et p our

ces deux v aleurs nous n'a v ons pas assez de p oin ts sur la courb e R OC.

P aramètre � P our réduire le nom bre de v aleurs que p eut prendre � (in tro duit dans

la dé�nition 6.2 page 131), nous réalisons deux exp ériences.

Dans la première exp érience, nous faisons v arier la v aleur de � parmi f 0:5, 1, 1:5,

2, 2:5, 3, 3:5, 4, 4:5, 5g, p our c haque mot et p our c haque niv eau ( 
 = 5% , � = 3 ), puis,

nous sélectionnons les clusters qui corresp onden t au meilleur score NS p our c haque mot,
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et nous regardons quelle est la v aleur de � corresp ondan te. La �gure 6.7(a) mon tre la

distribution des v aleurs de � . Les scores NS ne son t jamais optimaux p our � < 2, et

le son t raremen t p our � > 2; 5. Rapp elons que si la distribution des blobs dans les

clusters visuels était gaussienne, nous aurions 95% des blobs dans le cluster p our � = 2
et 99.7% des blobs p our � = 3 (v oir annexe B.1 page 181). Nos résultats son t donc

cohéren ts. La �gure 6.7(b) mon tre les courb es R OC obten ues p our le mot cloud p our

di�éren tes v aleurs de � . Nous remarquons que p our � = 1 , la sp éci�cité (rapp el) reste

à 0 p our tous les p oin ts de la courb e R OC ce qui signi�e que les h yp errectangles son t

trop p etits p our englob er les blobs. Ce phénomène est accen tué à cause de la grande

dimension de l'espace (v oir partie 3.2.1 page 56). C'est certainemen t ce qui explique

p ourquoi aucun des mots ne maximise NS p our � < 2 dans la �gure 6.7(a). P our � = 2 ,

la courb e R OC se termine a v ec une sp éci�cité de 0.78 (1-sp éci�cité=0.22 sur la courb e),

car lorsque tous les blobs son t agrégés, les h yp errectangles corresp ondan t à � = 2
n'englob en t pas tous les v ecteurs de DEV. In v ersemen t, p our � > 3, les h yp errectangles

englob en t très vite tous les v ecteurs de DEV, il n'y a pas de p oin ts de la courb e R OC

p our une sp éci�cité inférieure à 0.30 (rapp elons que 
 = 5% , et donc que c haque p oin t

des courb es R OC corresp ond à l'agrégation de 5% des données). Si nous comparons

les v aleurs de sensibilité p our une sp éci�cité de 0.75 (1-sp éci�cité=0.25 sur la courb e),

nous remarquons qu'elles son t très di�éren tes en fonction de la v aleur � . Il est donc

imp ortan t de tester p our plusieurs v aleurs de � p our obtenir une métho de e�cace.

Dans la deuxième exp érience, nous �xons � , puis nous calculons le score NS mo y en.

La �gure 6.7(c) mon tre que les meilleurs scores son t obten us comme précédemmen t

p our � = 2 et � = 2 ; 5. Nous p ourrions donc c hoisir de réduire le nom bre de v aleurs que

p eut prendre � à ces deux v aleurs. Cep endan t, d'après la �gure 6.7(a), la moitié des

mots obtiennen t leurs meilleurs scores p our � > 3. P our obtenir de b ons scores p our

ces mots, nous supp osons que si un mot obtien t un meilleur score p our � = 5 , il aura

un meilleur score p our � = 3 que p our � = 2 . Nous c hoisissons donc, p our toutes les

autres exp ériences, d'optimiser � parmi p our les v aleurs f 2, 2:5, 3, 3:5g.
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(b) Scores NS sur DEV des 52 mots les plus fré-

quen ts en fonction du nom bre d'images d'appren-

tissage que c haque mot annote. Quatre mots ( sky,

water, tr e e, p e ople ) son t très fréquen ts dans la

base. Ils obtiennen t un faible score NS.

Fig. 6.8 � In�uence de la fréquence des mots dans l'ensem ble d'appren tissage sur les

scores NS

P aramètre � P our réduire le nom bre de v aleurs que p eut prendre � (in tro duit dans

la dé�nition 6.4 page 132) corresp ondan t au nom bre de blobs minimal qui doiv en t être

annotés par un mot p our que l'image soit annotée par ce mot, nous c hoisissons la v aleur

de � corresp ondan t au rapp ort en tre le nom bre mo y en de blobs par image et le nom bre

mo y en de mots-clés par image. En e�et, le nom bre de mots asso ciés a une image indique

le nom bre de concepts présen ts dans cette image. Si le nom bre de mots est inférieur au

nom bre de blobs, c'est que plusieurs blobs corresp onden t au même mot. P ar exemple,

il est couran t que plusieurs blobs d'une image corresp onden t au mot sky , cela est due

à la di�culté de la segmen tation (v oir partie 2.2.2 page 24). Dans notre base, il y a en

mo y enne 3.1 mots-clés par image, et 9.5 blobs par image, soit en viron un mot p our 3

blobs. Nous �xons donc p our toutes les exp ériences de cette thèse � = 3 . Le paramètre

� n'est donc pas optimisé sur l'ensem ble de dév elopp emen t. Nous aurions certainemen t

obten u de meilleurs résultats si nous l'a vions fait.

6.2.4 Résultats des classi�cations sur l'espace à 40 dimensions

Nous faisons donc v arier � parmi f 2, 2:5, 3, 3:5g, et �xons � = 3 et 
 = 5% .

Nous réalisons, p our c haque mot, une CAH sur les données de TRAIN1. Puis, nous

déterminons, p our c haque mot, la v aleur de � et le niv eau qui maximisen t NS sur

DEV1. Ensuite, nous gardons seulemen t p our c haque cluster (du meilleur niv eau) son

v ecteur mo y en et son v ecteur d'écarts-t yp es. En�n, nous calculons le score NS �nal sur

TEST1 uniquemen t à partir des couples de v ecteurs des clusters et de la v aleur de � .

La �gure 6.8(a) donne les scores NS mo y ens obten us à partir des mots annotan t au

moins nbI images dans l'ensem ble d'appren tissage. Si l'on compare les courb es obten ues
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sur DEV et sur TEST, nous remarquons que p our nbI p etit ( 10 � nbI � 40) le score

NS mo y en sur DEV est grand, mais sur TEST il reste constan t. On supp ose que cela

vien t du fait que p our ces mots le nom bre de données d'appren tissage (en tre 100 et 400

blobs) est insu�san t. P our 40 � nbI � 60, les scores NS mo y ens c h uten t brutalemen t.

Une explication serait que p our les mots a y an t un nom bre d'o ccurrences autour de 40,

le nom bre d'exemples est su�san t p our l'appren tissage, mais insu�san t p our qu'il y ait

une div ersité de concepts p our c haque mot. Chaque mot étan t représen té par un unique

t yp e de concepts, il est facile au système d'apprendre les caractéristiques de ce mot. P ar

con tre, si les mots son t présen ts dans plus de 40 images, ils apparaissen t de plus en plus

dans des concepts di�éren ts, et son t donc de plus en plus di�cile à apprendre.

A partir de nbI = 60 , les scores NS mo y ens sur DEV et sur TEST se stabilisen t

mon tran t ainsi que, p our ces mots, nous a v ons su�sammen t de données d'appren tissage

(bien en tendu ces résultats ne son t v alables que sur notre base d'images). Les scores

obten us ne dép enden t plus du nom bre de données d'appren tissage, mais de la capacité

du système à discriminer ces mots, ainsi que de la di�culté de ces mots. En e�et,

certains mots son t plus faciles à discriminer que d'autres. P ar exemple, le mot p e ople

est plus di�cile à discriminer que le mot gr ass , car les utilisateurs qui annoten t les

images metten t le mot p e ople lorsqu'ils v oien t des p ersonnes sur la photos sans p ouv oir

les distinguer clairemen t (sinon ils mettraien t man ou woman ), alors que le mot gr ass

est asso cié à un concept visuel clair asso cian t la couleur v erte à une certaine texture.

V u les résultats donnés dans la �gure 6.8(a), et a�n d'obtenir des scores non faussés

� rapp elons que notre ob jectif à long terme est de p ouv oir traiter de grandes masses

de données � tout en gardan t su�sammen t de mots, nous nous in téresserons p our la

plupart de nos exp ériences seulemen t aux 52 mots qui annoten t au moins 60 images

d'appren tissage.

La �gure 6.8(b) donne les scores NS sur DEV des mots a y an t au moins 60 images

d'appren tissage en fonction du nom bre d'images. Nous remarquons que p our les mots

très fréquen ts sky, water, tr e e, p e ople obtiennen t de faibles scores NS. Nous p ensons que,

de la même manière que dans les do cumen ts textuels certains mots son t trop fréquen ts

p our être discriminan ts, ces quatre mots son t présen ts dans b eaucoup trop d'images

p our être con v enablemen t appris. P ar exemple, le mot sky annote en viron 800 images,

mais il est aussi souv en t présen t dans les autres images d'appren tissage, seulemen t ce

concept visuel est tellemen t couran t que parmi ceux qui on t annoté les images la plupart

n'on t pas jugé utile de l'indiquer. Nous p ouv ons tenir des raisonnemen t similaires p our

les mots water, tr e e et p e ople .

P our les autres mots, nous p ouv ons supp oser que les scores NS obten us indiquen t la

di�culté ou la facilité du système à reconnaître ces mots.

Dé�nition 6.5 Nous dir ons qu'un mot est �c onsistant� s'il obtient un fort sc or e NS.

Les mots qui on t un fort score NS son t : fungus, mushr o om, o c e an, �eld, c at, gr ass,

c ougar, cloud, ic e, snow . Nous remarquons que dans l'ensem ble ce son t des mots qui on t

visuellemen t un sens. P ar exemple, la neige, la glace ou les n uages son t généralemen t

asso ciés à la couleur blanc he a v ec une texture qui leur est caractéristique. Les c hamps
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Fig. 6.9 � Comparaisons des scores NS, obten us sur 2500 images de TEST, p our les

exp ériences 40DIMU et 40DIMH . La distance à la diagonale indique dans quelle mesure

c haque exp érience est plus e�cace que l'autre.

et l'herb e p euv en t être asso ciés à la couleur v erte. Les c hampignons se trouv en t généra-

lemen t dans des lieux où règne la p énom bre. P ar con tre, p our les mots c at (souv en t mis

dans la base COREL p our félin) et c ougar , il est plus di�cile de leur asso cier un sens

visuel, p eut-être une texture de p elage, une forme particulière... Les mots qui on t un

faible score NS son t : p e ople, gar den, plants, closeup, temple, �ower . Si v ous deviez sé-

lectionner une couleur p our caractériser toutes les �eurs, laquelle c hoisiriez-v ous ? P our

le mot �ower , il n'existe pas de couleurs, de formes ou de textures caractéristiques, car

les �eurs p euv en t être rouges, jaunes, violettes... elles p euv en t se présen ter en b ouquet

ou bien dans un jardin... La couleur v erte sem ble être appropriée p our les mots gar den

et plants , mais p eut-être que c'est la seule caractéristique, les autres dimensions visuelles

app ortan t plus de bruit que d'information discriminan te. Nous v o y ons ici qu'il est im-

p ortan t de trouv er une métho de qui nous p ermette de sélectionner les traits visuels les

plus p ertinen ts p our un mot donné. Nous prop oserons deux métho des dans le c hapitre

suiv an t.

6.2.5 Résultats des classi�cations sur d'autres espaces visuels

La �gure 6.9 compare les scores NS p our c haque mot obten us sur les 40 dimensions

de l'espace U (exp érience 40DIMU), et ceux obten us sur les 40 dimensions de l'espace

H (exp érience 40DIMH). La distance à la diagonale indique dans quelle mesure c haque

exp érience est plus e�cace que l'autre. Nous remarquons que certains mots son t mieux

classés dans l'espace H. Ainsi les mots gar den, for est, window, plants, temple, house

obtiennen t de bien meilleurs scores de classi�cation sur H que sur U. Nous étudierons la
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raison p our laquelle ces mots son t mieux discriminés par H que par U dans le c hapitre

suiv an t.

Nous p ouv ons égalemen t comparer les résultats des CAH sur un espace à 40 dimen-

sions a v ec ceux obten us sur des espaces ne con tenan t que les dimensions Lab, que les

dimensions de textures ou que les dimensions de formes. Les �gures et le tableau de la

�gure 6.10 résumen t ces comparaisons. Nous v o y ons qu'en mo y enne les CAH réalisées

sur l'espace Lab donnen t de meilleurs résultats que les CAH réalisaien t sur les espaces

de texture (T12, t4), de forme (F6), et sur les 40 dimensions (40DIMU). Rapp elons que

nous utilisons une distance euclidienne. Or cette distance est très sujette à la malédic-

tion de la dimension. Nous p ouv ons donc supp oser que les scores plus faibles obten us par

40DIMU s'expliquen t en b onne partie à cause de ce problème, mais pas seulemen t. En

e�et, p ourquoi considérer que c haque dimension a la même imp ortance p our classer un

mot donné ? Si l'on compare les résultats obten us p our Lab et p our F6 (�gure 6.10(c)),

nous remarquons que le mot woman est mieux classé sur l'espace de forme que sur Lab.

Si l'on compare forme et texture, nous remarquons que les mots cloud, b e ach, mountain,

wal l, desert, hil ls... son t mieux classés par la texture, tandis que les mots woman, wave,

he ad, le af... le son t mieux par la forme.

6.3 Un exemple d'application : le �ltrage visuel des mots

Dans la section 1.1 page 3 de l'in tro duction, nous a v ons décrit des exemples où les

informations textuelles et visuelles p euv en t être com binées. Gràce à la métho de que

nous a v ons prop osée dans ce c hapitre, nous p ouv ons trouv er des liens en tre les mots et

les informations visuelles. Ces liens nous p ermetten t de passer facilemen t d'une mo dalité

à l'autre : si l'utilisateur fournit un mot, le système sait qu'il doit c herc her des images

a v ec un certain con ten u visuel ; si l'utilisateur fournit une image, le système sait qu'il

doit plutôt rec herc her des images asso ciés à certains mots.

Nous décriv ons main tenan t un exemple d'application du tra v ail décrit dans ce c ha-

pitre. Sur le w eb, les images son t asso ciées a v ec un ensem ble de mots-clés parmi lesquels

certains son t p ertinen ts et d'autres non. Nous souhaitons �ltrer les mots en fonction de

leur p ertinence visuelle par rapp ort à une image. Malheureusemen t, nous ne disp osons

pas de bases d'images du w eb p ermettan t de v alider ce �ltrage. De plus, il faudrait une

v alidation de l'e�cacité du �ltrage par des utilisateurs. Nous prop osons donc une autre

métho de. Nous asso cions tous les mots du lexique à c hacune des images de test. Puis

nous les �ltrons à l'aide des clusters visuels construits sur l'ensem ble d'appren tissage

et optimisés sur l'ensem ble de v alidation. Nous supp osons que les mots de la légende

initiale des images de test son t les mots p ertinen ts p our l'image, et que tous les autres

mots représen ten t les mots non-p ertinen ts de la page w eb. Cette métho de p eut être

comparée à de l'autoannotation d'images à partir du con ten u visuel, mais notre sys-

tème est construit p our tra v ailler sur des images mal légendées et p our p ermettre un

�ltrage grossier des mots qu'il est visuellemen t imp ossible d'asso cier à une image donnée

de test. La �gure 6.11 mon tre un exemple de �ltrage. Les 52 mots les plus fréquen ts du

lexique on t été prop osés aux systèmes. Le système a accepté 20 mots parce qu'au moins
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40DIMU 40DIMH F6 R VB rvS Lab T12 t4

nV 40 40 6 6 6 6 12 4

DEV 0.236 0.221 0.091 0.197 0.281 0.290 0.132 0.099

TEST 0.192 0.204 0.036 0.147 0.251 0.248 0.089 0.040

(a) Mo y ennes des scores NS des 52 mots les plus fréquen ts sur di�éren ts espace visuel. nV

indique le nom bre de dimensions de l'espace visuel.
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Fig. 6.10 � Comparaisons des scores NS des classi�cations de 52 mots, réalisées sur les

espaces visuels Lab, F6, T12, t4, 40DIMU ( � 2 [2; 3:5] et � = 3 )
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Fig. 6.11 � Exemple de �ltrage d'indexation textuelle à partir du con ten u visuel. Les

52 mots les plus fréquen ts son t présen tés au système p our être asso ciés ou non à l'image

en fonction du con ten u visuel de l'image. Ces mots représen ten t les mots (p ertinen ts ou

non p our l'image) d'une page w eb. Un mot est asso cié à l'image si au moins � v ecteurs

visuels de l'image son t dans les clusters visuels de ce mot.

3 v ecteurs visuels de l'image son t dans l'un des clusters de ces mots. Nous p ouv ons

alors calculer le score NS p our cette image à partir des mots de sa légende initiale. P our

obtenir une mesure sur un ensem ble d'images, nous utilisons le score NS mo y en décrit

dans la dé�nition 4.2 page 73. En mo y enne sur les 2483 images de TEST1, nous obte-

nons NS (40DIMU )
moy = 0 :229 et NS (40DIMH )

moy = 0 :239: Cet exemple mon tre commen t nous

p ouv ons �ltrer très simplemen t les mots d'une page w eb à partir des clusters visuels.

6.4 Discussion sur la métho de

Dans ce c hapitre, nous a v ons décrit une métho de qui rec herc he des liens en tre un

mot et les informations visuelles asso ciées aux images annotées par ce mot. P our c haque

mot, les liens son t mo délisés par les zones de l'espace visuel qui p ossèden t le plus de

v ecteurs visuels.

Un a v an tage de cette métho de est qu'elle sto c k e les clusters sous une forme facile

à manipuler et qui demande p eu de capacité de sto c k age : p our c haque cluster , nous

gardons le v ecteur mo y en et le v ecteur d'écarts-t yp es. Cette tec hnique est largemen t

utilisée en base de données. Elle p ermet de classer rapidemen t les v ecteurs. Dans une

application sur un grand v olume de données, nous p ouv ons donc utiliser les tec hniques

classiques d'indexation m ultidimensionnelle (don t certaines son t décrites dans la par-

tie 2.2.4.2 page 30) p our accéder rapidemen t aux clusters visuels. Cep endan t, cette

forme de représen tation supp ose que la distribution des blobs dans c haque cluster et

p our c haque dimension est gaussienne (v oir section 6.1.1 page 129), ce qui n'est pas

forcémen t le cas. Cette appro ximation des clusters n'est donc pas optimale.
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Un autre a v an tage est que con trairemen t à certaines mo délisations statistiques où

c haque dimension visuelle est apprise indép endammen t des autres, l'utilisation de la

CAH a v ec le critère du lien simple p ermet de prendre en compte sim ultanémen t toutes

les dimensions de l'espace a�n de bien caractériser c haque mot.

Nous c herc hons à construire une métho de qui puisse être utilisée sur de grandes

masses de données. Or nous sa v ons que l'algorithme de la CAH est en O(n2) . Il est donc

di�cile de gérer un grand nom bre de données a v ec cet algorithme. Cep endan t, comme

nous utilisons comme données d'en trée un sous-ensem ble de l'ensem ble d'appren tissage

comp osé des images qui son t annotées par le mot étudié, nous n'a v ons �nalemen t que

p eu de données d'appren tissage. C'est l'un des a v an tages d'utiliser une CAH au lieu de

tec hniques qui p ermetten t un appren tissage à partir d'exemples p ositifs et négatifs. De

plus, on p eut utiliser des heuristiques et des appro ximations (Berrani et al. , 2002) p our

accélérer les calculs puisque il est actuellemen t utopique de v ouloir trouv er exactemen t

une zone visuelle qui corresp onde à un mot.

Un autre a v an tage de la CAH est que les résultats obten us son t in terprétables, et que

nous p ouv ons bien paramétrer notre mo dèle en fonction de ce que l'on souhaite obtenir.

Nous p ouv ons en e�et visualiser les clusters et v oir quelles son t les v aleurs des traits

visuels p our c haque mot. De plus, rapp elons que le nom bre de clusters est déterminé

en fonction des données, et non pas donné en paramètres comme dans l'algorithme du

k-me ans . P ar con tre, l'un des incon v énien ts de la CAH est qu'elle ne p ermet pas de

mettre à jour dynamiquemen t la forme des clusters . Il existe cep endan t des métho des

heuristiques qui le p ermetten t (Pigeau & Gelgon, 2006).

Une di�culté de cette métho de est qu'il faut lancer une CAH par mot. Or p our

un v o cabulaire très large, cela p eut représen ter un lourd tra v ail. Cep endan t, à l'aide

d'une on tologie visuelle, c'est-à-dire une on tologie basée sur la similarité visuelle et

séman tique des termes, on p eut réduire le nom bre de mots p our lesquels on doit réaliser

la CAH. Notons que notre métho de n'est pas plus coûteuse que d'autres. P ar exemple,

dans (T sai et al. , 2004), un appren tissage par SVM est e�ectué p our c haque mot. Dans

(Viitaniemi & Laaksonen, 2005), un appren tissage par cartes auto-organisatrices est

e�ectué p our c haque mot. Dans (Carneiro & V asconcelos, 2005), une estimation de

densité est réalisée p our c haque mot. Au lieu d'utiliser une CAH, nous aurions pu utiliser

d'autres tec hniques non-sup ervisées, cela aurait p eut-être donné de meilleurs résultats,

mais ils n'auraien t pas été facilemen t in terprétables. Nous aurions pu égalemen t utiliser

des tec hniques sup ervisées, mais il y aurait eu b esoin de réaliser l'appren tissage sur

plus de données (exemples p ositifs, mais aussi négatifs), et comme les données son t mal

annotées, l'appren tissage serait réalisées sur des données fortemen t bruitées.

Une amélioration de notre mo dèle consisterait à fusionner moins naïv emen t les in-

formations app ortées par c haque blob. En e�et, actuellemen t nous asso cions un mot à

une image si au moins 3 de ces blobs son t dans l'un des h yp errectangles asso ciés au

mot. Nous p ourrions utiliser certaines informations telles que l'aire ou la p osition des

blobs ou les relations spatiales en tre les blobs. Ces informations son t déjà co dées dans

les descripteurs visuels de notre base Corel, mais nous p ourrions p eut-être les utiliser

plus e�cacemen t en les utilisan t dans le mo dèle, plutôt que dans les données. Comme

les images naturelles son t souv en t orien tées de haut en bas, nous p ourrions par exemple
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réaliser une CAH qu'à partir des blobs d'un mot qui son t situés soit au haut, soit en

bas, soit au milieu de l'image. Une autre piste serait d'utiliser un mo dèle conceptuel ou

un mo dèle utilisan t les relations spatiales (v oir partie 2.2.1.4).

La métho de que nous prop osons asso cie un mot à un blob si le v ecteur du blob est

dans un des h yp errectangles du mot. De ce fait, si deux v ecteurs pro c hes son t situés

près de la b ordure de l'h yp errectangle, l'un à l'in térieur et l'autre à l'extérieur, l'un sera

annoté par ce mot et l'autre non, p ourtan t ces deux v ecteurs son t visuellemen t pro c hes.

Or, comme nous l'a v ons vu dans la partie 3.2.1 page 56, dans un espace à grande

dimension, la b ordure p eut o ccup er une grande partie du v olume d'un h yp ercub e. La

plupart des v ecteurs des blobs se trouv en t donc pro c he d'une b ordure et donc risquen t

facilemen t de ne pas être annotés par un mot alors qu'ils son t très pro c hes visuellemen t

des autres v ecteurs présen ts dans l'h yp errectangle. P our améliorer notre mo dèle, il serait

donc in téressan t d'en dériv er un mo dèle qui ne soit pas binaire (une image est soit

asso ciée soit non-asso ciée à un mot), mais qui donne un score à c haque v ecteur en

fonction de sa distance au cen tre de l'h yp errectangle le plus pro c he. Cette distance

p ourra être calculée à l'aide de la distance de Mahalanobis, p our prendre égalemen t

en compte l'imp ortance des v ariations p our c haque dimension. De cette manière, deux

v ecteurs pro c hes auron t une v aleur de distance au cen tre de l'h yp errectangle pro c he. De

plus, nous p ourrons égalemen t prendre en compte dans le score asso cié à c haque image

le nom bre de blobs présen ts dans les clusters . Plus le nom bre de blobs dans un cluster est

grand, plus cela signi�e qu'il caractérise bien le mot. Cep endan t, il y a deux problèmes

à cette appro c he. Le premier problème vien t du fait que deux v ecteurs très di�éren ts

p ourron t a v oir la même distance au cen tre de l'h yp errectangle. Deux blobs visuellemen t

très di�éren ts se retrouv eron t annotés par le même mot (ce problème n'arriv e pas a v ec

le mo dèle b o oléen, car seuls les v ecteurs qui son t dans l'h yp errectangle (sur toutes

les dimensions) son t acceptés, ces v ecteurs son t donc toujours pro c hes visuellemen t). Le

second problème vien t du fait que nous ne disp osons pas de bases qui nous p ermettraien t

de mon trer que ce mo dèle améliore les résultats. Nous p ourrions le v alider en utilisan t

des utilisateurs, mais ce serait très coûteux à mettre en place surtout si nous souhaitons

tester de nom breuses tec hniques de sélection de traits visuels. Nous prop osons donc

d'utiliser le mo dèle b o oléen p our comparer les résultats des exp ériences et ainsi p ouv oir

trouv er les meilleurs métho des et paramètres. Puis, nous p ourrons passer au mo dèle

dériv é non b o oléen sur une application réelle.

Nous n'a v ons pas optimisé tous les paramètres ( � , � ...), car comme nous v oulons

utiliser notre métho de sur de grandes bases d'images, il n'est pas réaliste d'optimiser tous

les paramètres. En réduisan t un p eu les v aleurs que p euv en t prendre les paramètres, nous

gagnons en rapidité et en faisabilité tout en a y an t des résultats pro c hes de l'optimal.

En particulier, cela nous p ermet dans le c hapitre suiv an t de faire un grand nom bre

d'exp ériences a�n de comparer div erses métho des de sélection de traits visuels.



Chapitre 7

Sélection des traits visuels en

fonction du concept rec herc hé à

partir d'images mal annotées

Nous v enons de prop oser une métho de qui p ermet d'asso cier des clusters visuels à

un mot. Cep endan t, cette métho de utilise une distance dans l'espace m ultidimension-

nel. Or, comme nous l'a v ons vu dans la partie 3.2.1, les espaces de grandes dimensions

p ossèden t des propriétés mathématiques particulières qui réduisen t l'e�cacité discrimi-

nan te des distances en tre élémen ts. Certaines métho des, telles que l'A CP, p ermetten t

de réduire le nom bre de dimensions. Cep endan t, les espaces réduits construits par A CP

p erden t souv en t leur capacité discriminan te. Il est donc préférable p our les problèmes de

classi�cation d'utiliser des métho des sup ervisées de réduction du nom bre de dimensions

telles que l'Analyse Linéaire Discriminan te (LD A), ou bien des critères de sélection des

dimensions les plus discriminan tes tels que le critère de Fisher (utilisé par la LD A) ou

bien le critère de la Div ersité Marginale Maximale (MMD).

Comme le mo dèle que nous a v ons prop osé construit des clusters p our c haque mot,

il est imp ortan t que tous les clusters se trouv en t dans le même espace visuel. Nous

ne v oulons donc pas pro jeter les données, mais seulemen t sélectionner les dimensions

visuelles qui son t les plus discriminan tes p our c haque mot, en les c hoisissan t parmi

un ensem ble comm un de descripteurs visuels. De plus, comme nous souhaitons utiliser

notre mo dèle dans le cadre de la rec herc he d'images, nous ne v oulons pas pro jeter les

descripteurs visuels de c haque image p our c haque mot du lexique que nous c herc hons à

asso cier à l'image. Nous utiliserons donc des critères de sélection de traits visuels.

Le critère de Fisher et le critère MMD on t largemen t démon tré leur e�cacité sur

des données bien étiquetées. Cep endan t, les bases d'images généralistes comme les en-

cyclop édies ou bien les images du w eb, son t au mieux étiquetées par image, et non par

blob. Elles son t donc mal annotées.

Dans cette partie, nous démon trons théoriquemen t et exp érimen talemen t que le cri-

tère de Fisher p eut sous certaines conditions être utilisé sur des données mal étiquetées.

Nous mon trons exp érimen talemen t que le critère MMD fonctionne égalemen t sur des

145
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Fig. 7.1 � Princip e de la démonstration de l'ALD A. En haut, les images annotées par

le mot horse (ensem ble T ) con tiennen t des blobs qui représen ten t exactemen t un cheval

(ensem ble S ) et des blobs qui ne le représen ten t pas (ensem ble TG ). En bas, quelques

images non-annotées par le mot horse (ensem ble G ).

données mal annotées. A�n d'améliorer le mo dèle décrit dans le c hapitre précéden t,

nous prop osons des métho des qui prennen t en compte la sélection des traits visuels.

7.1 Appro ximation du critère de Fisher de la LD A (ALD A)

Nous a v ons décrit dans la section 3.2.4 le critère de Fisher utilisé par la LD A dans le

cas où nous a v ons des données bien étiquetées, c'est-à-dire où l'on supp ose que c haque

blob est annoté par le mot représen tan t exactemen t son con ten u. Or, p our la plupart

des données réalistes, nous disp osons d'un ensem ble de mots par image, et non par blob.

Nous ne sa v ons donc pas quel mot de la légende de l'image corresp ond à quel blob. Nous

app elons Appro ximation de la LD A (ALD A) le fait d'utiliser le critère de Fisher sur des

données mal annotées. A�n de mon trer l'e�cacité de l'ALD A, nous calculons le biais

généré par l'utilisation du critère de Fisher sur des données mal annotées.

NB : Cette p artie a été r é alisé e en c ol lab or ation ave c Pasc ale Gir audet et Hervé Glotin

(Glotin et al. , 2006; Glotin et al. , 2005).

Estimation du biais de l'ALD A Notre ob jectif est d'estimer l'erreur induite dans

le calcul de la v aleur des p ouv oirs discriminan ts par ALD A par rapp ort à celle des p ou-

v oirs discriminan ts calculée par LD A, c'est-à-dire calculée sur une base complètemen t
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renseignée (a v ec un lien univ o que en tre c haque mot et c haque ob jet de l'image).

P our cela, nous dé�nissons p our c haque mot w et p our c haque axe ~! les quatre

ensem bles suiv an t :

� S est l'ensem ble des v aleurs calculées à partir des blobs qui représen ten t exacte-

ment le mot w ,

� G est l'ensem ble des v aleurs calculées à partir des blobs qui ne représen ten t p as

le mot w ,

� T est l'ensem ble des v aleurs calculées à partir des blobs annotés par le mot w
(nous supp osons dans cette démonstration que les images son t annotées a v ec des

mots qui corresp onden t exactement à au moins l'un des blobs, on a donc S � T ),

� et TG est le complémen t de S dans T , c'est-à-dire T = TG [ S et TG \ S = ; . De

plus, nTG 6= 0 car sinon l'ensem ble d'appren tissage serait correctemen t annoté.

Le sc héma de la �gure 7.1 explique le con ten u de ces di�éren ts ensem bles sur l'exemple

du mot horse .

P ar la suite, nous faisons l'h yp othèse suiv an te :

Hyp othèse 7.1 Nous supp osons que les donné es des ensembles G et TG ont la même

moyenne et la même varianc e :

� TG = � G et � 2
TG

= � 2
G: (7.1)

Cette h yp othèse est liée à l'indép endance du con texte dans les grandes bases d'images.

P ar exemple, même s'il est plus couran t de trouv er un c hev al dans un en vironnemen t

naturel que dans un bureau, nous supp osons que la mo y enne et la v ariance des dimen-

sions visuelles du fond d'images ne son t pas dép endan tes de la présence du c hev al, du

momen t que le nom bre d'exemples est su�sammen t grand.

Le critère de Fisher (décrit dans la partie 3.2.4.1 page 63) donne la capacité d'un axe

~! à séparer les données selon les classes. Ainsi, p our le mot w , le p ouv oir discriminan t

de l'axe ~! p our séparer les classes formées par les ensem bles S et G p eut être calculé,

en utilisan t les v ariances, par :

JLDA (~! ; w) =
j� 0

S(~! ) � � 0
G(~! )j2

nS:� 02
S(~! ) + nG:� 02

G(~! )
=

� B 0
SG

(~! )

� W 0
SG

(~! )
=

1
VLDA (~! ; w)

(7.2)

a v ec � B SG (~! ) la v ariance in terclasse, � WSG (~! ) la v ariance in traclasse et VLDA (~! ; w) =
� W 0

SG
(~! )

� B 0
SG

(~! ) .

Cep endan t, sur les bases d'images généralistes, nous ne connaissons pas l'ensem ble

S , nous connaissons seulemen t les ensem bles T et G . Nous p ouv ons donc seulemen t

calculer le critère de Fisher appro ximé

1

:

ĴLDA (~! ; w) =
j� T � � G j2

nT :� 2
T + nG:� 2

G
=

� B T G

� WT G

=
1

V̂LDA (~! ; w)
(7.3)

1

P our facilité la lecture des form ules, nous ne précisons plus dans les form ules que les données son t

pro jetées sur l'axe ~! .
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a v ec � B T G la m v ariance in terclasse, � WT G la v ariance in traclasse et V̂LDA (~! ; w) =
� W T G
� B T G

.

Nous allons main tenan t démon trer la prop osition suiv an te :

Prop osition 7.1 (Appro ximation de la LD A) L es r angs des axes ~! or donnés en

fonction de leurs valeurs VLDA (~! ; w) =
� W SG
� B SG

sont similair es aux r angs des axes ~!

or donné es en fonction de leurs valeurs V̂LDA (~! ; w) =
� W T G
� B T G

au moins p our les axes qui

ont les plus forts p ouvoirs discriminants.

Cette prop osition signi�e que l'ordre des axes obten u à partir des p ouv oirs dis-

criminan ts appro ximés est similaire à l'ordre des axes que l'on aurait obten u si les

données étaien t bien annotées. P ar conséquen t, p our un mot donné w , la sélection des

axes les plus discriminan ts d'après VLDA (~! ; w) p eut être réalisée à partir du calcul de

V̂LDA (~! ; w) . P our démon trer la prop osition, nous allons exprimer V̂LDA (~! ; w) en fonc-

tion de VLDA (~! ; w) .

Démonstration Soit pS = nS
nT

et qS = 1 � pS = nT � nS
nT

=
nTG
nT

.

Nous a v ons � T = qS � � TG + pS � � S , et donc :

� T = qS � � G + pS � � S: (7.4)

Soit b~! la v aleur du blob b sur l'axe ~! , écriv ons � 2
T en fonction

2

de � 2
S et de � 2

G , p our

tout ~! 2 T :

� 2
T = 1

nT

P
b2 T

�
b~! � � T

� 2

= 1
nT

P
b2 T

�
b~! � qS � � G � pS � � S

� 2

= 1
nTG

P

b2 TG

�
(b~! � � G) + pS(� G � � S)

� 2
+ 1

nS

P

b2 S

�
(b~! � � S) + qS(� S � � G)

� 2

= 1
nTG

P
b2 TG

(b~! � � TG )2 + 2pS(� G � � S) 1
nTG

P
b2 TG

(b~! � � G)

+ p2
S(� G � � S)2 P

b2 TG

1
nTG

+ 1
nS

P
b2 S (b~! � � S)2

+2qS(� S � � G) 1
nS

P
b2 S (b~! � � S) + q2

S(� S � � G)2 P
b2 S

1
nS

= qS � � 2
TG

+ 2pS(� G � � S)
�

1
nTG

P
b2 TG

b~! � � G
P

b2 TG

1
nTG

�
+ p2

S(� G � � S)2qS

+ pS � � 2
S + 2qS(� S � � G)

�
1

nS

P
b2 S b~! � � S

P
b2 S

1
nS

�
+ q2

S(� S � � G)2pS

= qS � � 2
G + 2pS(� G � � S)(qS � � TG � � G � qS) + p2

S � qS(� G � � S)2

+ pS � � 2
S + 2 � qS � (� S � � G) � (pS � � S � � S � pS) + q2

S � pS(� S � � G)2:

Finalemen t :

� 2
T = qS � � 2

G + pS � � 2
S + pS � qS � (� G � � S)2: (7.5)

2

Dans (Glotin et al. , 2005) et (Glotin et al. , 2006), nous a v ons utilisé la v ariance dans le cas de

distribution de probabilité dé�nie par � 2
T =

P
x u;i 2 T

�
xu;i � � T

� 2
P(xu;i ) a v ec P(xu;i ) la densité de

l'axe xu;i . Dans ce c hapitre, nous utilisons la dé�nition de la v ariance dans le cas discret.
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Nous p ouv ons à présen t dériv er et lier � B T G et � B SG :

� B T G = nT
nT + nG

�
� T � nT �� T + nG �� G

nT + nG

� 2
+ nG

nT + nG

�
� G � nT �� T + nG �� G

nT + nG

� 2

= nT
nT + nG

�
nG �� T � nG �� G

nT + nG

� 2
+ nG

nT + nG

�
nT �� G � nT �� T

nT + nG

� 2

= nT �nG (� T � � G )2

(nT + nG )2

(7.6)

� B T G =
nT � nG � (qS � � G + pS � � S � � G)2

(nT + nG)2 =
nT � nG � p2

S(� S � � G)2

(nT + nG)2

� B T G =
nG � n2

S � (� S � � G)2

nT � (nT + nG)2 : (7.7)

De la même manière que dans l'équation 7.6, nous p ouv ons dériv er � B SG :

� B SG =
nS � nG � (� S � � G)2

(nS + nG)2 : (7.8)

Finalemen t, à partir des équations 7.7 et 7.8, nous obtenons :

� B T G =
nS � (nS + nG)2

nT � (nT + nG)2 � � B SG : (7.9)

Nous dériv ons égalemen t les v ariances in traclasses � WT G et � WSG :

� WT G = nT �� 2
T + nG �� 2

G
nT + nG

= nT �(qS �� 2
G + pS �� 2

S + pS �qS �(� G � � S )2 )+ nG �� 2
G

nT + nG

= (qS �nT + nG )�� 2
G + pS �nT �� 2

S + pS �qS �nT �(� G � � S )2

nT + nG

� WT G =
(nT � nS + nG) � � 2

G + nS � � 2
S + pS � qS � nT � (� G � � S)2

nT + nG
: (7.10)

Or par dé�nition � WSG = nS �� 2
S + nG �� 2

G
nS + nG

, donc � 2
G = nS + nG

nG
� � WSG � nS �� 2

S
nG

:

� WT G =
(nT � nS + nG) �

� nS + nG
nG

� � WSG � nS �� 2
S

nG

�
+ nS � � 2

S + pS � qS � nT � (� G � � S)2

nT + nG

=
(nT � nS + nG) � (nS + nG)

nG � (nT + nG)
�� WSG �

nS � (nT � nS)
nG � (nT + nG)

�� 2
S+

nS � (nT � nS)
nT � (nT + nG)

�(� G � � S)2:

(7.11)

V̂LDA (~! ; w) =
(nT � nS + nG )�(nS + nG )

nG �(nT + nG ) � � WSG � nS �(nT � nS )
nG �(nT + nG ) � � 2

S + nS �(nT � nS )
nT �(nT + nG ) � (� G � � S)2

nS �(nS + nG )2

nT �(nT + nG )2 � � B SG

=
nT (nT � nS + nG)(nT + nG)

nG � nS(nS + nG)
� WSG

� B SG

+
(nT � nS)(nT + nG)

nS � nG

�
1 �

nT

nG

� 2
S

(� G � � S)2

�
:



150 Sélection des traits visuels en fonction du concept rec herc hé à partir d'images mal annotées

10 10.5 11 11.5 12 12.5 13 13.5 14 14.5 15
0

10

20

30

40

50

60

70

80

90

100

N
om

br
e 

de
 m

ot
s

A

(a) Distributions des 143 mots

les plus fréquen ts p our A(w) sur

TRAIN1

9 9.5 10 10.5 11 11.5
0

10

20

30

40

50

60

70

80

90

100

N
om

br
e 

de
 m

ot
s

B

(b) Distributions des 143 mots

les plus fréquen ts p our B (w) sur

TRAIN1

0 0.05 0.1 0.15 0.2 0.25
0

10

20

30

40

50

60

70

80

90

100

N
om

br
e 

de
 m

ot
s

n
T
/n

G

(c) Distributions des 143 mots

les plus fréquen ts p our le rap-

p ort

n T
n G

sur TRAIN1

Fig. 7.2 � Distributions des mots p our A(w) , B (w) et

nT
nG

.

Finalemen t :

V̂LDA (~! ; w) = A(w) � VLDA (~! ; w) + B (w) �
�

1 � C(~! ; w)
�

: 2 (7.12)

A(w) et B (w) son t des constan tes strictemen t p ositiv es et indép endan tes de l'axe

~! (elles dép enden t uniquemen t du nom bre de blobs des ensem bles T; S et G p our un

mot w donné). Les �gures 7.2(a) et 7.2(b) mon tre les v aleurs de A(w) et de B (w) sur

la base Corel.

Si C(~! ; w) est p etit dev an t 1 alors V̂LDA (~! ; w) est une fonction linéaire de

VLDA (~! ; w) . Or C(~! ; w) est p etit dev an t 1, si :

nT

nG
est p etit dev an t 1, (7.13)

et si � 2
S est p etit dev an t (� G � � S)2: (7.14)

L'h yp othèse 7.13 est facilemen t v éri�ée, car il su�t de ra jouter des images non

étiquetées par w dans la base p our que nG augmen te. La �gure 7.2(c) donne les v aleurs

obten ues sur COREL. On v oit que p our la plupart des mots ce rapp ort v aut 0:01 ce

qui con vien t, mais que p our les mots les plus fréquen ts ce rapp ort attein t 0:25, et n'est

donc plus p etit dev an t 1. Les mots qui on t un rapp ort sup érieur à 0:20 son t water, tr e e,

p e ople, sky . P our ces mots, la métho de ALD A générera des erreurs d'ordre des p ouv oirs

discriminan ts.

L'h yp othèse 7.14 est v éri�ée p our les axes les plus discriminan ts de c haque mot.

Finalemen t, même si l'on ne connaît pas quel blob doit être étiqueté par le mot w ,

l'ordre des axes est similaire p our V̂LDA (~! ; w) et VLDA (~! ; w) , au moins p our les axes

les plus discriminan ts.
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Fig. 7.3 � Distributions des traits visuels et v aleurs des p ouv oirs discriminan ts p our

le mot-clé snow . Les traits son t ordonnés du plus au moins discriminan t par ALD A

(�gure (a) et haut �gure (b)) ou par AMMD (bas �gure (b)). P ar ALD A, N1 est le trait

visuel �V� de R VB, N2 est �b� de Lab, N3 est �écart t yp e du a� de Lab, N4 est �écart

t yp e du g� de rvS et N40 est �texture 15� où W et NW se confonden t. P ar AMMD,

parmi les 4 premiers traits visuels trois son t les mêmes que par ALD A.

7.2 Appro ximation de la Div ersité Marginale Maximale

(AMMD)

De même que p our le critère de Fisher, le critère de la div ersité marginale maximale

(MMD) (décrit dans la partie 3.2.5 page 65) doit être utilisé sur des données bien étique-

tées. Or nous souhaitons sa v oir si ce critère fonctionne sur des données mal étiquetées

comme celles de COREL ou du w eb. Dans la partie précéden te, nous a v ons démon tré

théoriquemen t que l'ordre des traits visuels c hoisi par le critère de Fisher était, sous cer-

taines conditions, iden tique à celui que l'on aurait obten u si les données a v aien t été bien

étiquetées. Nous sa v ons que le critère MMD réalise une meilleure sélection des traits

visuels que le critère de Fisher, car il ne fait pas d'h yp othèse de gaussianité des données.

Donc si nous mon trons exp érimen talemen t sur des données mal étiquetées que le critère

MMD donne de meilleurs résultats que le critère de Fisher, nous aurons démon tré l'e�-

cacité du critère MMD sur des données mal annotées. Nous app elons métho de AMMD

l'utilisation du critère MMD sur des données mal annotées.

Dans notre cas, nous a v ons seulemen t deux classes MOT et NONMOT que nous

essa y ons de discriminer. Nous p ouv ons donc calculer la div ersité marginale de l'axe vu

p our le mot wj sous la forme :

ĴMD (vu ; wj ) = p(vu jCwj ) log
p(vu jCwj )

p(vu)
+ p(vu jC: wj ) log

p(vu jC: wj )

p(vu)
: (7.15)
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où p(vu) est la densité de vu , Cwj est la classe MOT qui con tien t les v ecteurs des images

annotées par le mot wj et C: wj est la classe NONMOT qui con tien t les v ecteurs des

images qui ne son t pas annotées par wj .

Le nom bre nC: w j
de v ecteurs utilisés p our construire p(vu jC: wj ) est très grand

dev an t le nom bre nCw j
de v ecteurs utilisés p our construire p(vu jCwj ) . La �gure 7.2(c)

donne ce rapp ort p our la base COREL (sur cette �gure, nT = nCw j
et nG = nC: w j

).

Les densités p(vu jC: wj ) et p(vu) son t donc pratiquemen t confondues, et nous p ouv ons

appro ximer p(vu) par p(vu jC: wj ) :

p(vu) ' p(vu jC: wj ): (7.16)

Si nous remplaçons p(vu) par p(vu jC: wj ) dans la form ule 7.15, le deuxième terme s'an-

n ule, et la form ule devien t :

ĴMD (vu ; wj ) ' p(vu jCwj ) log
p(vu jCwj )

p(vu jC: wj ):
(7.17)

Nous p ouv ons alors calculer ĴMD (vu ; wj ) à partir des histogrammes des classes Cwj et

C: wj p our le trait vu :

ĴMD (vu ; wj ) ' ~hT
vu ;k log(~hvu ;Cw j

:=~hvu ;C: w j
) (7.18)

où

~hvu ;Cw j
est l'histogramme du trait vu p our la classe Cwj ,

~hvu ;C: w j
est l'histogramme

du trait vu p our la classe C: wj et où le logarithme et la division := son t e�ectués élémen t

par élémen t.

La �gure 7.3(a) mon tre des exemples de distributions p our ces deux classes. Le

critère ĴMD (vu ; wj ) mesure la distance en tre les deux distributions. Plus cette distance

est grande, plus le trait visuel est discriminan t p our le mot.

Il est cep endan t di�cile de déterminer quel est le pas idéal de quan ti�cation. Si le

pas est trop grand, l'histogramme obten u ne sera pas assez informatif, s'il est trop p etit,

certains élémen ts de l'histogramme p ourraien t être vides, en traînan t des ab errations à

cause du logarithme et de la division. Nous utiliserons le critère classique qui prop ose

de calculer le nom bre nh de dimensions de l'histogramme par :

nh = p
p

nq: (7.19)

7.3 Amélioration du mo dèle

Dans la partie 6.1.1 page 126, nous a v ons mo délisé l'asso ciation en tre les traits

visuels et un mot au mo y en de clusters visuels. Nous prop osons d'améliorer ce mo dèle

en construisan t les h yp errectangles non pas sur l'espace en tier, mais sur des sous-espaces

construits à partir des dimensions qui son t les plus discriminan tes p our un mot donné

selon le critère ALD A ou AMMD.

Notons que nous n'e�ectuons aucune pro jection, nous sélectionnons seulemen t les di-

mensions existan tes. En e�et, l'utilisation de pro jections dans le cadre d'une application
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en rec herc he d'information (moteur de rec herc he d'images, �ltrage...) serait trop lourde,

car il faudrait p our c haque mot du lexique tra v ailler dans un espace di�éren t. Nous

utilisons seulemen t le critère de Fisher appro ximé ou le critère AMMD p our év aluer la

capacité discriminan te d'une dimension visuelle existan te p our un mot donné.

Une des di�cultés de la réduction du nom bre de dimensions est de déterminer au-

tomatiquemen t quel sera le nom bre de dimensions qui p ermettra à la fois d'augmen ter

la rapidité des calculs, de ne pas rencon trer le problème des grandes dimensions, et de

réduire le fossé séman tique.

7.3.1 Détermination automatique du nom bre de dimensions

Une première métho de naïv e consiste à �xer arbitrairemen t un nom bre de dimensions

iden tique p our tous les mots. Nous app elons NBEST la métho de consistan t à prendre

les N premières dimensions visuelles les plus discriminan tes p our un mot donné.

Une tec hnique utilisée dans le cas d'une A CP est de c hoisir le nom bre de dimen-

sions en fonction de l'information qu'elles con tiennen t, information exprimée par leurs

v ariances cum ulées (v oir form ule 3.21 page 60). En nous inspiran t de ce critère, nous

prop osons la métho de NAD APT � qui consiste à c hoisir p our c haque mot w le nom bre

N de dimensions, ordonnées de la plus discriminan te vw
1 à la moins discriminan te vw

nV
,

qui cum ulen t � % de la somme totale des p ouv oirs discriminan ts D̂P (= ĴLDA ou ĴMD ),

c'est-à-dire que le système détermine automatiquemen t N en fonction de la solution de

l'équation :

NX

u=1

D̂P (vw
u ; w) = �

nVX

u=1

D̂P (vw
u ; w) (7.20)

où nV est le nom bre de dimensions de l'espace visuel.

7.3.2 Distance en tre les p oin ts dans l'espace réduit

Soit 	 = f vw
1 ; vw

2 ; � � � ; vw
N g l'ensem ble des N dimensions sélectionnées par ALD A ou

AMMD p our le mot w . P our améliorer notre mo dèle, nous mo di�ons deux parties de

l'algorithme décrit dans la partie 6.1.1 page 126 :

� la distance en tre deux blobs est e�ectuée seulemen t sur les dimensions appartenan t

à 	 , c'est-à-dire seulemen t sur N dimensions,

� le critère d'appartenance d'un blob à un cluster visuel (phase de test), donné

équation 6.7 page 131, est e�ectué :

* soit sur les N dimensions de 	 , l'équation 6.7 page 131 devien t alors :

bp 2 Ck (w) ssi 8u 2 	 jjCk;u (w) � bp;u jj � � � � Ck (w);u : (7.21)

Nous app elons ce critère TSurNDIM (p our T est Sur N DIMensions).

* soit sur toutes les dimensions comme dans l'équation 6.7. Nous app elons ce

critère TSur40DIM (p our T est Sur 40 DIMensions).

Si le nom bre de traits visuels c hoisi par la métho de NBEST ou NAD APT est

su�sammen t p etit ( N < 16 d'après (W eb er et al. , 1998)), le calcul de la distance en tre
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deux blobs e�ectué seulemen t sur l'espace réduit ne sera pas soumis à la malédiction de

la dimension.

D'un autre coté, les dimensions qui n'on t pas été sélectionnées con tiennen t quand

même de l'information, c'est p ourquoi nous prop osons de réaliser le test d'appartenance

d'un blob à un cluster visuel sur toutes les dimensions (critère TSur40DIM ). Nous

démon trons exp érimen talemen t que ce critère est v alide.

Au niv eau du sto c k age des v ecteurs des images, les deux critères nécessiten t la même

taille de disque dur, car c haque mot utilise des traits visuels di�éren ts, nous sommes

donc obligés de garder toutes les dimensions visuelles.

Au niv eau de la complexité, le critère TSur40DIM n'est pas b eaucoup plus coûteux

que le critère TSurNDIM , car il nécessite le même nom bre N de calculs p our le calcul

de la distance en tre blobs, et 2� nV comparaisons p our le calcul de l'appartenance d'un

blob à un cluster , alors que p our le critère TSurNDIM 1 � nV + 2 � N calculs son t

nécessaires ( 1 � nV car il faut v éri�er p our c haque dimension visuelle si elle appartien t

à 	 ou non, et 2 � N car p our c haque dimension de 	 , il faut v éri�er si la v aleur du

v ecteur du blob est en tre les deux b ornes du cluster ).

7.3.3 F usions préco ces et tardiv es d'espaces visuels

A�n de réduire le fossé séman tique, il p eut être in téressan t de com biner plusieurs

espaces visuels. En e�et, un certain mot p ourra être bien discriminé par certains traits

visuels d'un espace visuel, mais aussi par certains traits visuels d'un autre espace.

F usion Préco ce Brute Une première façon de faire est simplemen t de concaténer les

espaces visuels a�n d'obtenir un espace visuel de plus grande dimension, puis d'appliquer

l'ALD A et l'AMMD sur le nouv el espace. Cep endan t, certains espaces visuels a y an t

des caractéristiques particulières, les p ouv oirs discriminan ts ĴLDA (ou ĴMD ) des traits

visuels, même après normalisation, ne seron t pas comparables, et donc l'ordre des traits

visuels obten us ne p ermettra pas de sélectionner les traits visuels les plus discriminan ts.

Nous app elons cette métho de Fusion Précoce Br ute .

F usion Préco ce NSBest P our remédier au problème des p ouv oirs discriminan ts

non-comparables, nous prop osons de c hoisir le rang des traits visuels en fonction de leur

p ouv oir discriminan t, mais aussi en fonction des résultats de classi�cation obten us sur

DEV. P our c haque espace visuel, nous ordonnons les traits visuels par ALD A (ou par

AMMD). Puis, p our c haque mot et p our c haque espace, nous réalisons une CAH. Soit

NS� i le score NS obten u p our un mot sur DEV dans l'espace � i , nous ordonnons les

traits visuels de tous les espaces tels que la prop ortion de traits visuels de c haque espace

� i dans les N premiers traits du nouv eau classemen t tende v ers :

NS� iP
� i

NS� i

(7.22)

quelle que soit la v aleur de N . P ar exemple, supp osons que nous a y ons p our un mot

donné NSU = 0 :4 et NSH = 0 :2, alors p our N = 6 , nous sélectionnons les 4 traits
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visuels les plus discriminan ts de l'espace U et les 2 traits visuels les plus discriminan ts

de l'espace H. Nous p ouv ons alors, en optimisan t toujours sur DEV, réaliser une CAH

sur TRAIN dans ce nouv el espace, puis un classemen t sur TEST. Nous app elons cette

métho de Fusion Précoce NSBest .

F usion T ardiv e Nous p ouv ons égalemen t, p our c haque mot, sélectionner l'espace

visuel qui obtien t le meilleur score NS sur DEV. A � �xé, nous réalisons p our c haque

mot une CAH sur DEV et dans c haque espace visuel, puis nous sélectionnons l'espace

visuel qui a obten u le meilleur score NS. Nous gardons alors seulemen t les clusters visuels

corresp ondan t à cet espace visuel, puis nous e�ectuons la phase de TEST seulemen t sur

l'espace visuel qui donne le meilleur score NS. Nous app elons cette métho de Fusion

T ardive .

La métho de Fusion Précoce NSBest est la plus lourde à e�ectuer, car elle né-

cessite la réalisation d'une CAH sur c haque espace visuel, puis encore d'une nouv elle

CAH sur l'espace visuel construit.

7.4 Exp érimen tations

Dans cette partie, l'exp érience 40DIMU (sans sélection de traits visuels sur l'es-

pace usuel U) nous sert de référence. Nous allons comparer les résultats obten us p our

40DIMU a v ec les résultats de di�éren tes exp ériences de sélection de traits visuels. P our

c haque exp érience, nous appliquons toujours le même proto cole utilisé dans le c hapitre

précéden t que nous rapp elons main tenan t. Nous utilisons exactemen t le même corpus

et les mêmes ensem bles que dans le c hapitre précéden t (v oir partie 6.2.1 page 133).

TRAIN1 est emplo y é p our construire les clusters visuels par CAH. P our c haque mot,

nous faisons v arier � 2 f 2; 2:5; 3; 3:5g et �xons � = 3 et 
 = 5% , puis nous détermi-

nons le niv eau et la v aleur de � qui donnen t le meilleur score NS sur DEV1, et en�n

nous réalisons la phase de test sur TEST1 à partir seulemen t des v ecteurs mo y ens et

d'écarts-t yp es des clusters et de la v aleur de � .

7.4.1 Étude du c hoix des traits visuels par ALD A et par AMMD

Nous calculons le critère de Fisher appro ximé ĴLDA (décrit dans la partie 7.1

page 146) et le critère MMD appro ximé ĴMD (donné dans la form ule 3.39 page 66)

p our c haque trait visuel et p our c haque mot à partir des données des classes MOT et

NONMOT. Nous ordonnons alors les traits visuels en fonction de la v aleur des p ouv oirs

discriminan ts obten ue p our c haque mot. La �gure 7.3(b) page 151 donne un exemple

d'ordonnancemen t des traits visuels par ALD A et AMMD p our le mot snow . Nous re-

marquons que, aussi bien par ALD A que par AMMD, les premiers traits visuels on t un

fort p ouv oir discriminan t, puis les v aleurs dimin uen t, et à partir du rang 15 en viron les

traits visuels on t un faible p ouv oir discriminan t. Il sem ble donc n'y a v oir p our ce mot

qu'une quinzaine de traits visuels sur les 40 qui son t in téressan ts.

La �gure 7.4 compare le nom bre de fois qu'apparaît c haque trait dans les 10 traits

les plus discriminan ts p our les 143 mots les plus fréquen ts par ALD A ou par AMMD
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(b) U AMMD N = 10
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(c) H ALD A N = 10
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(d) H AMMD N = 10

Fig. 7.4 � T aux de sélection des traits visuels dans les 10 traits les plus discriminan ts

(N=10) en fonction de la métho de de sélection (ALD A ou AMMD) sur les espaces visuels

U et H p our c hacun des 143 mots les plus fréquen ts. Le calcul du taux est normalisé par

la fréquence d'apparition des mots. F6 (traits 1 à 6), R VB (traits 7 à 11), rvS (traits 12

à 17), Lab (traits 18 à 23), T12 (traits 24 à 35), t4 (traits 36 à 40).

sur les espaces U et H. Nous remarquons que les critères de sélection ALD A et AMMD

c hoisissen t dans l'ensem ble les mêmes traits visuels. Cep endan t, p our certains traits

visuels, elles on t des p ositions an tagonistes. P ar exemple, sur U, l'ALD A c hoisi raremen t

le trait 3 (aire du blob) tandis que l'AMMD le c hoisit fréquemmen t. Cela vien t p eut-

être que l'erreur faite par l'ALD A (et la LD A), en supp osan t que les classes MOT

et NONMOT p euv en t être représen tées par leur mo y enne et leur v ariance (h yp othèse

de gaussianité), est plus imp ortan te sur certaines dimensions. D'ailleurs, le troisième

histogramme en haut à gauc he de la �gure A.2(a) page 180 mon tre que l'histogramme

de l'aire sur TRAIN1 n'a pas du tout une forme gaussienne. Sur U, certains traits visuels

ne son t c hoisis ni par ALD A ni par AMMD, par con tre, ils p euv en t être c hoisis par H.

C'est le cas, par exemple, des 4 dernières textures. Sur H, il y a très p eu de traits

visuels qui ne son t jamais sélectionnés. p our expliquer cela, nous p ouv ons faire deux

h yp othèses : soit tous les traits visuels de H con tiennen t une information discriminan te,

soit comme un seul v ecteur visuel par image est présen t sur H, nous a v ons en mo y enne

10 fois moins de données que sur U, et les critères ALD A et AMMD fon t plus d'erreurs.

Nous remarquons que nous p ouv ons séparer les traits visuels en deux catégories :

� les traits visuels qui son t discriminan ts p our certains mots, mais pas p our d'autres,
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� et les traits qui on t un faible p ouv oir discriminan t p our tous les mots, qui ne son t

donc jamais dans les premiers traits les plus discriminan ts.

7.4.2 A v ec ou sans sélection par ALD A

Nous v enons d'étudier les v aleurs des p ouv oirs discriminan ts, nous allons main tenan t

v oir si en construisan t des espaces visuels uniquemen t à partir des traits visuels les plus

discriminan ts au sens de l'ALD A nous p ouv ons améliorer les résultats de classi�cation

sur l'espace visuel en tier. Rapp elons que la CAH nous p ermet d'apprendre les zones

de l'espace visuel qui représen ten t le mieux un mot ainsi que les dép endances en tre les

traits visuels. P ar exemple, le mot sky devrait être asso cié à une forte v aleur p our bleu,

et dans le même temps à une forte v aleur p our la p osition y .

La �gure 7.5 compare les résultats obten us p our les di�éren tes métho des décrites

dans les parties 7.3.1 et 7.3.2. Remarquons tout d'ab ord que toutes les courb es sur

TEST tenden t v ers le p oin t corresp ondan t à 40DIMU (quand le nom bre de dimensions

mo y en v aut 40), car l'exp érience 40DIMU est équiv alen te aux 8 exp ériences nommées

TSurNDIM/TSur40DIM NAD APT1.0/40BEST U ALD A/AMMD .

Critères TSurNDIM et TSur40DIM La �gure 7.5(a) compare, d'une part, les

scores obten us sur DEV et sur TEST, et, d'autre part, les scores obten us par les critères

TSurNDIM et TSur40DIM , sur l'espace visuel U, par la métho de ALD A. Les scores

sur DEV son t bien en tendus meilleurs que sur TEST, car les paramètres son t optimisés

sur DEV. Nous remarquons que la métho de ALD A p ermet d'améliorer sensiblemen t la

mo y enne des scores NS sur U. Nous remarquons égalemen t que le critère TSur40DIM

donne de meilleurs résultats que TSurNDIM p our N < 15. L'exp érience TSur40DIM

NAD APT0.30 U ALD A donne les meilleurs résultats sur DEV et sur TEST.

P ar con tre, sur H (�gure 7.5(c)), la métho de ALD A ne p ermet pas d'augmen ter

les scores NS par rapp ort à 40DIMH. Cela vien t p eut-être du fait que nous n'a v ons

pas assez de données d'appren tissage. En ce qui concerne les critères TSurNDIM et

TSur40DIM , nous remarquons que, sur H, TSur40DIM p ermet de stabiliser les résul-

tats. Comme c'est le calcul des distances qui est le plus coûteux, il est plus in téressan t

au niv eau du temps de calcul d'utiliser le critère TSur40DIM a v ec une v aleur faible

p our � , que de réaliser 40DIMH.

Nous notons égalemen t que, sur l'espace H comme sur l'espace U, le gain du critère

TSur40DIM sur le critère TSurNDIM est d'autan t plus grand que N est p etit.

Métho des NAD APT et NBEST La �gure 7.5(b) mon tre que la métho de NA-

D APT donne des résultats équiv alen ts ou meilleurs que la métho de NBEST (décrit

dans la partie 7.3.1 page 153) p our N < 12. Nous en déduisons qu'il est préférable de

sélectionner p our c haque mot un nom bre de dimensions di�éren t adapté aux v aleurs de

p ouv oirs discriminan ts des traits visuels. P ar la suite, nous e�ectuons nos exp ériences

a v ec la métho de NAD APT, car nous sa v ons que nous obtiendrons des résultats similaires

a v ec la métho de NBEST.
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NAD APT0.30 ALD A

Nom bre mo y en 40DIM 40DIM Lab TSurNDIM TSur40DIM

de dimensions... U H U H U H

... p our calcul � 40 40 6 3.1 3.5 3.1 3.5

... p our le test 40 40 6 3.1 3.5 40 40

mo y . NS DEV 0.236 0.221 0.290 0.275 0.173 0.304 0.226

mo y . NS TEST 0.192 0.204 0.248 0.255 0.135 0.275 0.187

(e) Scores NS mo y ens sur 52 mots en fonction du nom bre de dimensions utilisées p our le calcul

de la distance � en tre blobs, et p our la phase de test (appartenance d'un blob à un cluster ).

Fig. 7.5 � Comparaisons des mo y ennes des scores NS des 52 mots les plus fréquen ts en

fonction de di�éren ts critères (a v ec 2500 images de DEV et 2500 images de TEST). La

métho de TSur40DIM NAD APT donne globalemen t les meilleurs résultats.
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Critères d'agrégation Nous a v ons fait le c hoix d'utiliser le critère du Lien Simple

(expliqué dans la partie 3.1.2.3 page 48) p our toutes nos exp ériences. Or nous sa v ons que

ce critère est sensible à un e�et de c haîne (v oir �gure 3.3 page 53). Cep endan t, comme

le mon tre la �gure 7.5(d), quand le nom bre de dimensions est faible, ce critère donne de

meilleurs résultats que les critères du Lien Maxim um et du Lien Mo y en. Deux raisons

p euv en t expliquer ces résultats. La première est que l'e�et de c haîne est moins imp ortan t

en faible dimension. La deuxième est que le critère du Lien Simple est plus adapté à

notre tâc he qui consiste à retrouv er les regroup emen ts de blobs (un ou deux grands

clusters ) que les autres critères qui eux on t plutôt tendance à trouv er des partitions

(plusieurs p etits clusters ).

Si nous regardons globalemen t les courb es des �gures 7.5(a), 7.5(b) et 7.5(c), nous

notons que, à partir d'un nom bre de dimensions équiv alen t à 15, les scores dimin uen t

len temen t sur U ou cessen t d'augmen ter sur H, nous en déduisons que nous rencon trons

p eut-être un phénomène de malédiction de la dimension (W eb er et al. , 1998).

Le tableau 7.5(e) compare quelques résultats. L'exp érience TSur40DIM NA-

D APT0.30 U ALD A donne les meilleurs résultats sur DEV et sur TEST. En par-

ticulier, nous remarquons qu'elle donne de meilleurs résultats que ceux obten us sur

l'espace visuel Lab qui étaien t les meilleurs résultats dans le précéden t c hapitre (v oir

par exemple le tableau 6.10(a) page 141). Notons égalemen t que même si le score sur

DEV de l'exp érience sur Lab est meilleur que celui de l'exp érience TSurNDIM NA-

D APT0.30 U ALD A , ce n'est pas le cas sur TEST. Ce qui nous laisse p enser que

l'exp érience TSurNDIM NAD APT0.30 U ALD A est plus in téressan te que Lab.

P our résumer, dans cette section, nous a v ons conclu exp érimen talemen t, a v ec la

métho de ALD A, que :

� le critère TSur40DIM est plus in téressan t que TSurNDIM ,

� NAD APT donne des résultats très légèremen t meilleurs que NBEST,

� la métho de ALD A fonctionne sur U, mais pas sur H.

Nous a v ons égalemen t réalisé les mêmes exp ériences a v ec la métho de AMMD et les

résultats nous p ermetten t d'obtenir les mêmes conclusions.

7.4.3 Résultats mot par mot

La �gure 7.6(a) compare les scores NS de c haque mot p our les exp ériences 40DIMU

et TSur40DIM NAD APT0.30 U ALD A . Cette dernière améliore sensiblemen t les

scores NS de la plupart des mots (tous ceux situés au-dessus de la diagonale). Cep endan t,

certains mots obtiennen t de meilleurs résultats par 40DIMU.

La �gure 7.7(a) mon tre les courb es R OC corresp ondan t à l'appren tissage du mot

woman . Nous remarquons que l'appren tissage e�ectué sur moins de dimensions c hoisies

selon la métho de ALD A p ermet une nette amélioration de la courbure de la R OC par

rapp ort à la courb e de 40DIMU. Des remarques similaires p euv en t être fait p our tous

les mots qui on t un meilleur score NS par NAD APT0.30 U ALD A que par 40DIMU.

La �gure 7.7(b) compare la forme des clusters visuels (h yp errectangles à 40 dimen-

sions) obten us en fonction des dimensions qui on t servi à former ces clusters visuels.

P our 40DIMU , les 40 dimensions on t été utilisées, tandis que p our NAD APT0.30 U
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Fig. 7.6 � Comparaisons de la meilleure exp érience d'après DEV sur U ( NAD APT0.30

U ALD A ) a v ec 40DIMU (en haut) et la meilleure exp érience d'après DEV sur H

( NAD APT0.40 H ALD A )
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c hoisis par l'ALD A et utilisés p our calculer les distances.

Fig. 7.7 � Courb es R OC et formes des clusters visuels.

ALD A seules 3.1 dimensions en mo y ennes on t été utilisées p our le calcul de la dis-

tance. Lorsque les clusters visuels son t construits par 40DIMU , toutes les dimensions

son t supp osées a v oir la même imp ortance. Nous v o y ons que les clusters visuels on t des

écarts-t yp es similaires p our c haque dimension, con trairemen t à ceux obten us par NA-

D APT0.30 U ALD A où les écarts-t yp es v arien t. P ar exemple, p our le mot gar den , la

dimension 20 (�a� de Lab) a un grand écart-t yp e, tandis que les dimensions 10, 17 et

23 (c hoisis par ALD A) on t un faible écart-t yp e. Puisque les scores augmen ten t p our

l'exp érience NAD APT0.30 U ALD A , c'est que la dimension 20 n'est pas ou p eu dis-

criminan te p our le mot gar den . Remarquons que les clusters visuels et les traits visuels

c hoisis par ALD A p our les mots �ower et gar den son t pro c hes, indiquan t que ces mots

son t visuellemen t pro c hes. P our le mot woman , deux clusters visuels on t été construits

par CAH p our NAD APT0.30 U ALD A . Il sem ble que ce mot est bien discriminé si le

trait 7 (�R� de R VB) prend une forte v aleur ou une faible v aleur, mais pas une v aleur

mo y enne, ce que 40DIMU n'a v ait pas pu découvrir, car tous les traits visuels été traités

a v ec la même imp ortance. Le trait 20 est discriminan t p our le mot woman , mais pas

p our les mots �ower et gar den .

La �gure 7.6(b) compare le score NS des mots obten us par NAD APT0.30 U ALD A

et par NAD APT0.40 H ALD A . Nous remarquons que bien que l'exp érience NA-

D APT0.30 U ALD A donne de meilleurs résultats p our la plupart des mots, l'ex-

p érience NAD APT0.40 H ALD A (la meilleure exp érience de NAD APT H ALD A

d'après DEV) donne de meilleurs résultats p our les mots : statue, horse, for est, buil-

ding, temple, window, p e ople, b e ach, plants, c ougar, str e et, tr e e . Il est donc in téressan t

de com biner les deux espaces visuels en ten tan t d'améliorer les scores de classi�cation.
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C'est ce que nous ferons dans la partie suiv an te.

Les exp ériences que nous a v ons réalisées a v ec la métho de AMMD, nous on t mon tré

que nous p ouv ons faire les mêmes remarques p our cette métho de que celles que nous

a v ons fait dans cette partie par la métho de ALD A.

7.4.4 F usions préco ces et tardiv es

F usions préco ces Chaque image est asso ciée à en viron 10 v ecteurs visuels sur l'espace

U, mais à seulemen t un v ecteur visuel sur l'espace H. P our réaliser la fusion préco ce,

nous a v ons concaténé c haque v ecteur de l'espace U d'une image a v ec l'unique v ecteur de

l'espace H corresp ondan t à cette image, ce qui signi�e que les v ecteurs d'une image on t

la moitié de leurs v aleurs en comm un. P our éviter de fausser les résultats, nous n'a v ons

pas pris en compte lors de la CAH les distances en tre deux v ecteurs d'une même image,

p our toutes les exp ériences utilisan t la CAH de cette thèse. Cette heuristiques ne c hange

pas les résultats, car grâce au critère du Lien Simple, si deux v ecteurs A et B son t très

pro c hes l'un de l'autre, et son t égalemen t très pro c hes d'un troisième v ecteur C, alors

même si l'on ne compare pas la distance en tre A et B, la faible distance en tre A et C,

et en tre B et C fait que les trois v ecteurs seron t dans le même cluster .

La �gure 7.8(a) compare les résultats obten us p our les métho des de fusions préco ces

décrites dans la partie 7.3.3. Notons tout d'ab ord que les courb es de fusions préco ces

réalisées sur un espace visuel à 80 dimensions (40 dimensions de U plus 40 dimensions

de H) con v ergen t naturellemen t v ers le même p oin t corresp ondan t à 80 dimensions.

Les 2 courb es corresp ondan t à la métho de Fusion Précoce Br ute mon tren t de

mauv ais résultats. En e�et, p our un nom bre de dimensions faible (de 1 à 5 dimensions),

la courb e Fusion Précoce Br ute TSur40DIM (resp. TSurNDIM ) est pro c he de

la courb e NAD APT H TSur40DIM (resp. TSurNDIM ), et est largemen t inférieure

à la courb e NAD APT U TSur40DIM (resp. TSurNDIM ). Cela vien t du fait que

lorsque l'on ordonne les 80 traits visuels en fonction de leur p ouv oir discriminan t, les

traits visuels de H sorten t toujours les premiers, car les p ouv oirs discriminan ts de U et

de H (même après normalisation) n'on t pas le même ordre de grandeur, et ne son t donc

pas comparables.

P our remédier au problème de l'ordre de grandeur des traits visuels, nous a v ons

essa y é une métho de de fusion préco ce consistan t à en trelacer le trait le plus discriminan t

de U, puis le trait le plus discriminan t de H, puis le second trait le plus discriminan t de

U et ainsi de suite. Les courb es obten ues se situen t en tre la courb e Fusion Précoce

Br ute et Fusion Précoce NSBest , c'est p ourquoi nous ne les présen tons pas.

Nous prop osons égalemen t une deuxième métho de app elée Fusion Précoce NS-

Best (décrite dans la partie 7.3.3) qui c hoisit l'ordre des traits visuels en fonction des

scores des CAH obten us sur U et H, sur DEV. Les courb es de la �gure 7.8(a) mon tren t

une amélioration sensible des résultats, mais tout en restan t inférieures à NAD APT U

TSur40DIM p our un faible nom bre de dimensions.

Les métho des de fusions préco ces que nous prop osons ne p ermetten t donc pas d'amé-

liorer les scores mo y ens de classi�cation p our un faible nom bre de dimensions. Nous re-

marquons cep endan t qu'à partir d'un nom bre de dimensions sup érieur à 15 dimensions
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paramètres � , U et H ( Fusion T ardive ALD A Best � ).

Fig. 7.9 � In�uence du paramètre � . Le nom bre à coté des mots indique le nom bre de

dimensions utilisées.

p our Fusion Précoce Br ute TSur40DIM et sup érieur à 10 dimensions p our Fu-

sion Précoce NSBest TSur40DIM les courb es de fusion préco ce son t sup érieures

à la courb e de NAD APT U TSur40DIM mon tran t ainsi que les deux informations U

et H son t complémen taires.

F usions tardiv es La �gure 7.8(b) mon tre les courb es Fusion T ardive

ALD A/AMMD . Nous remarquons que la fusion tardiv e consistan t à c hoisir, p our

c haque mot, les clusters visuels de U ou de H en fonction des score NS obten us sur

DEV, donne, quelque soit le nom bre mo y en de dimensions visuelles, de meilleurs résul-

tats que NAD APT U et que Fusion Précoce NSBest . Cette métho de de fusion,

simple à réaliser, nous p ermet donc de c hoisir facilemen t l'espace visuel qui p ermet de

mieux discriminer c haque mot.

Nous prop osons égalemen t d'apprendre sur DEV p our c haque mot quelle est la v a-

leur de � qui donne le meilleur score (métho des Fusion T ardive ALD A/AMMD

Best � ). La �gure 7.9(b) compare p our c haque mot les scores NS sur TEST de la mé-

tho de Fusion T ardive ALD A Best � à 40DIMU . Nous remarquons qu'a v ec cette

métho de nous a v ons amélioré les scores par rapp ort à 40DIMU p our presque tous les

mots tout en réduisan t le nom bre de dimensions mo y ennes utilisées à 8,4. La �gure 7.9(a)

indique p our quelle v aleur de � on obtien t le meilleur score p our c haque mot. Globale-

men t, nous obtenons de meilleurs scores p our � p etit, cep endan t, certains mots comme

�ro c k� obtiennen t un meilleur score a v ec un grand nom bre de dimensions qu'a v ec p eu
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Fig. 7.10 � Comparaisons des exp ériences réalisées sur l'espace construit par A CP

de dimensions. Nous en déduisons qu'il est préférable de réduire le nom bre de dimen-

sions visuelles utilisées aux dimensions les plus discriminan tes au sens de l'ALD A (ou

de l'AMMD). Le tableau 7.1 page 168 compare les résultats sur TEST des meilleures

exp ériences (c hoisies d'après les scores obten us sur DEV).

7.4.5 A CP v ersus ALD A

P our c hoisir les axes par LD A, nous a v ons utilisé le critère de Fisher p our sélectionner

les dimensions les plus discriminan tes, sans réaliser de pro jection. P ar con tre p our l'A CP ,

nous réalisons la pro jection des données dans l'espace construit par A CP (la partie 3.2.2

page 57 de l'état de l'art présen te l'A CP).

La �gure 7.10(a) mon tre le taux de v ariance des données dans c haque axe c hoisi par

A CP . Nous v o y ons que les deux premiers axes cum ulen t plus de 50% des v ariances, et

que les 24 premiers axes cum ulen t 99% des v ariances.

La �gure 7.10(b) mon tre les courb es de scores NS obten ues p our di�éren tes métho des

d'A CP . Remarquons déjà que le score NS p our 40DIMA CP (exp érience où toutes les
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dimensions de l'espace son t utilisées) donne des résultats inférieurs de 18% à l'exp érience

40DIMU (NS=0.192). Or normalemen t ces résultats devraien t être similaires. Nous p ou-

v ons faire plusieurs h yp othèses p our expliquer cette di�érence. La première est que nous

a v ons cen tré et réduit les données. La deuxième est que nous a v ons construit la matrice

de pro jection à partir de TRAIN (et a v ons pro jeté les données de DEV et TEST dans

cet espace). La troisième est qu'il y a certainemen t quelques erreurs d'arrondis lors de

la transformation. P our plus de justesse dans les comparaisons des métho des ALD A et

A CP , nous regarderons les gains relatifs à 40DIMA CP , et non pas à 40DIMU .

Nous réalisons plusieurs exp ériences p our étudier l'in�uence de l'A CP : une A CP

classique, une A CP suivie d'une LD A, et une A CP suivie d'une LD A seulemen t sur

l'espace des 24 premières dimensions c hoisies par A CP (qui cum ulen t 99% des v ariances).

Les courb es obten ues mon tren t que, sur l'espace A CP , la métho de TSurNDIM A CP

donne globalemen t de meilleurs résultats que les autres. En particulier, elle donne de

meilleurs résultats que la métho de A CP puis LD A . Cep endan t, p our un nom bre de

dimensions faibles ( N =1 à 3), les résultats son t légèremen t meilleurs par cette dernière

métho de. Con trairemen t aux résultats obten us sur l'espace U, le critère TSur40DIM

donne de moins b ons résultats que le critère TSurNDIM , sauf p our un nom bre de

dimensions faibles. Nous remarquons égalemen t qu'en réalisan t A CP puis LD A sur un

espace construit sur les 24 dimensions qui on t les plus grandes v ariances, nous obtenons

de meilleurs résultats que la métho de A CP puis LD A sur 40 dimensions. Nous en

déduisons que, évidemmen t, il est préférable d'éliminer les dimensions qui on t une très

faible v ariance a v an t d'appliquer le critère TSur40DIM .

Le tableau 7.10(c) donne les gains par rapp ort à 40DIMA CP des meilleurs exp é-

riences de c haque métho de. Nous v o y ons que TSurNDIM 8BEST A CP app orte un

gain de +36%. Si nous le comparons au gain de +43% obten u par TSur40DIM NA-

D APT0.30 U ALD A par rapp ort à 40DIMU (v oir tableau 7.1 page 168), nous v o y ons

qu'en réalisan t la distance � en mo y enne sur 3.1 dimensions (et le test sur 40 dimen-

sions), nous obtenons un gain relatif de +19% (de +36% à +43%) p our la métho de LD A

par rapp ort à la meilleur exp érience par A CP . De plus, rapp elons que l'A CP nécessite

une op ération coûteuse de pro jection des données.

La �gure 7.12(a) page 169 compare les scores NS des mots p our TSurNDIM 8BEST

A CP par rapp ort à TSur40DIM NAD APT0.30 U ALD A . Nous notons que ve getable

est le seul mot qui obtien t une augmen tation sensible de son score de classi�cation par

A CP . Notons égalemen t que quelques mots le af, o c e an, �eld, ic e qui son t des mots

visuellemen t consistan ts obtiennen t une légère augmen tation de leur score par A CP .

7.4.6 AMMD et le c hoix du pas de quan ti�cation

Une des di�cultés p our appliquer le critère MMD (ou AMMD) est de déterminer

le pas de quan ti�cation de l'histogramme. Un des critères classiques (décrit dans la

partie 3.2.5 page 67) est de calculer le nom bre nh d'élémen ts (que nous app elons �nom bre

de bins �) de l'histogramme par la partie en tière sup érieure du nom bre n de v ecteurs

d'apren tissage :

nh = p
p

nq: (7.23)
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Fig. 7.11 � In�uence du nom bre de bins des histogrammes MOT et NONMOT p our le

critère AMMD sur le score NS

P our c haque mot, nous a v ons deux histogrammes. Le premier est l'histogramme de

la classe MOT. Il est obten u à partir des v ecteurs des images annotées par un mot

donné. Rapp elons que c haque image est asso ciée à en viron 10 v ecteurs visuels (blobs).

Le mot water qui est le mot le plus fréquen t dans la base d'images COREL est asso cié

à 9288 blobs, donc p our ce mot nh = 55: Si l'on prend le mot horizon qui est le mot

le moins fréquen t parmi les mots qui annoten t au moins 60 images, il est asso cié à 559

blobs, donc nh = 24: Le nom bre de bins de l'histogramme de MOT devrait être compris

en tre 24 et 55 élémen ts.

L'histogramme de la classe NONMOT est obten u à partir des 46940 blobs de

TRAIN1 moins le nom bre de blobs de la classe MOT. Ainsi p our le mot water , le nom bre

de blobs est 46940� 9288 = 37652, soit nh = 195: P our le mot horizon , le nom bre de

blobs est 46940� 559 = 46381, soit nh = 216: Le nom bre de bins de l'histogramme de

NONMOT devrait être compris en tre 195 et 216 élémen ts.

Or nous dev ons réaliser la distance en tre ces deux histogrammes, donc les deux

v ecteurs doiv en t a v oir la même taille. La �gure 7.11(a) mon tre les scores de classi�cation

obten us en fonction du nom bre de bins utilisé p our l'histogramme sur l'espace U. Nous

v o y ons que quand le nom bre mo y en de dimensions de l'espace visuel est p etit, les courb es

don t les histogrammes on t été construits à partir de 10 bins et de 20 bins son t en den t

de scie. P ar con tre, les courb es �100 bins � , �200 bins � et particulièremen t �50 bins �

décroissen t de manière presque constan te. Globalemen t, la courb e �50 bins � est celle

qui obtien t les meilleurs scores NS mo y ens.

De même p our l'espace H, water est asso cié à 978 images (parmi les 4909 de

TRAIN1) et horizon a 60 images, nh devrait v arié en tre 8 et 32 p our l'histogramme

de MOT, et de 63 à 70 p our l'histogramme de NONMOT. La �gure 7.11(b) mon tre

les scores de classi�cation obten us en fonction du nom bre de bins utilisé p our l'histo-
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DIMENSION CLASSIFICA TION

N réduction NS TEST gain

Métho de � mo y en % mo y en %

40DIMU (référence) 1.00 40 - 0.192 -

40DIM A CP 1.00 40 +0 0.157 -18

TSurNDIM A CP 0.78 8 -80 0.214 +11(*)

40DIMH 1.00 40 +0 0.204 +6

NAD APT H ALD A 0.4 5.0 -88 0.187 -3

NAD APT H ALD A Best � 9.4 -77 0.211 +10

NAD APT H AMMD 0.7 24.3 -39 0.200 +4

NAD APT H AMMD Best � 6.7 -83 0.204 +6

NAD APT U ALD A 0.30 3.1 -92 0.275 +43

NAD APT U ALD A Best � 7.8 -81 0.293 +53

NAD APT U AMMD 0.20 3.8 -91 0.277 +44

NAD APT U AMMD Best � 3.6 -91 0.305 +59

80DIM 1.00 80 +100 0.208 +8

F usion Préco ce NSBest ALD A 0.10 2.1 -95 0.252 +31

F usion Préco ce NSBest AMMD 0.10 4.1 -90 0.256 +33

F usion T ardiv e ALD A 0.30 3.3 -92 0.301 +56

F usion T ardiv e ALD A Best � 8.4 -79 0.325 +69

F usion T ardiv e AMMD 0.40 10.7 -73 0.296 +54

F usion T ardiv e AMMD Best � 11.3 -72 0.323 +68

T ab. 7.1 � Meilleurs résultats p our c haque métho de comparés à la classi�cation de

référence réalisées sans sélection des traits visuels (40DIMU) p our les 52 mots les plus

fréquen ts et 2500 images de TEST. Sauf précision, ces scores son t obten us par le critère

TSur40DIM . (*) +36% par rapp ort à 40DIMA CP (v oir partie 7.4.5 page 165)

gramme sur l'espace H. Nous notons que les courb es son t en den t de scie, sauf la courb e

�16 bins � qui sem ble un p eu plus stable, et qui globalemen t donne de b ons résultats

par rapp ort aux autres.

Nous v o y ons que dans l'ensem ble le critère de la racine carrée du nom bre de v ecteurs

d'appren tissage donne des résultats cohéren ts a v ec nos résultats, car les courb es les plus

stables son t toujours dans l'in terv alle donné par ce critère p our l'histogramme de MOT.

Ces résultats mon tren t l'imp ortance du c hoix du pas de quan ti�cation. Si ce c hoix est

mal-adapté, les scores p euv en t nettemen t être détériorés. P ar exemple, sur U, p our

un même nom bre de dimensions, les scores p euv en t v arier de 0.26 à 0.28, soit une

v ariation d'en viron 8%. P our améliorer les résultats, il aurait été in téressan t de calculer

un pas de quan ti�cation adapté p our c haque mot en fonction du nom bre de données

d'appren tissage de ce mot.
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7.4.7 ALD A v ersus AMMD

Dans cette partie, nous comparons les métho des ALD A et AMMD. En particulier,

nous discutons de l'imp ortance de l'h yp othèse de gaussianité faites par l'ALD A.

La �gure 7.8(b) compare les courb es obten ues par ALD A et par AMMD50bins.

Notons déjà que les courb es ALD A et AMMD on t la même allure sur U, sur H, sur les

espaces construits par fusions préco ces et p our la métho de Fusion T ardive .

Nous remarquons que l'AMMD est plus e�cace que l'ALD A sur U, mais pas sur

H, qu'elle obtien t des résultats similaires sur l'espace construit par Fusion Précoce ,

et qu'elle est globalemen t meilleure par Fusion T ardive , mais pas p our un faible

nom bre mo y en de dimensions. En e�et, p our les exp ériences NAD APT0.30 et NA-

D APT0.50 de Fusion T ardive ALD A , les scores son t meilleurs que p our Fusion

T ardive AMMD .

La �gure 7.12(b) compare les scores NS des mots obten us p our les meilleurs exp é-

riences (d'après DEV) NAD APT U ALD A et NAD APT U AMMD . Nous remarquons

que globalemen t les deux exp ériences donnen t des résultats similaires p our la plupart

des mots (ceux situés pro c hes de la diagonale). Il n'y a que les mots o c e an, horizon,

woman qui donne des résultats sensiblemen t meilleurs par ALD A, et le mot sand qui

donne des résultats sensiblemen t meilleurs par AMMD. P our ces mots, les di�érences

p euv en t s'expliquer par la di�érence en tre les nom bres mo y ens de dimensions utilisées

(3,1 traits visuels en mo y enne p our ALD A et 3,8 p our AMMD).

Si nous comparons l'apparence générale des courb es NAD APT U ALD A et NA-

D APT U AMMD de la �gure 7.8(b) page 163, nous remarquons que l'espace en tre

les p oin ts de la courb e NAD APT U AMMD est régulier et que cette courb e p ossède

une p en te régulière, con trairemen t à la courb e NAD APT U ALD A . Nous p ouv ons en

déduire que la métho de AMMD ordonne de manière plus homogène les traits visuels

que la métho de ALD A. Cep endan t, comme les résultats obten us sur H son t plus faibles

par AMMD que par ALD A, c'est que la métho de AMMD est plus sensible au bruit et

qu'elle nécessite plus de données d'appren tissage que l'ALD A.

Finalemen t, lorsque nous com binons les deux t yp es de traits visuels, les deux mé-

tho des donnen t des résultats similaires. Ces résultats mon tren t que l'h yp othèse de gaus-

sianité des données p osée par la LD A, et donc l'ALD A, n uit p eu aux p erformances de

l'ALD A en comparaison à la métho de AMMD qui ne p ose pas cette h yp othèse. Ils

v aliden t empiriquemen t les métho des d'appro ximation de la LD A et de la MMD, qui

rep osen t essen tiellemen t sur la v ariabilité du con texte de présen tation des concepts.

Le tableau 7.1 compare les résultats sur TEST des meilleures exp ériences (c hoisies

d'après les scores obten us sur DEV).

7.4.8 Discussion

Dans ce c hapitre, nous a v ons utilisé le critère de Fisher sans réaliser la pro jection

sur les axes, car nous souhaitons utiliser ce critère dans le cadre de la rec herc he sur de

grandes bases d'images. En e�et, lorsque l'on a un très grand nom bre de classes (mots), il

est très coûteux de réaliser une pro jection p our c haque mot. On p eut cep endan t supp oser
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Fig. 7.13 � V ariation du score NS mo y en sur les 10 ensem bles DEV et TEST en fonction

du nom bre d'images des mots pris en compte. Chaque p oin t de c haque courb e est la

mo y enne (a v ec son écart-t yp e) sur 10 ensem bles des scores NS mo y ens obten us p our

TSur40DIM NAD APT0.30 U ALD A sur DEV ou TEST.

que si nous a vions pro jeté les données, nous aurions obten u de meilleurs résultats.

Nous a v ons utilisé p our toutes les exp ériences la distance euclidienne. Or cette dis-

tance est particulièremen t sujette à la malédiction de la dimension, il serait donc in té-

ressan t de comparer a v ec d'autres t yp es de distance, comme par exemple le test du � 2

(v oir partie 2.2.3 page 26).

Nous aurions pu utiliser le critère de Fisher p our déterminer p our c haque dimension

le cen tre et la mo y enne d'un cluster au lieu d'utiliser une CAH. Cela nous aurait p ermis

d'éviter de faire un appren tissage. Mais l'a v an tage d'utiliser une CAH est que le nom bre

de clusters dép end des données. De plus, la similarité sur toutes les dimensions est prise

en compte, et non pas p our c haque dimension prise indép endammen t.

Le critère TSur40DIM est un critère original qui p ermet de prendre en compte l'in-

formation con ten ue dans les dimensions non-sélectionnées sans a v oir b esoin de calculer

la distance dans ces dimensions. De plus, rapp elons que ce critère nécessite le même

nom bre de calculs de distance, et un p eu plus de calculs de comparaisons que le critère

classique TSurNDIM , cep endan t il améliore sensiblemen t les scores.

P our mon trer la stabilité des résultats obten us par la métho de ALD A, nous séparons

aléatoiremen t par 10 fois l'ensem ble de 10000 images de COREL. Nous obtenons ainsi

10 ensem bles comp osés c hacun d'en viron 5000 images de TRAIN, 2500 images de DEV

et 2500 images TEST. Nous réalisons alors la métho de TSur40DIM NAD APT0.30 U

ALD A p our c hacun des 10 ensem bles. La �gure 7.13 donne la mo y enne et l'écart-t yp e

sur les 10 ensem bles des scores NS mo y ens obten us sur DEV et TEST en fonction du

nom bre de mots pris en compte. Le nom bre d'images minimal dans l'ensem ble d'ap-

pren tissage (en abscisse) indique que les mots pris en compte p our calculer le score NS

mo y en on t tous au moins le nom bre d'images indiqué en abscisse. La courb e �nom bre de

mots� indique le nom bre de mots a y an t au moins le nom bre d'o ccurrences indiqué sur
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l'axe. Nous remarquons que dès que les mots son t appris a v ec su�sammen t d'exemples

(au moins 50 images), les écarts-t yp es deviennen t faibles aussi bien sur DEV que sur

TEST. P our un nom bre d'o ccurrences compris en tre 10 et 40, nous observ ons que les

scores sur TEST son t faibles par rapp ort à DEV, car nous n'a v ons pas assez d'exemples.

Les meilleurs scores sur TEST son t obten us p our un nom bre d'o ccurrences d'au moins

40. Une explication serait que p our ces mots le nom bre d'exemples est su�san t p our

l'appren tissage, mais insu�san t p our qu'il y ait une div ersité de concepts p our c haque

mot. A partir d'un nom bre d'o ccurrences d'au moins 60, les scores mo y ens sur les en-

sem bles d'optimisation DEV et de test réel TEST con v ergen t naturellemen t v ers un

plateau au fur et à mesure que le nom bre d'o ccurrences minim um de c haque mot aug-

men te. A partir de 200 o ccurrences, le nom bre de mots n'est plus su�san t p our que la

mo y enne soit signi�cativ e.

Les résultats obten us sur les 10 ensem bles mon tren t que la tec hnique prop osée est

assez stable et p eut donc être emplo y ée sur un grand nom bre d'images. De plus, notons

que, con trairemen t à la base �fermée� COREL, dans le cas d'une application sur le

w eb nous aurons autan t d'images souhaitées p our un mot donné, nous p ourrons donc

apprendre plus e�cacemen t les traits visuels p ertinen ts p our les mots très fréquen ts.



Chapitre 8

Conclusion générale et p ersp ectiv es

P our rec herc her e�cacemen t des images, il faut prendre en compte non seulemen t

le con ten u visuel, mais égalemen t le sens de l'image. Ce sens p eut être app orté par une

description de l'image à l'aide de mots-clés. Ces mots-clés p euv en t être obten us de deux

manières :

� soit par le texte asso cié à l'image, mais il con vien t alors de v éri�er, au mo y en d'un

système de �ltrage, que les mots-clés son t bien en adéquation a v ec le con ten u

visuel de l'image,

� soit par un système d'annotation automatique d'images lorsqu'aucun texte n'est

asso cié à l'image.

Ces deux t yp es de systèmes son t complémen taires. Le premier est plus e�cace, car il

est plus facile de v éri�er qu'un mot a ou n'a pas de rapp ort a v ec le con ten u visuel d'une

image, mais il nécessite que du texte soit asso cié à l'image, ce qui n'est pas le cas dans

le second t yp e de système. Cep endan t, les systèmes d'auto-annotation qui n'utilisen t

que le con ten u visuel son t en général p eu e�caces.

P our améliorer les systèmes de rec herc he d'images par le con ten u, la pro c haine géné-

ration de systèmes doit être capable de com biner e�cacemen t les informations textuelles

fournies par le texte asso cié aux images et le con ten u visuel de ces images.

Un autre c hallenge imp ortan t p our ces systèmes est le passage à l'éc helle. En e�et,

b eaucoup de tec hniques de rec herc he et d'annotation d'images son t e�caces sur p eu de

données, mais son t in utilisables sur de grandes masses de données (critère d'éc helonna-

bilité).

Dans cette thèse, nous a v ons c herc hé à com biner les informations textuelles et vi-

suelles p our réduire le fossé séman tique, tout en prenan t en compte les problèmes de

passage à l'éc helle et de malédiction de la dimension.

Résumé des con tributions

Nous a v ons tout d'ab ord prop osé un système d'annotation automatique d'images,

app elé DIMA TEX, qui obtien t des scores similaires à ceux des mo dèles de l'état de l'art,

mais qui utilise une tec hnique d'indexation m ultidimensionnelle par appro ximation de

v ecteurs ( V A-File (W eb er et al. , 1998)) p our annoter les images, ce qui lui p ermet

173
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d'annoter très rapidemen t les données. De plus, ce système ne nécessite aucune optimi-

sation de paramètres et il est dynamique. Nous p ourrons donc l'utiliser sur de grandes

quan tités de données telles que les images du w eb. Il p ermettra égalemen t d'a jouter au

mo dèle d'annotation les images et le texte qui leur est asso cié au fur et à mesure de

l'indexation de nouv elles pages w eb p our une annotation de plus en plus précise (Glotin

& T ollari, 2005).

Nous a v ons ensuite prop osé une métho de qui asso cie à c haque mot-clé des zones de

l'espace visuel. Cette asso ciation p ermet de relier mots-clés et informations visuelles. Un

des a v an tages de cette métho de est que les zones visuelles son t in terprétables. De plus,

comme elles son t représen tées par des h yp errectangles, elles p euv en t être facilemen t

manipulées et sto c k ées. En particulier, il est très rapide de sa v oir si un mot est présen t

ou absen t d'une image, car il su�t de v éri�er si au moins un v ecteur de l'image est dans

un des h yp errectangles du mot. Cep endan t, cette métho de est dans l'ensem ble assez

lourde à mettre en o euvre, car elle nécessite d'optimiser de nom breux paramètres. De

plus, elle n'est pas dynamique. Il serait donc in téressan t d'en élab orer une autre qui

ait les mêmes a v an tages, mais qui soit dynamique et moins lourde à mettre en o euvre

(T ollari, 2005).

Nous a v ons en�n étudié deux métho des de sélection de dimensions dans le cas de

données mal étiquetées, c'est-à-dire dans le cas de données annotées par images et non

pas par régions d'images, comme le son t les images du W eb. Nous mon trons théorique-

men t et exp érimen talemen t que le critère de l'analyse linéaire discriminan te (LD A) p eut

sous certaines conditions être utilisé sur ce t yp e de données. Nous app elons cette mé-

tho de Appro ximation de la LD A (ALD A). Nous mon trons égalemen t exp érimen talemen t

que c'est aussi le cas de la div ersité marginale maximale (MMD). Nous app elons cette

métho de Appro ximation de la MMD (AMMD). Les résultats exp érimen taux mon tren t

que la sélection des dimensions par le critère de l'ALD A ou par l'AMMD est plus e�-

cace que la réduction de dimensions par l'A CP . La comparaison des résultats obten us

p our l'ALD A et par l'AMMD mon tre que l'AMMD donne en général des résultats légè-

remen t sup érieurs à ceux de l'ALD A. Cep endan t, l'AMMD est plus sensible au bruit et

elle nécessite plus de données d'appren tissage p our être e�cace. Finalemen t, les résul-

tats mon tren t que l'h yp othèse de gaussianité des données p osée par l'ALD A n uit p eu à

ses p erformances en comparaison a v ec l'AMMD qui ne p ose pas cette h yp othèse (Glotin

et al. , 2005; T ollari et al. , 2006; T ollari & Glotin, 2006a; T ollari & Glotin, 2006b; Glotin

et al. , 2006).

P ersp ectiv es

Nous souhaitons par la suite tra v ailler sur les images du w eb p our construire un

moteur de rec herc he d'images fusionnan t les informations visuelles et textuelles e�caces.

Or l'une des di�cultés est que les images du w eb son t mal annotées, car le texte asso cié à

ces images n'a pas toujours de rapp ort a v ec leur con ten u visuel. Nous p ouv ons cep endan t

remplir dynamiquemen t la table de distributions join tes de DIMA TEX à partir de ces

images. Nous p ensons que plus le nom bre de données sera imp ortan t, plus la table sera

bien remplie malgré le fait que les images soien t mal-annotées, ce qui p ermettra donc

une annotation de plus en plus e�cace.
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Dans la partie 6.2.4 page 138, nous a v ons dé�ni la notion de �consistance� visuelle

qui indique si un mot est facilemen t discriminé par un système donné. Plus le système

est e�cace, plus la consistance d'un mot est une indication de la di�culté de détection

du mot. En e�et, plus un mot p ossède de caractéristiques visuelles sp éci�ques, plus il est

facile à détecter, et in v ersemen t. Cette mesure, apprise sur un ensem ble d'appren tissage,

nous p ermet de sa v oir dans quelle prop ortion le système p eut faire con�ance au con ten u

visuel p our détecter un certain mot. Nous p ouv ons égalemen t prendre en compte la

distance des v ecteurs des régions de l'image au cen tre des h yp errectangles du mot p our

a v oir une mesure de la p ertinence du mot par rapp ort à l'image. De plus, nous p ouv ons

mesurer la p ertinence d'un mot p our une image en fonction de la fréquence de ce mot

dans la page w eb, de sa présence dans le titre, de sa pro ximité de l'image.... Nous

p ouv ons donc égalemen t déterminer la p ertinence du mot p our l'image en fonction du

texte asso cié à l'image. La com binaison de ces trois mesures p ourra nous p ermettre

de prop oser un score de p ertinence du mot p our l'image. Ce score nous p ermettra

d'ordonner les résultats d'une requête textuelle en fonction du con ten u visuel et du

texte asso cié à l'image.

Nous a v ons mon tré que l'ALD A et l'AMMD fonctionnen t sur des données mal anno-

tées. Nous p ouv ons donc utiliser ces métho des p our déterminer quels son t les traits vi-

suels les plus p ertinen ts p our les mots-clés asso ciés aux images du w eb a�n de construire

des clusters visuels qui nous p ermettron t de �ltrer e�cacemen t le texte asso cié aux

images du w eb à l'aide de leur con ten u visuel. Nous p ourrons égalemen t utiliser ces

métho des p our sélectionner les dimensions visuelles les plus discriminan tes p our prédire

c haque mot dans le système DIMA TEX.

En�n, nous souhaitons construire un système de rec herc he d'images p our lequel l'uti-

lisateur fournit comme requête à la fois un mot-clé et une image. Le système rec herc hera

alors les images de la base visuellemen t similaires, seulemen t à partir des dimensions

visuelles sélectionnées par l'ALD A ou l'AMMD en fonction du mot-clé rec herc hé. Ce

t yp e de système sera donc très rapide et ne subira pas la malédiction de la dimension,

car les distances en tre images seron t réalisées seulemen t sur les dimensions les plus p er-

tinen tes. Nous a v ons vu commen t utiliser l'ALD A dans le cas où un seul concept est

étudié, mais l'utilisateur p eut souhaiter fournir plusieurs mots-clés p our mieux cibler sa

rec herc he. Une question in téressan te est donc de déterminer commen t sélectionner les

traits visuels les plus p ertinen ts lorsque plusieurs concepts doiv en t être pris en compte.
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Annexe A

Corpus

A.1 Origine

La base d'images que nous utilisons est un sous-ensem ble de Corel (W ang, 2004;

Muller et al. , 2002; W ang et al. , 2001). Elle a été construite à partir de deux sources de

données. James Z. W ang nous a fourni 60 000 images de COREL au format jpg et de

dimensions 256 par 384 pixels, mais la plupart des ces 60 000 images ne p ossèden t pas

d'annotations man uelles, ou bien son t annotées par quelques mots p our 100 images (un

CD). Nous a v ons alors récup éré les données utilisées dans l'article Matching W or ds and

Pictur es (Barnard et al. , 2003b), mises à disp osition par K obus Barnard sur son site

W eb

1

(Barnard, 2003). Ces données con tiennen t les traits visuels des blobs de 13911

images de COREL, ainsi que leurs annotations : de 1 à 5 mots-clés par image c hoisis

man uellemen t parmi un ensem ble de 325 mots. Cep endan t, seules 9883 images son t

en comm un a v ec l'ensem ble d'images fournit par James Z. W ang. C'est p ourquoi p our

la plupart de nos exp ériences nous utiliserons seulemen t ces 9883 images. Cep endan t,

nous utiliserons les 4022 images restan tes, app elées ensem ble NO VEL, p our certaines

exp ériences où l'utilisation des images JPG n'est pas nécessaires. Les images présen ten t

dans cet ensem ble son t extraites d'un ensem ble d'images di�éren ts don t la distribution

des mots est très di�éren tes de l'ensem ble des 9883 images.

Le lexique initial des données de K obus Barnard était de 325 mots. Mais cer-

tains mots étaien t comp osés (comme white-taile d ), con tenaien t des caractères sp éciaux

(comme f-16 ), ou bien apparaissaien t deux fois : au singulier et au pluriel. Nous a v ons

donc normalisé le lexique p our supprimer ces particularités. Nous obtenons alors un

lexique de 267 mots, parmi lesquels seuls 189 mots annoten t au moins 20 images de la

base (v oir tableau A.1 et �gure A.1). Chaque image est annotée a v ec de 1 à 5 mots-

clés c hoisis man uellemen t parmi les 267. En mo y enne, il y a 3,1 mots-clés par image.

P our l'ensem ble comp osées de 9883 images, les 20 mots les plus fréquen ts son t dans

l'ordre décroissan t : water (2004 images), tr e e (1772 images), sky (1751 images), p e ople

(1696 images), gr ass (878 images), �ower (818 images), building (796 images), closeup

(683 images), mountain (668 images), r o ck (636 images), snow (617 images), bir d (585

1

h ttp ://k obus.ca/researc h/data/jmlr_2003/index.h tml
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Nom bre Nom bre Nom bre Nom bre de mots Nom bre mo y en Nom bre mo y en

d'images de blobs de mots a y an t au moins de mots de blobs

du lexique 20 o ccurrences par image par image

9883 94486 267 189 3,1 9,6

T ab. A.1 � Résumé de notre corpus Corel
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Fig. A.1 � (Figure de gauc he) Nom bre d'o ccurrences (d'images) de c haque mot dans

notre base Corel. (Figure de droite) Agrandissemen t de la �gure de gauc he.

images), plants (508 images), c at (450 images), le af (440 images), cloud (429 images),

�eld (375 images), stone (371 images), �sh (339 images), b o at (338 images).

Les images on t été pré-traitées par des c herc heurs du Computer Vision Group de

l'univ ersité de California (Berk eley) et du Computing Science Departmen t de l'univ ersité

d'Arizona (Barnard et al. , 2003b). Chaque image a été segmen tée en utilisan t la métho de

�normalized cuts� (Shi & Malik, 2000) et les 10 plus grandes régions (les blobs) ainsi

créées on t été conserv ées. En mo y enne sur notre corpus, il y a 9,6 blobs par image. La

�gure 1.5 page 9 donne un exemple de segmen tation par �normalized cuts� . Les auteurs

on t c hoisi d'extraire des caractéristiques visuelles générales calculables sur tout t yp e

de segmen ts. Chaque blob est décrit par un v ecteur de 40 dimensions décrit dans la

partie A.2.
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A.2 Dimensions visuelles classiques (espace U)

Chaque blob est segmen té en utilisan t la métho de �normalized cuts� (Shi & Malik,

2000). Puis p our c haque blob, un v ecteur de 40 dimensions a été calculé par K obus

Barnard (Barnard et al. , 2003b). Il est comp osé de :

� 6 dimensions de forme du blob (noté F6) : p osition en x et y du barycen tre du

blob, aire du blob, rapp ort du p érimètre sur aire (B), con v exité du blob (C),

momen t d'inertie (I),

� 18 dimensions de couleurs du blob dans trois espaces classiques : R VB (Rouge,

V ert, Bleu) (6 dimensions), rvS (r=R/(R+V+B), v=V/(R+V+B), S=R+V+B)(6

dimensions), et l'espace pro c he du co dage du système visuel h umain Lab (6 di-

mensions). P our les trois espaces de couleurs, 3 dimensions corresp onden t aux

v aleurs des couleurs et 3 dimensions corresp onden t à leur écart-t yp e resp ectif,

� 16 dimensions de texture : �ltres construits par 12 orien tations (pas de 30 degrés)

(noté T12, 12 dimensions), et 4 di�érences de gaussiennes (noté t4, 4 dimensions)

(Shi & Malik, 2000).

Nous a v ons normalisé les v ecteurs visuels par maxim um de vraisem blance de dis-

tribution Gamma, et c haque v ecteur est ramené dans l'in terv alle con tenan t 90% des

données. Les v aleurs inférieures et sup érieures son t ramenées aux b ornes resp ectiv es,

et �nalemen t toutes les v aleurs son t normalisées en fonction de ces b ornes p our être

ramenées dans l'in terv alle [0; 1]. Cette normalisation p ermet de supprimer des artefacts

de traits visuels et donc de stabiliser les constructions de clusters visuels et en règle

générale de tous les calculs qui suivron t (hétérogénéité, sélection des traits par ALD A,

AMMD et A CP). La �gure A.2(a) mon tre les histogrammes après normalisation des 40

traits visuels p our TRAIN1.

De plus, dans la partie 6.2.2 page 133, nous a v ons décrit la dériv ation de nouv eaux

descripteurs à partir des traits visuels U en utilisan t l'en tropie des v aleurs de blobs

(espace H). La �gure A.2(b) mon tre les histogrammes obten us.

Discussion sur la base Corel

La base Corel est une base d'images très utilisée surtout dans le domaine de l'auto-

annotation, car c'est l'une des rares bases, con tenan t plus de 10 000 images, qui fournit

une annotation assez précise des images. Cep endan t, c'est une base assez �facile� com-

parée à d'autres, car les images son t dans l'ensem ble bien cadrée, de nom breuses images

son t prises a v ec le même appareil photographique, et représen ten t le même év ènemen t

pris à di�éren ts momen ts. Il y a donc de nom breuses co o ccurrences des scènes. De plus,

la plupart des mots son t très co o ccurren ts.

Elle est égalemen t mal annotée. P ar exemple, le mot sky n'annote pas certaines

images même si elles con tiennen t une grande partie de ciel. Les annotations son t donc

assez arbitraires.

Une critique plus détaillée de Corel est prop osée dans (Muller et al. , 2002).
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(a) Histogrammes des 40 traits visuels des données de K obus Barnard

(U). P our les textures, les orien tations on t été ra joutées (par exemple,

�T ext.-15 :15 � indique une orien tation de � 15�
à +15 �

).

0 0.5 1
0

100

200

x
0 0.5 1

0

200

y
0 0.5 1

0

500

aire
0 0.5 1

0

100

200

perimetresuraire
0 0.5 1

0

200

convexite
0 0.5 1

0
100
200

momentdinertie
0 0.5 1

0

200

R(RVB)
0 0.5 1

0

200

V(RVB)

0 0.5 1
0

200

400

B(RVB)
0 0.5 1

0

200

std.R(RVB)
0 0.5 1

0

200

std.V(RVB)
0 0.5 1

0

200

std.B(RVB)
0 0.5 1

0

1000

r(rvS)
0 0.5 1

0

1000

v(rvS)
0 0.5 1

0

200

S(rvS)
0 0.5 1

0

100

200

std.r.(rvS)

0 0.5 1
0

200

std.v.(rvS)
0 0.5 1

0

200

std.S.(rvS)
0 0.5 1

0

200

400

L.(Lab)
0 0.5 1

0

1000

2000

a.(Lab)
0 0.5 1

0

500

1000

b.(Lab)
0 0.5 1

0

200

std.L(Lab)
0 0.5 1

0

100

200

std.a(Lab)
0 0.5 1

0

200

400

std.b(Lab)

0 0.5 1
0

200

400

Text.-15:15
0 0.5 1

0

200

Text.15:45
0 0.5 1

0

100

200

Text.45:75
0 0.5 1

0

100

200

Text.75:105
0 0.5 1

0
100
200

Text.105:135
0 0.5 1

0

200

400

Text.135:165
0 0.5 1

0

200

400

Text.165:195
0 0.5 1

0

200

400

Text.195:225

0 0.5 1
0

200

Text.225:255
0 0.5 1

0

200

Text.255:285
0 0.5 1

0

200

Text.285:315
0 0.5 1

0

200

Text.315:345
0 0.5 1

0

200

Text.Sigma1
0 0.5 1

0

200

Text.Sigma2
0 0.5 1

0

200

Text.Sigma3
0 0.5 1

0

100

200

Text.Sigma4

(b) Histogrammes des 40 traits visuels obten us par calcul de l'hétéro-

généité des traits visuels par image (H).

Fig. A.2 � Histogrammes des traits visuels U (en haut) et H (en bas) après normalisation

par maxim um de vraisem blance de distribution Gamma sur TRAIN1



Annexe B

Distributions et mo dèles graphiques

B.1 Distributions statistiques

Nous présen tons ici quelques rapp els sur les distributions statistiques utiles p our

la compréhension de cette thèse. Il existe deux t yp es de distributions les distributions

con tin ues (uniformes, gaussiennes, m ultigaussiennes, de Diric hlet...) et les distributions

discrètes (binomiales, m ultinomiales...). La plupart des distributions con tin ues son t éga-

lemen t dé�nies dans le cas discret.

Distribution uniforme Une distribution est uniforme lorsque la v ariable aléatoire X
p eut prendre n'imp orte quelle v aleur en tre une b orne minimale et une b orne maximale

a v ec la même probabilité. P ar exemple, le jet d'un dé non-truqué présen te une distribu-

tion uniforme, car la probabilité d'apparition de l'une des six faces est équiprobable.

Dans le cas discret, on note P(X jf 1; 2; � � � ; mg) � Unif (f 1; 2; � � � ; mg) l'expression

� P(X jf 1; 2; � � � ; mg) suit une distribution uniforme sur l'in terv alle f 1; 2; � � � ; mg � .

Distribution gaussienne (ou normale) Une v ariable aléatoire X de mo y enne � et

d'écart t yp e � suit une loi normale (ou loi normale gaussienne, loi de Laplace-Gauss) si

sa densité de probabilité est :

P(X j�; � ) =
1

�
p

2�
exp

 

�
1
2

� X � �
�

� 2
!

: (B.1)

Les p oin ts d'une distribution gaussienne on t tendance à se regroup er autour de la

mo y enne. Une distribution gaussienne p ossède 68%, resp ectiv emen t 95%, 99.7%, de

sa p opulation, dans l'in terv alle jX � � j � � , resp ectiv emen t jX � � j � 2� , jX � � j � 3� .

L'in terv alle jX � � j � � est app elé �plage de normalité de niv eau de con�ance 68%� .

La �gure B.1 donne un exemple de distribution gaussienne. La distance r d'un p oin t X
de la mo y enne dans l'unité de l'écart-t yp e est calculée par :

r =
jX � � j

�
: (B.2)
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Fig. B.1 � Distribution gaussienne (normale) d'écart-t yp e 1 et de mo y enne 0. Les p oin ts

d'une distribution gaussienne on t tendance à se regroup er autour de la mo y enne : 68%,

resp ectiv emen t 95%, 99.7%, de sa p opulation se trouv e dans l'in terv alle jX � � j � � ,

resp ectiv emen t jX � � j � 2� , jX � � j � 3� .

C'est la distanc e de Mahalanobis (dé�nie dans la partie 2.2.3 page 28) dans un espace

à une dimension. V oir aussi (Duda et al. , 2000) pages 32-33, 621-622.

On adopte parfois la loi normale, sans justi�cation autre que sa forme unimo dale,

symétrique et décroissan te, comme appro ximation d'une p opulation concen trée autour

d'un p oin t, mais don t on ne connaît pas de mo dèle générateur ou de loi a priori.

On note P(X j�; � ) � N (�; � ) l'expression � P(X j�; � ) suit la distribution normale

de mo y enne � et d'écart-t yp e � � .

Distribution m ultigaussienne (ou m ultinormale) Soit X k = f X 1; X 2; � � � ; X kg
un ensem ble de v ariables aléatoires. Chaque v ariable X i est asso ciée au couple (� i ; � i ) .

Notons � 1:r = ( � 1; � 2; � � � ; � k ) le v ecteur des mo y ennes, � 1:r = ( � 1; � 2; � � � ; � k ) le v ec-

teur des écarts-t yp es et � = diag(� 2
1 ; � 2

2; � � � ; � 2
k ) la matrice diagonale des co v ariances.

La distribution m ultigaussienne est de la forme :

P(X k j� 1:r ; � 1:r ) =
1

det(�)
1
2 (

p
2� )k

exp

 

�
1
2

(X k � � 1:r )t � � 1(X k � � 1:r )

!

: (B.3)

La distance r de X k
à ~u est obten ue à l'aide de la distanc e de Mahalanobis dé�nit ainsi :

r 2 = ( X k � � 1:r )t � � 1(X k � � 1:r ): (B.4)

V oir aussi (Duda et al. , 2000) pages 33-36, 624-628.

On note P(X k j� 1:r ; � 1:r ) � N k (� 1:r ; � 1:r ) , l'expression � P(X k j� 1:r ; � 1:r ) suit une

distribution m ultinormale à k comp osan tes de mo y ennes � 1:r et d'écarts-t yp es � 1:r � .
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Distribution de P oisson La v ariable aléatoire X suit une distribution de P oisson

de paramètre � ( � > 0) si :

P(X = k) = e� � � k

k!
(B.5)

p our k 2 N:

Distribution binomiale Soit un ensem ble f e1; e2; � � � ; em g de m év ènemen ts dis-

tincts et complémen taires, soit X la v ariable aléatoire discrète qui prend ses v aleurs

dans cet ensem ble, et soit X n
l'exp érience X est réalisée n fois. La distribution bi-

nomiale caractérise le nom bre de succès dans une séquence de n exp ériences. Chaque

exp érience représen tée par la v ariable aléatoire X a une probabilité p de succès et 1� p
d'éc hecs P(0X = Succes0) = p et P(0X = Echec0) = 1 � p. La probabilité d'a v oir ns

succès parmi n exp ériences est :

P(X n jp; n) =
n!

ns!(n � ns)!
pns (1 � p)n� ns : (B.6)

Dans le cas où n = 1 , la distribution P(X jp) = pns (1 � p)1� ns
est app elée distribution

de Bernouilli. La distribution binomiale est un cas particulier ( m = 2 ) de la distribution

m ultinomiale.

Distribution m ultinomiale Soit un ensem ble f e1; e2; � � � ; em g de m év ènemen ts dis-

tincts et complémen taires, soit X la v ariable aléatoire discrète qui prend ses v aleurs dans

cet ensem ble, et soit X n
l'exp érience X est réalisée n fois. La distribution m ultinomiale

caractérise la probabilité d'obtenir un certain év ènemen t ei dans une séquence de n
exp ériences. Chaque év ènemen t a une probabilité P(0X = e0

i ) notée pi de se pro duire

et est tel que

P m
i =1 pi = 1 . Au cours de n exp ériences, c haque év ènemen t ei sera réalisé

0 � n i � n fois, on a donc

P m
i =1 n i = n . La probabilité d'obtenir les év ènemen ts ei a v ec

les o ccurrences n i dans une séquence de n exp ériences est obten ue par la distribution :

P(X n jp1; p2; � � � ; pm ; n) = P(n1; n2; � � � ; nm jp1; p2; � � � ; pm ; n) =
n!

n1!n2! � � � nm !

mY

i =1

pn i
i :

(B.7)

P ar exemple, soien t m = 3 , n = 4 et p1 = p2 = p3 = 1
3 alors :

P(0X = e0
1;0X = e0

1;0X = e0
2;0X = e0

1jp1; p2; p3; n)
= P(n1 = 3 ; n2 = 1 ; n3 = 0 jp1; p2; p3; n)
= 4!

3!1!0!(
1
3

3 � 1
3

1 � 1
3

0) = 24
6� 81 ' 0:05

Soit � = f p1; p2; � � � ; pm g, on note P(X n j�; n ) � Mult (�; n ) l'expression

� P(X n j�; n ) suit une distribution m ultinomiale où les év ènemen ts on t les probabilités

� de se pro duire et les exp ériences son t réalisées n fois� . Si n n'est pas conn u, on notera

la loi m ultinomiale par Mult (� ) . On note P(Y j� 1:r ) � Mult r (� 1:r ) si Y est générée par

un mélange de r distributions m ultinomiales.
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Fig. B.2 � Courb es représen tan t l'une des dimensions d'une distribution de Diric hlet à

deux dimensions ( m = 2 ) p our di�éren tes v aleurs de u ( u = � 1 = � 2 ).

Distribution de Diric hlet La distribution de Diric hlet est dé�nie dans le cas de

v ariables discrètes ou con tin ues, mais nous ne considérons que le cas discret. La dis-

tribution de Diric hlet est la conjuguée a priori ( c onjuguate prior ) de la distribution

m ultinomiale en statistique Ba y ésienne. Elle est de la forme :

P(p1; p2; � � � ; pm j� 1; � 2; � � � ; � m ) =
1

Z (� 1; � 2; � � � ; � m )

mY

i =1

p� i � 1
i (B.8)

a v ec Z (� 1; � 2; � � � ; � m ) une constan te de normalisation telle que :

Z (� 1; � 2; � � � ; � m ) =
Q m

i =1 �( � i )
�(

P m
i =1 � i )

(B.9)

et � est la fonction gamma

1

. Les paramètres � i p euv en t être in terprétés comme le

nom bre d'o ccurrences a priori des év ènemen ts de probabilités pi . Si les � i son t des

en tiers alors :

Z (� 1; � 2; � � � ; � m ) =
Q m

i =1 (� i � 1)!
(n � 1)!

(B.10)

et la distribution de Diric hlet devien t :

P(p1; p2; � � � ; pm j� 1; � 2; � � � ; � m ) =
(n � 1)!

(� 1 � 1)!(� 2 � 1)! � � � (� m � 1)!

mY

i =1

p� i � 1
i (B.11)

a v ec n =
P m

i =1 � i : La �gure B.2 mon tre des exemples de distributions de Diric hlet. P ar

exemple, soien t m = 3 , et � 1 = � 2 = 3 et � 3 = 4 alors P((0:2; 0:3; 0:5)j� 1 ; � 2; � 3) =
9!

2!2!3!(0:22 � 0:32 � 0:53) ' 6:8.

1

La fonction gamma est dé�nit par récurrence par : �( n + 1) =
R1

0 xn e� x dx ou bien par �( n) =
(n � 1)�( n � 1) et �(1) = 1 : Si n est un en tier alors : �( n + 1) = n! (Duda et al. , 2000) page 624.
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A B

P(B jA)

(a) Dép endance directe :

A est la cause de B

A B

C

P(A; B ) = P(A)P(B )
P(A; B jC) 6= P(AjC)P(B jC)

(b) A et B son t indép endan ts, mais

ils deviennen t dép endan ts condi-

tionnellemen t à C

A B

C

P(A; B ) 6= P(A)P(B )
P(A; B jC) = P(AjC)P(B jC)

(c) A et B son t dép endan ts,

mais ils deviennen t indép en-

dan ts conditionnellemen t à C

Fig. B.3 � T rois t yp es de dép endances

Notons � = f � 1; � 2; � � � ; � m g l'ensem ble des paramètres � i asso ciés au nom bre

d'o ccurrences de c haque év ènemen t ei : On note P(� j� ) � Dir (� ) l'expression � P(� j� )
suit une loi de Diric hlet � .

B.2 Mo dèles graphiques probabilistes

Les mo dèles graphiques ( gr aphic al mo dels ) fournissen t une métho de p our représen ter

les relations de dép endances en tre v ariables aléatoires. Il existe deux sortes de graphes :

orien tés et les non-orien tés. Nous ne parlerons que des mo dèles p our les graphes orien tés

( dir e cte d gr aphic al mo dels ). Les no euds du graphe représen ten t des v ariables aléatoires

(V A) et les arcs orien tés représen ten t les dép endances p ossibles en tre ces v ariables.

Les no euds grisés son t les V A observ ées (conn ues). Les no euds non-grisés son t les V A

laten tes (non observ ées). Les rectangles autour des v ariables indiquen t une réplication

de la sous-structure. La probabilité join te de toutes les v ariables p eut être obten ue en

prenan t le pro duit des distributions conditionnelles des no euds selon leur paren ts.

B.2.1 Dép endance

Dép endance directe La dép endance directe (c'est-à-dire sans v ariable in termédiaire)

en tre deux sommets A et B est représen tée par une arête les relian t (v oir �gure B.3(a)).

L'orien tation de l'arête précise le sens causal de cette dép endance. L'origine A de l'arête

indique la cause, et sa destination B l'e�et. Ceci signi�e que P(B jA) est conn ue.

Dép endance de paren ts à tra v ers un enfan t Soien t deux sommets A et B indép en-

dan ts, paren ts d'un sommet C (v oir �gure B.3(b)). Bien que A et B soien t indép endan ts,

ils deviennen t dép endan ts conditionnellemen t à leur enfan t comm un.

Indép endance d'enfan ts au mo y en d'un paren t Considérons un sommet C, pa-

ren t de deux sommets A et B (v oir �gure B.3(c)). Alors que A et B son t dép endan ts à
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Fig. B.4 � Exemple de réseau ba y ésien

tra v ers C, ils deviennen t indép endan ts conditionnellemen t à leur paren t comm un C.

B.2.2 Réseaux ba y ésiens

Des exemples simples de mo dèles graphiques orien tés son t les réseaux Ba y ésiens.

Dé�nition B.1 (Réseau ba y ésien) Un r ése au b ayésien est un c ouple (G,P), ave c :

� G est un gr aphe orienté sans cycle,

� à chaque no eud de G est asso cié une variable alé atoir e et une seule,

� soit f X 1; X 2; � � � ; X n g l'ensemble de c es variables alé atoir es, la pr opriété suivante

dé c oule de la structur e du gr aphe sans cycle :

P(X ) =
Y

X i 2 X

P(X i jparent(X i )) (B.12)

où parent(X i ) est l'ensemble des sommets de X qui sont p ar ents de X i .

P ar exemple, soit le graphique de la �gure B.4 (extrait de (Bun tine, 1994)) repré-

sen tan t la connaissance a priori d'un exp ert : la p ossibilité p our une p ersonne d'a v oir

une certaine maladie M dép end de sa profession P , du climat C et de son âge A .

Une maladie pro duit des symptômes S . La décomp osition suiv an t la règle de la c haîne

donne :

P(P; A; C; M; S ) = P(P)P(A)P(C)P(M jP; A; C)P(SjM ): (B.13)

B.2.3 V ariables laten tes

Supp osons que nous a y ons un mo dèle P(X j�) , où X représen te l'ensem ble des ob-

serv ations, et � les paramètres de ce mo dèle (par exemple, la v ariance et la mo y enne

dans le cas d'un mo dèle gaussien). Une manière d'améliorer un mo dèle est de p ostuler

l'existence de v ariables cac hées (on dit aussi manquan tes ou laten tes) qui viendraien t

ra�ner les capacités de représen tation de notre mo dèle. P ar exemple, dans la mo délisa-

tion d'un év énemen t météorologique, une activité atmosphérique non-observ able p our

des raisons tec hniques ou théoriques, est susceptible d'in�uencer grandemen t la proba-

bilité de ce que nous ten tons de prédire. Un tel mo dèle �augmen té� est par exemple

P(X; Z j�) , où Z joue le rôle des v ariables cac hées. Le problème dès lors est l'optimisa-

tion de ce mo dèle : commen t faire p our trouv er les v aleurs optimales de ses paramètres
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si certaines v ariables son t �cac hées� ? Une manière de faire est d'utiliser un algorithme

comme EM.

B.2.4 L'algorithme EM

L'algorithme EM ( Exp e ctation-Maximization algorithm ou Algorithme d'Estimation

et Maximisation (Dempster et al. , 1977)) p ermet de trouv er les v aleurs optimales des

paramètres � d'un mo dèle P(X; Z j�) a v ec Z une v ariable aléatoire laten te. Il utilise

un pro cessus itératif très simple en deux étap es :

(E) calculer, à l'aide des paramètres couran ts � 0
et des données d'en traînemen t X ,

l'esp érance de la v ariable cac hée Z p our laquelle il n'est pas p ossible d'obtenir

une estimation directe :

E � 0(Z jX )

(M) trouv er une nouv elle v aleur �̂ (parmi tous les � p ossibles) qui maximise l'esp érance

de notre nouv eau mo dèle :

�̂ = argmax
�

E � 0[P(X; Z j�)] :

P our prév enir la circularité de ces deux étap es (l'une présupp ose l'autre), nous dev ons

démarrer l'algorithme a v ec une v aleur arbitraire (raisonnable mais probablemen t non-

optimale) p our � 0
. Une fois ce premier pas franc hi, nous p ouv ons ensuite augmen ter la

qualité de la paramétrisation en alternan t (1) et (2) itérativ emen t, jusqu'à atteindre un

maxim um lo cal ou la satisfaction d'un critère prédé�ni.

Cela est équiv alen t à maximiser, de façon itérativ e dans l'espace des paramètres � , la

fonction de vraisem blance ou densité de probabilité P(X j�) (critère du maxim um de

vraisem blance). L'algorithme EM sp éci�e alors une distribution join te P(X; Z j�) a�n

de trouv er l'ensem ble des paramètres � qui maximise le logarithme de la vraisem blance :

L � (X ) = log P(X j�) = log
X

z

P(X; Z j�) : (B.14)

B.2.5 Mo dèles graphiques et v ariables laten tes : un exemple simple

Soit la �gure B.5(a) (extraite de (Blei, 2004) page 5) représen tan t la mo y enne de trois

gaussiennes d'écarts-t yp es � 1 = � 2 = � 3 = 1 , et de mo y ennes resp ectiv es � 1 = � 2:5,

� 2 = 4 et � 3 = 8 . Soit X la v ariable aléatoire représen tan t la distribution d'un p oin t de

la courb e. On note X n = f X 1; X 2; � � � ; X j ; � � � ; X n g l'ensem ble des v ariables aléatoires

représen tan t la rép étition de n fois l'exp érience consistan t à dessiner un p oin t de la

courb e. Un p oin t de la courb e p eut-être dessiné en c hoisissan t d'ab ord une v ariable

laten te Z 2 f 1; 2; 3g don t la distribution suit une loi m ultinomiale, puis en dessinan t

le p oin t selon la distribution N (� Z ; 1): La �gure B.5(b) mon tre le mo dèle graphique

asso cié au pro cessus génératif.
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(a) Mo y enne des trois gaussiennes N (� 2:5; 1) ,

N (4; 1) et N (8; 1)

� Z j X j

�
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r = 3

(b) Mo dèle graphique corresp ondan t à la généra-

tion de la courb e B.5(a)

Fig. B.5 � Exemple de mo dèle et la représen tation graphique de sa génération

Mo dèle générateur des données On p eut prop oser le pro cessus générateur sui-

v an t :

1. P our j 2 f 1; 2; � � � ; ng :

(a) Choisir une v aleur e parmi f 1; 2; 3g selon P(Z j� ) � Mult (� )

(b) Choisir une v aleur e0
dans [� 10; 15] selon P(X jZ = e; � 1:3) �

N k (( � 1:3); (1; 1; 1))
On note x j l'év ènemen t � X j = e0

� et zj l'év ènemen t � Z j = e� . Finalemen t, le mo dèle

générateur est :

P(x1:n ; z1:n j�; � 1:3) = P(� )
nX

j =1

P(x j jzj ; � 1:3)P(zj j� ): (B.15)

Inférence a p osteriori L'inférence a p osteriori p eut être vue comme le pro cessus

in v erse du pro cessus générateur. Supp osons main tenan t que nous ne disp osons plus que

des n p oin ts de la courb e, nous v oulons mo déliser la v ariable aléatoire laten te Z . P our

cela, nous utilisons l'inférence a p osteriori . D'après la form ule de Ba y es, nous a v ons les

conditions suiv an tes :

8j 2 f 1; 2; � � � ; ng P(zj jx j ; �; � 1:3) = P (x j jzj ;� 1:3 )P (zj j � )
P (x j j � 1:3 )

/ P(x j jzj ; � 1:3)P(zj j� ):
(B.16)

P ar exemple, la distribution a p osteriori de Z au p oin t x = 1 est :

P(Z = 1 jX = 1 ; � 1:3) = 0 :16
P(Z = 2 jX = 1 ; � 1:3) = 0 :83
P(Z = 3 jX = 1 ; � 1:3) = 0 :01

En général, la structure du mo dèle graphique indique la di�culté de l'inférence a p os-

teriori .
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Titre : Indexation et rec herc he d'images par fusion d'informations textuelles et visuelles

Résumé : Les Systèmes de Rec herc he d'Images (SRIm) p our le w eb utilisen t le texte de la

page w eb assuran t ainsi le passage à l'éc helle (éc helonnabilité). D'autres SRIm basés unique-

men t sur le con ten u visuel ne p ermetten t pas de réduire le fossé séman tique. P our améliorer

ces systèmes, une stratégie consisterait à extraire et fusionner les informations textuelles et

visuelles des images généralemen t mal étiquetées et mal segmen tées. Dans cette optique, nous

prop osons deux métho des éc helonnables que nous testons sur COREL (images 10K, 150 mots).

Premièremen t, nous mon trons qu'un système ba y ésien léger et rapide d'auto-annotation a v ec

un index visuel de t yp e �V ector Appro ximation-Files� améliore de +29% le score a priori .

Puis, nous prop osons p our ces images mal étiquetées une métho de de réduction adaptativ e du

nom bre de dimensions visuelles en fonction du concept, fondée sur l'h yp othèse que ceux-ci son t

présen tés a v ec des con textes visuels su�sammen t v ariables. Nous prouv ons théoriquemen t et

exp érimen talemen t que l'appro ximation de l'analyse linéaire discriminan te (ALD A) reste dans

ces conditions e�cace et qu'elle améliore les classi�cations hiérarc hiques ascendan tes de 59% en

ne sélectionnan t que 10% des dimensions visuelles. Puis nous la comparons à l'appro ximation

de la div ersité marginale maximale (AMMD). Cette thèse démon tre l'in térêt de considérer des

traits visuels en fonction du concepts, et donne des métho des p our les extraire dans le cas réel

de grandes bases d'images mal étiquetées, ouvran t de nouv elles p ersp ectiv es p our des analyses

textuo-visuelles du w eb.

Mots clés : indexation et rec herc he d'images ; annotation automatique ; fossé séman tique ;

images mal étiquetées ; appro ximation de la LD A et de la MMD ; malédiction de la dimension ;

classi�cation ascendan te hiérarc hique ; COREL.

Title : Image indexing and retriev al b y com bining textual and visual informations

Abstract : Usual W eb Image Retriev al Systems (ImRS) scan the asso ciated text whic h only en-

sures scalabilit y , on the other hand con ten t based systems do not optimize seman tic similarit y .

Robust ImRS ma y extract and merge textual and visual informations from generally miss-

lab eled and miss-segmen ted images. Therefore w e prop ose t w o scalable appro ximation metho ds

tested on COREL database (10K images, 150 w ords). W e �rst train with miss-lab eled images

a simple ba y esian image auto-annotation mo del using visual index based on V ector Appro xi-

mation Files. This mo del is v ery fast and is b etter than priors (+29%). Second, w e prop ose an

adaptiv e reduction of the visual dimension for miss-lab eled images. It relies on the h yp othesis

that eac h concept in a general image database is included in v arious visual con texts. W e sho w

theoritically under this w eak assumption that w e can appro ximate the Linear Discriminan t

Analysis (ALD A) and classi�cation results using a simple ascendan t hierarc hical classi�cation.

Results demonstrate ALD A e�ciency enhancing classi�cation b y 59% while selecting only 10%

of the visual dimensions. Appro ximation of Maximal Marginal Div ersit y (AMMD) is also pro-

p osed. This thesis demonstrates the in terest of considering concept dep endan t visual features,

and giv es metho ds to extract them from real miss-lab eled and miss-segmen ted large image

databases, op ening new p erp ectiv es for textuo-visual w eb analyses.

Keyw ords : image indexing and retriev al ; automatic annotation ; seman tic gap ; mis-lab eled

images ; appro ximation of LD A and MMD ; curse of dimensionalit y ; hierarc hical ascendan t

classi�cation ; COREL


